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En siguiente trabajo se realizó con el objeto de aplicar un análisis comparativo 

de técnicas de Machine Learning sobre el método de muestreo para la predicción de 

la diabetes. Para esto, se realizó una investigación usando un método de enfoque 

cuantitativo, aplicado a los datos de un repositorio de base de datos de Kaggle de 

medición de factores de diabetes en mujeres de al menos 21 años de herencia 

indígena Pima, la misma que consta de 768 ítems, las mismas que han sido 

considerados como población para posteriormente ser usada como muestra. 

Asimismo, el estudio es de tipo aplicada, con un diseño de investigación experimental 

de tipo pre-experimental de un solo grupo, ya que luego de aplicar las técnicas de 

Machine Learning a través de métricas como rendimiento; exactitud, precisión, 

especificidad, sensibilidad y F1 Score, se podrá verificar los resultados y realizar la 

medición. 

Para ello, se consideró aplicar la metodología Knowledge Discovery in Databases 

(KDD), la misma que está divida de 5 etapas, la primera comienza con la selección de 

datos, la segunda y tercera etapa, con el preprocesamiento y transformación de los 

datos, en la cuarta etapa se efectúa la minería de datos, aplicado a la presente 

investigación, haciendo el entrenamiento en 6 algoritmos de aprendizaje automático 

Árbol de decisiones (DT), Random Forest (RF), máquina de vectores de soporte 

(SVM), Gradient Boosting Machine (GBM), K-vecino más cercano (K-NN) y Redes 

Neuronales (ANN), basando los resultado en los mejores hiperparámetros y por último  

en la quinta  etapa, se diseñó un software para apoyar en la detección de la diabetes 

en función a 5 métricas, obteniendo los resultados en base a  6 algoritmos. 

Como resultado se obtuvo que el modelo Random Forest (RF), Gradient Boosting 

Machine (GBM) y Árbol de Decisiones (DT) superaron a los demás modelos, el modelo 

Random Forest obtuvo un 79,22%, en cuanto a la métrica exactitud, mientras que el 

modelo GMB obtuvo un 75,32%, de exactitud, del mismo modo el árbol de decisiones 

(DT) obtuvo un 74.09% en cuanto a la precisión. Por otro lado, el KNN, ANN y SVM 

fueron los modelos de menor rendimiento en la mayoría de las cinco métricas, KNN 

con un 74.02%, ANN con un 63.63 % y SVM con un 73.10% de exactitud. Finalmente, 

en función a los resultados obtenidos por las métricas evaluadas se puede afirmar que 

el uso de Técnicas de Machine Learning para la predicción de la diabetes, son 

favorables para el sector salud. 

Palabras clave: Machine learning, diabetes, análisis, métricas de precisión. 
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The following work was carried out in order to apply a comparative analysis of Machine 

Learning techniques on the sampling method for the prediction of diabetes. For this, an 

investigation was conducted using a quantitative approach method, applied to data from 

a repository of Kaggle database measuring diabetes factors in women of at least 21 years 

of Pima indigenous heritage, which consists of 768 items, the same that have been 

considered as a population to be subsequently used as a sample. Likewise, the study is 

applied, with an experimental research design of pre-experimental type of a single group, 

since after applying Machine Learning techniques through metrics such as performance; 

accuracy, precision, specificity, sensitivity and F1 Score, it will be possible to verify the 

results and perform the measurement. 

For this, it was considered to apply the Knowledge Discovery in Databases (KDD) 

methodology, which is divided into 5 stages, the first begins with the selection of data, the 

second and third stage, with the preprocessing and transformation of the data, in the 

fourth stage data mining is performed, applied to this research, training in 6 machine 

learning algorithms Decision Tree (DT), Random Forest (RF), Support Vector Machine 

(SVM), Gradient Boosting Machine (GBM), K-Nearest Neighbor (K-NN) and Neural 

Networks (ANN), basing the results on the best hyperparameters and finally in the fifth 

stage, software was designed to support the detection of diabetes based on 5 metrics, 

obtaining the results based on 6 algorithms. 

As a result, the Random Forest (RF) and Gradient Boosting Machine (GBM) models 

outperformed the other models, the Random Forest model obtained 79.22% for the 

accuracy metric, while the GBM model obtained 78.66% for specificity, likewise the 

decision tree (DT) obtained 74.09% for accuracy. On the other hand, the KNN, ANN and 

SVM were the lowest performing models in most of the five metrics, KNN with 74.02%, 

ANN with 63.63 % and SVM with 73.10% accuracy. Finally, based on the results obtained 

by the evaluated metrics, it can be affirmed that the use of Machine Learning Techniques 

for the prediction of diabetes is favorable for the health sector. 

Keywords: Machine learning, diabetes, analysis, precision metrics. 
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Durante las últimas décadas, las tecnologías de la información siempre han 

estado a la par con las investigaciones y nuevos métodos que impulsan un 

cuidado relacionado estrechamente en el ámbito de la salud. La diabetes es un 

padecimiento muy grave y común; puesto que la ingesta de alimentos con altos 

niveles de azúcar que perjudican al ser humano. Esto a su vez ha generado muy 

altos índices de personas que padecen de esta enfermedad, siendo un reto actual 

la forma en la que la predecimos; sin embargo, un diagnóstico anticipado podría 

ayudar a tratarla y prevenir futuras complicaciones. A manera de resumen las 

causas y efectos que se pudo identificar se describe en el anexo 4. 

Al respecto, también en las investigaciones se considera que la diabetes es 

un diagnóstico que se relaciona a través de manifestaciones hiperglucemiantes, 

(aumento del azúcar en la sangre), tal como lo considera («American Diabetes 

Association» 2022), es el resultado de la interrelación de dos principales síntomas 

son el defecto de las funciones del páncreas y la reducción de la insulina en los 

tejidos corporales; principalmente ligados al estilo y forma de vida que lleva cada 

persona. Considerando lo anteriormente mencionado, somos nosotros mismos 

que a fin de afrontar esta dura enfermedad en toda la sociedad, nos alimentamos 

de cosas que no perjudican nuestra salud. 

Por otro lado, dentro de las afectaciones que esta pueda tener, se 

considera que la diabetes se está propagando vertiginosamente y que puede 

llevar a ser crónica y compleja, la causa principal es el modo de vida que lleva 

cada persona, debido a la mala alimentación al consumir comidas denominadas 

“chatarra” o con altos porcentajes de grasa, es aquí, donde se observa que la 

actual alimentación está produciendo altos niveles de concentración de sodio, 

azúcares y grasas que están perjudicando fuertemente la salud en las personas 

(Mujumdar y Vaidehi 2019) . 

En ese sentido, (Vizcarra y Ordóñez 2018), mencionan que la diabetes 

mellitus está ligada a las enfermedades metabólicas las mismas que presentan a 

la hiperglicemia como principal característica, la cual se debe al aumento de la 

segregación de insulina. La hiperglucemia crónica, principalmente es asociada a 

un diagnóstico que hace daño la insuficiencia y disfunción de varios órganos, 

afectando especialmente a los vasos sanguíneos, insuficiencia renal, corazón, 

sistema nervioso y produce ceguera. 
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Es preciso indicar que para la (International Diabetes Federation 2021), la 

diabetes de tipo 1 denominada DM1, es definida como la problemática en la que 

los niveles de insulina producidos por el páncreas son menores al promedio. Así 

mismo la de tipo 2 denominada DM2 basa su causa en que se produce resistencia 

a la insulina, lo cual no produce efectos. Se considera que, en los últimos 30 años, 

la DM2 ha sufrido un aumento considerable alrededor de todos los países. En 

general está siendo catalogada como una emergencia sanitaria, durante el siglo 

XXI se manifiesta que, en el 2021, una cantidad de 537 millones de personas 

tienen detectada la diabetes, se calcula que llegue a 643 millones en el año 2030 

y 783 millones para el año 2045. 

En ese contexto, (Alegre-Díaz et al. 2019), considera y precisa que si no es 

controlada la diabetes, la probabilidad de presentar complicaciones graves se 

vuelve extremadamente alta y que puede conllevar hasta la muerte, del mismo 

modo, los pacientes con tales síntomas, poseen altas probabilidades de presentar 

complicaciones como tuberculosis cardiovasculares, tal como lo demuestra en su 

investigación acerca de la toma de muestras en 100 000 mil mujeres y 50,000 

hombres en la ciudad de México, acerca de las causas de mortalidad que conlleva 

a la diabetes, considerando con poca asociación a la cirrosis o el cáncer pulmonar.  

Para (Krasteva et al. 2018), considera que esta enfermedad si no se trata 

en la medida de lo posible puede ocasionar diferentes complicaciones para el 

paciente con diabetes produciendo malestar y molestias, ya que al ser 

comúnmente diagnosticada en adultos generan una alta cantidad de estrés y 

preocupación; asimismo todas estas complicaciones de los pacientes  generan 

una sobrecarga en las atenciones del sector salud, lo que generalmente es 

resultado que la insulina no es adaptada por el organismo y éste a su vez se hace 

resistente a su asimilación o su producción es insuficiente. 

En relación a los niveles de Hiperglucemia, (Stawarz et al. 2023), considera 

que dichos niveles cuando se encuentran elevados, pueden comprometer 

complicaciones a futuro, como ceguera y daños a los nervios, mientras que los 

niveles de glucemia muy bajos pueden provocar pérdida de conocimiento, 

convulsiones, coma y hasta la muerte. El autocontrol de la diabetes generalmente 

se relaciona directamente con la verificación del nivel estándar de glucosa que 

hay en la sangre y los factores del estilo de vida como una buena alimentación, 

así como con una rutina que físicamente sea activa y que pueda ser realizada en 
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varias oportunidades durante el día, si bien los médicos son los protagonistas en 

el apoyo a la atención de esta enfermedad, el autocontrol permanente depende 

principalmente de las decisiones propias que toma cada persona. 

Según (Zhao et al. 2023), en su estudio precisa que para que la población 

no incremente la gravedad de su condición médica en relación a la diabetes, las 

Tecnologías de la Información han sido fundamentales, tal es el caso que ahora 

tienen acceso a medidores continuos de Glucosa (MCG), en aplicaciones para 

smartphones. Considera también que las Tecnologías de la Información tienen 

presencia con altos porcentajes en los mecanismos y sistemas de control de 

diabetes, basando en datos que contienen características clínicas, las mediciones 

de laboratorio y los medicamentos de los pacientes, además que se proporcionan 

las lecturas de monitoreo continuo de glucosa.  

Asimismo, (Bergman, Stefanovski y Kim, et al. 2019), basa su investigación 

en la existencia de los estudios y técnicas que han logrado avances en su 

investigación orientados a la detección de la prediabetes, incluidos los estudios 

de asociación del genoma completo y la metabolómica. Si bien estos enfoques 

crean un gran volumen de datos con solamente una sola muestra de sangre, 

dichos estudios han demostrado que se obtiene un éxito con limitaciones en el 

uso de la información genética y metabolómica para la identificación del riesgo de 

enfermedad, por lo que asevera que la predicción de diabetes es la necesidad de 

predecir anticipadamente el desarrollo de esa enfermedad, para evitar la 

intervención y retrasar el resultado de la progresión de la enfermedad y el trastorno 

metabólico.  

Por otro lado, (Malpartida, et al. 2022), precisa que hacer cambios en la 

ingesta de alimentos y las rutinas físicas adecuadas, reducen el progreso de ser 

portador de la diabetes tipo 2. Además, señala que la capacidad de la inteligencia 

artificial y las técnicas de Machine Learning para analizar conjuntos de datos 

complejos ayuda a los médicos en la predicción temprana de la diabetes, de tal 

forma que contribuirá a la atención planificada de los pacientes, lo que resultará 

en la mejora de los resultados en las atenciones médicas. La utilización y 

relevancia de la Inteligencia Artificial para las decisiones clínicas, el 

establecimiento de una alerta temprana y la calificación de los riesgos, son las 

áreas más prometedoras del desarrollo del análisis de datos. 
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Por otra parte, (Russell 2018, p. 8), precisa que el concepto Machine 

Learning, se define como la práctica de programación de computadoras para 

aprender de los datos. De ello se puede precisar que, este tipo de aprendizaje 

automático (ML), es un programa que aprende, no siendo necesariamente para 

ello, interesante desde el punto de vista predictivo y adaptativo a la selección de 

información que nos puede precisar una toma de decisión. 

Según (Dami et al. 2021), el Machine Learning (ML) es un tipo de 

Inteligencia Artificial (IA), adaptativa y de autoaprendizaje en función al tiempo, 

identificando ciertos patrones de entrada y dado los algoritmos que contiene, 

evoluciona con el tiempo. En la actualidad hay diversos tipos de modelos 

predictivos y para ello se cuenta con técnicas de Aprendizaje Automático que son 

de ayuda a las organizaciones a través de estos modelos predictivos.  

Por otra parte (Salamanca et al. 2021), considera la interpretación del 

aprendizaje automático como la identificación automatizada o proceso 

automatizado que extrae patrones en los datos. En los últimos años, se ha 

utilizado como una herramienta generalmente común y con buenos resultados, en 

todo lo relacionado con extracción de información de gran conjunto de datos. 

Posteriormente, esta situación nos obliga a plantear nuestra problemática 

general ¿Cómo un análisis comparativo de técnicas de Machine Learning sobre 

el método de muestreo permitirá predecir la diabetes?, especialmente cuando se 

emplean métodos de aprendizaje automático. Los conjuntos de datos pueden 

contribuir al desarrollo de algoritmos o modelos basados en datos y tecnologías 

de control/gestión de la diabetes. Asimismo, como problemas específicos se 

planteó de la siguiente manera; Problema Específico 1: ¿Cómo un análisis 

comparativo de técnicas de Machine Learning sobre el método de muestreo en 

función a la sensibilidad permitirá predecir la diabetes?, Problema Específico 2: 

¿Cómo un análisis comparativo de técnicas de Machine Learning sobre el método 

de muestreo en función a la precisión permitirá predecir la diabetes?,  Problema 

Específico 3: ¿Cómo un análisis comparativo de técnicas de Machine Learning 

sobre el método de muestreo en función a la especificidad permitirá predecir la 

diabetes?,  Problema Específico 4: ¿Cómo un análisis comparativo de técnicas de 

Machine Learning sobre el método de muestreo en función a la exactitud permitirá 

predecir la diabetes?, Problema Específico 5 : ¿Cómo un análisis comparativo de 
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técnicas de Machine Learning sobre el método de muestreo en función al F1 Score 

permitirá predecir la diabetes? 

En ese contexto, el proyecto se justifica de forma teórica, debido a que está 

respaldado por artículos científicos, revistas indexadas y fuentes de búsqueda de 

información segura, así como la plataforma MyLOFT, que dio acceso a distintas 

bases de datos científicas y bibliotecas digitales para el desarrollo del proyecto, 

en ese sentido luego de comparar las distintas técnicas de Machine Learning a 

través de algoritmos y métodos, se podrá establecer y determinar cuál es el más 

adecuado para el manejo de la información acerca de los factores que determinan 

en el diagnóstico de la diabetes, de tal forma que se podrá establecer una 

identificación temprana evitando de esta manera, los problemas colaterales que 

esta ocasiona dicha enfermedad.  

El presente proyecto presenta una justificación social dado que, debido a 

que dicha enfermedad está relacionada al deterioro de varios órganos, su 

predicción evitará que el tratamiento sea una preocupación, así como reducir las 

atenciones médicas relacionadas con esta enfermedad, se fomentará la 

conciencia social para la reducción de los casos. 

Asimismo, la investigación desde el punto de vista económico se justifica 

en que nuestro trabajo, facilitará el reconocimiento de los factores 

sintomatológicos de la diabetes, de tal forma que se pueda evitar los largos y 

costosos tratamientos que acarrea el padecimiento de esta enfermedad. También 

se justifica tecnológicamente por la implementación de un sistema predictivo que 

contribuirá con las investigaciones futuras para el desarrollo de nuevas técnicas 

de desarrollo. 

Para el presente trabajo se plantea el siguiente Objetivo General Aplicar un 

análisis comparativo de técnicas de Machine Learning sobre el método de 

muestreo para predecir la diabetes y también se plantearon los siguientes 

objetivos específicos Objetivo Específico 1: Emplear análisis comparativo con 

técnicas de Machine Learning sobre el método de muestreo para predecir la 

diabetes en función a la sensibilidad. Objetivo específico 2: Emplear un análisis 

comparativo con técnicas de Machine Learning sobre el método de muestreo para 

predecir la diabetes en función a la precisión. Objetivo Específico 3: Emplear un 

análisis comparativo con técnicas de Machine Learning sobre el método de 
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muestreo para predecir la diabetes en función a la especificidad. Objetivo 

Específico 4: Emplear un análisis comparativo con técnicas de Machine Learning 

sobre el método de muestreo para predecir la diabetes en función a la exactitud 

Objetivo Específico 5: Emplear un análisis comparativo con técnicas de Machine 

Learning sobre el método de muestreo para predecir la diabetes en función a F1 

Score. 

En esta investigación se establece como Hipótesis General: La aplicación 

de un análisis comparativo con técnicas de Machine Learning sobre el método de 

muestreo predice la diabetes y también se establece las siguientes hipótesis 

específicas; Hipótesis Específica 1: El empleo de un análisis comparativo con 

técnicas de Machine Learning sobre el método de muestreo predice con 

sensibilidad la diabetes. Hipótesis Específica 2: El empleo de un análisis 

comparativo con técnicas de Machine Learning sobre el método de muestreo 

predice con precisión la diabetes. Hipótesis Específica 3: El empleo de un análisis 

comparativo con técnicas de Machine Learning sobre el método de muestreo 

predice con especificidad la diabetes. Hipótesis Específica 4: El empleo de un 

análisis comparativo con técnicas de Machine Learning sobre el método de 

muestreo predice con exactitud la diabetes. Hipótesis Específica 5: El empleo de 

un análisis comparativo con técnicas de Machine Learning sobre el método de 

muestreo predice con F1 Score la diabetes. 
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En este capítulo, se realizó una búsqueda de información relevante en 

artículos y revistas indexadas a través de la plataforma MyLOFT, así como otros 

motores de búsqueda, brindando acceso a distintas bases de datos científicas 

como; Scopus, IEEE Xplore, Dovepress, Open Acces, Scientific reports y Scielo y  

Elsevier, las mismas que han servido para obtener referencias de investigaciones 

previas que hacen posible que la sustentación de la presente investigación sea 

más sólida y precisa, donde se encontró antecedentes tanto de nivel nacional e 

internacional, tal como se muestra en el Anexo 2, el cual muestran estudios 

relacionados con la predicción de esta enfermedad, empleando técnicas de 

aprendizaje automático a través de distintos algoritmos y métricas de rendimiento 

para evaluar la predicción de la diabetes.  

Podemos considerar que el Machine Learning, es parte de la inteligencia 

artificial, la cual, a través de algoritmos, que tiene como característica principal la 

de aprender y no tener que ser programados explícitamente, (Sandoval et al. 

2018). En otras palabras, sólo hay que proporcionar al algoritmo una gran cantidad 

de datos, para que pueda aprender y saber actuar en casos diferentes, (Shalev-

Shwartz et al. 2019). También manifiesta que el aprendizaje automático está 

típicamente organizado en tres ramos principales; el aprendizaje supervisado, el 

aprendizaje no supervisado y aprendizaje reforzado, tal como se muestra en la 

figura 1. 

Figura 1: Tipos de aprendizaje automático  

 

 

 

 

 

 

 

Fuente: (Leidy-Esperanza et al. 2021). 
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Respecto a los considerandos relacionados con el aprendizaje supervisado 

(Leidy-Esperanza et al. 2021), considera que en los algoritmos que usan datos 

previamente identificados para indicarle cómo tiene que ser categorizada la nueva 

información, el agente toma conocimiento de los datos de entrada y salida 

pretendiendo converger con el mejor clasificador posible. En el aprendizaje no 

supervisado, los algoritmos no usan datos identificados previamente para indicarle 

al algoritmo cómo va a ser la clasificación de la información, el algoritmo debe 

encontrar la manera de realizar la clasificación; por consiguiente, no requiere de 

una persona que retroalimente el algoritmo. El aprendizaje por refuerzo es aquel 

que funciona con intervención humana mediante el proceso. los algoritmos 

aprenden de la experiencia, es decir, se debe dar un refuerzo positivo o incentivo 

cada vez que aciertan. 

Para (Management Solutions España, et al. 2018), manifiesta que un 

modelo de regresión puede efectuar la predicción de una cantidad continua de 

datos, mientras que los de clasificación predicen una etiqueta. Puesto que estas 

aplicaciones son muy complejas, una persona no puede planear con tal 

envergadura la realización de dichas actividades por la complejidad, es por ello 

que tiene que hacer uso de las computadoras y concederle las habilidades de 

efectuar un aprendizaje en base a las experiencias obtenidas y poder tener un 

comportamiento adaptativo ante nuevas situaciones. 

Según (Amin 2021), menciona que existen diversas técnicas de aprendizaje 

dentro de las cuales considera que el Modelo de Regresión Lineal, es el más 

utilizado para efectuar la clasificación binaria, porque es un modelo denominado 

básico, que puede ser extendido a problemas de múltiples etiquetas. Para (Tusell 

2018), esta técnica basa su función en la predicción de una variable dependiente 

y en razón a una o muchas variables independientes (x), a partir de una línea recta 

que más se adecúe a los datos que se le ha proporcionado. 

Ecuación 1: Hipótesis de modelo de regresión lineal 

ℎ(𝑥) = 𝑏0 +  𝑏1𝑥1 +  𝑏2𝑥2 +  𝑏3𝑥3 …. 

 

Fuente: (Tusell 2018) 

(Tusell et al. 2018), considera que cuando en la regresión lineal existe una 

variable independiente es simple y cuando existe más de una, es denominada 
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múltiple. Es considerado el modelo más rápido y robusto, pero para que exista un 

buen funcionamiento, se debe de asegurar la relación lineal entre la entrada y la 

salida, en la figura 2, se muestra un ejemplo de la gráfica del modelo de RL. 

Figura 2: Gráfica de modelo de regresión lineal 

 

Fuente: (Tusell 2018). 

Para (Pineda-Jaramillo 2019), considera que los árboles de decisión, son 

gráficos orientados y estructurados por un número determinado de nodos que 

inician de los nodos raíz, son métodos no paramétricos con una estructura a un 

diagrama de flujo o a un árbol y se pueden utilizar para clasificar problemas, en el 

grafico 3 se muestra la gráfica del modelo bosque aleatorio.  

 Figura 3: Bosques Aleatorios. 

 

                              

 

 

 

 

  Fuente: (Pineda-Jaramillo 2019). 

Asimismo, para (González 2023), el modelo de regresión Polinomial de 

tercer grado y de una variable, busca encontrar un polinomio de grado n, que sea 

más adaptable a la distribución de datos a través de una curva. Es muy útil cuando 
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en el modelo no se ajustan los datos debido a algún tipo que no asegure mantener 

la linealidad entre ellos. 

Ecuación 2 Hipótesis de modelo de regresión Polinomial  

ℎ(𝑥) = 𝑏0 + 𝑏1𝑥1 + 𝑏2𝑥1
2 + 𝑏3𝑥1

3 

Fuente: (González 2023). 

Figura 4: Ejemplo de regresión Polinomial. 

 

Fuente: (González 2023). 

Asimismo, en lo respecto a Vectores de soporte (Support Vector Machine, 

SMV), (Gandhi 2018), considera como objetivo principal un hiperplano en un 

espacio de N-dimensiones (representando N el número de variables 

independientes), que haga máxima la distancia existente entre los datos de ambas 

clases. En otras palabras, en lo que es concerniente a la clasificación de los datos 

es el límite de decisión. Para (Román 2019), las técnicas de mapeo y kernelización 

deben ser usadas en estos problemas de clasificación no lineales. 
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Figura 5: Representación Gráfica de SMV. 

 

Fuente: (Roman 2019). 

 

Según (García-Laencina et al. 2017), este modelo asume que los objetos 

que tienen similitud están muy cercanos unos con otros y su similitud son 

considerada en base a las distancias entre puntos en una gráfica. Es así que 

plantean que la variable (k), equivale al número de vecinos más cercanos que se 

eligen con el fin de efectuar la clasificación, de acuerdo a ello, se obtendrán 

diferentes predicciones. 

Figura 6: Ejemplo de KNN, clasificación de acuerdo a parámetro 

 

Fuente: (García-Laencina et al. 2017). 

Respecto al aprendizaje no supervisado, según (Russell y Norvig 2018), 

mencionan que el agente identifica los patrones que existen dentro de los datos 

de entrada sin ser necesario tener en consideración los datos de salida. En ese 

sentido, el objeto es obtener y recabar información representativa de los datos de 

entrada, los mismos que no tienen etiquetas y su estructura no es conocida. Como 

problemática se presenta dos tipos: el agrupamiento o también llamado clustering, 

y la reducción dimensional. En primer lugar, se crean conjuntos de objetos de 

similares características, en tanto que el de reducción busca redundancia en la 
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información de los datos, para efectuar la reducción de la cantidad de variables y 

con ello, así como ampliar el espectro de la mejorando significativamente el 

rendimiento computacional (Roman 2019). 

Para (López Briega 2018), menciona que los modelos K-Means es uno de 

los modelos más conocidos en este método, dentro de su concepción tiene varias 

etapas, considerando la primera en identificar la variable (k), que vendría a ser la 

cantidad de clústeres, para posteriormente de forma aleatoria elegir (k) datos del 

set los cuales se les llamaran centroides los mismos que harán su desplazamiento 

hacia el punto que equivalga a la media entre las distancias del dato y su 

centroide. Este proceso será iterativo hasta que el centroide apenas logre 

moverse entre cada interacción, pudiendo obtener la denominada convergencia. 

Figura 7: Representación de modelo K-Means 

 

Fuente: (López Briega 2018) 

 

Para (Abdulrahman 2019), el método de descomposición en Valores 

Singulares (Singular Valúa Decomposition o SVD): es un método mediante el cual 

a una matriz real o compleja se le aplica una factorización con la finalidad de 

reducir las dimensiones. Su principio es descomponer vectores, de tal forma que 

se puedan expresar en dos variables, por lo que la dirección de la proyección es 

el unitario y proyección indica la longitud. 
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                 Figura 8: Representación de modelo SVD 

 

Fuente: (Abdulrahman 2019). 

 

Para (Febrian et al. 2023), en su investigación usó la comparación de 

técnicas de Machine Learning, usando algoritmos de K-Nearest Neighbor (KNN) 

y Naïve Bayes (NB) para predecir la enfermedad de la diabetes, mediante la cual 

usó un método de enfoque cuantitativo que encamina la medición de los datos 

existentes, de una base de datos pública de Kaggle, en función a varios atributos 

de salud, bajo las métricas de accuracy, precisión y Recall, para poder determinar 

cuál de los dos es más adaptativo para la predicción de la diabetes, el algoritmo 

Naive Bayes supera a KNN, con un valor promedio de 76,07 % de precisión, 73,37 

%, de recuperación y en el caso del Naive Bayes un valor promedio de 73,33 % 

de precisión y  70,25 % de recuperación, se concluye que al comparar el  algoritmo 

k-Nearest Neighbor y el algoritmo Naive Bayes, de acuerdo con los resultados de 

sus experimentos a través del sistema de medición de Matriz de Confusión, el 

algoritmo Naive Bayes es preferible para predecir la diabetes utilizando el conjunto 

de datos. 

Según (Mansoori et al. 2023), en su estudio precisa que existe un gran 

problema por el que viene padeciendo la población en general a consecuencia de 

la diabetes Mellitus tipo 2 (DM2, su objetivo principal de este estudio fue anticipar 

el diagnóstico de la diabetes usando la comparación de los modelos sobre una 

muestra de 9000 adultos de 35 a 55 años, utilizando tres modelos de aprendizaje 

automático; regresión lineal, árbol de decisión y bosque aleatorios, para investigar 

la relación entre los predictores hematológicos y las variables de respuesta binaria 

(diabéticos y no diabéticos), tomando como método el algoritmo SMOTE para 

equilibrar las clases, bajo las métricas de accuracy, precisión y especificidad, para 

predecir la diabetes usaron el conjunto de datos que se dividió aleatoriamente en 
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dos partes: datos de entrenamiento y datos de prueba (75 % frente a 25 %). 

finalmente, el estudio mostró que el modelo bosque aleatorios presentó un mejor 

rendimiento para la predicción de la diabetes obteniendo un 97,43% de precisión 

a comparación de los modelos de regresión lineal y árbol de decisión, con 67,28% 

y 66,26% de precisión, de acuerdo con los resultados, se puede concluir que 

algunos de los factores hematológicos podrían ser una herramienta valiosa en la 

predicción de T2DM.  

Según (Orlando y Karina 2022), en su investigación aplicó modelos de 

aprendizaje automático para la detección anticipada de la diabetes tipo 2, 

utilizando 5 modelos, el K-vecino más cercano (K-NN), Bernoulli Naïve Bayes 

(BNB), el árbol de decisión (DT), la regresión logística (LR) y la máquina de 

vectores de soporte (SVM), con el objetivo de identificar  y clasificar  si un paciente 

tiene diabetes o no ,utilizando modelos ML y seleccionar el mejor modelo de 

clasificación para predecir la diabetes, asimismo para determinar el rendimiento 

de los modelos de clasificación se utilizaron diferentes métricas, como la 

puntuación F1, exactitud, precisión y recuperación, tomando como método el 

algoritmo SMOTE para equilibrar las clases, los resultados muestran que los 

modelos K-NN y BNB superan a los demás modelos, el modelo K-NN obtuvo la 

mejor precisión en la detección de diabetes, con un 79,6% de precisión, mientras 

que el modelo BNB obtuvo un 77,2% de precisión en la detección de la diabetes, 

el cual concluye que, en base a los resultados obtenidos, los dos mejores modelos 

para identificar y clasificar la diabetes tipo 2 mediante modelos ML son K-NN y 

BNB, garantizando que el uso de modelos ML para la detección temprana de 

diabetes es muy prometedor en el sector salud. 

Según (Rajput y Khedgikar et al. 2022), teniendo como objetivo el predecir 

la diabetes, a través del uso de cinco diferentes tipos de algoritmos de Aprendizaje 

Automático, como Vectores de Soporte, Vecino más cercano, árbol de decisión, 

bosque aleatorio, regresión logística y aumento de gradiente demostrando que los 

algoritmos de aumento de gradiente estocástico y árbol de decisión, obtuvieron 

valores que superaron al rendimiento y lograron un mayor índice de precisión para 

la obtención de datos a comparación de los tipos de algoritmos 77%, planteando 

incrementar cinco algoritmos para mejorar su precisión tales como Regresión 

logística multinomial, Naïve Bayes, Árboles de decisión, Bosque aleatorio y 

random forest, concluyendo que los mejores resultados fueron obtenidos para el 
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árbol de decisión y el algoritmo de aumento de gradiente estocástico, llegando a 

concluir el índice de masa corporal (IMC) alto y la edad avanzada son factores 

importantes en el desarrollo del riesgo de diabetes. 

Según (Li et al. 2022), evalúa los modelos de aprendizaje automático 

fundados en información compilada en el mediano plazo, para la predicción de la 

diabetes en pacientes con síndrome metabólico; para ello, basa su investigación 

en la recopilación de información desde el año 2008 hasta el 2020, los mismos 

que se encuentran en el repositorio de la base de datos del área de Gestión de 

Salud del Hospital de la Facultad de Medicina de la Unión de Pekín (PUMCH-HM), 

para lo cual se tomó una muestra de 4510 participantes, los mismos que fueron 

tomados de manera aleatoria y dentro del período considerado anteriormente los 

mismos que se evaluaron en tres algoritmos de clasificación convencionales: 

regresión logística, bosque aleatorio y Xgboost, utilizando la herramienta Python 

3.8. Para dichos algoritmos se desarrollaron 5 modelos de riesgo, en todos los 

clasificadores se calcularon utilizando un valor de estado aleatorio fijo para 

garantizar resultados consistentes. Concluye que los modelos basados en datos 

longitudinales de varios años pueden proporcionar herramientas de evaluación 

más personalizadas para la evaluación del riesgo en pacientes con diabetes.  

Para (Zhao et al. 2023), basa su investigación en la elaboración de datos 

denominados el ShangháiT1DM y ShangháiT2DM, que se elaboraron en función 

a pacientes que cuentan con diabetes mellitus tipo 1 y tipo 2. Considerando que 

la Diabetes Melitus de tipo 1 a partir de ahora denominada (DM1) representa del 

5 al 10% del total de la población con diabetes y que la Diabetes Melitus de tipo 1 

a partir de ahora denominada (DM2) basa su causalidad en cómo el organismo se 

resiste a la asimilación de la  insulina y la deficiencia de está, teniendo como 

objetivo proporcionar evidencias para recomendaciones en el modo de vivencia 

de las personas y efectuar un seguimiento del control glucémico de estas, cada 

paciente se sometió a un examen físico que incluía la medición de la talla y el 

peso. El índice de masa corporal (IMC) se calculó como el peso dividido por la 

altura al cuadrado (kg/metro2). Cada paciente usó un dispositivo de monitoreo de 

glucosa flash (FreeStyle Libre H, Abbott Diabetes Care, Witney, Reino Unido) para 

efectuar la medición de los niveles de glucosa intersticial de forma continua hasta 

por 14 días. 
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Asimismo, (Kopitar et al. 2020), basa su estudio en la detección temprana 

de la DM2, utilizando modelos de predicción basados en aprendizaje automático, 

utilizando el método de regresión multivariada, para ello compara los modelos de 

aprendizaje automático como Glmnet, el cual es un método de regresión lineal; 

así como Random forest, XGBoost y LightGBM, que son métodos de árboles de 

decisiones, a manera de resultado los modelos más óptimos se considera a 

Glmnet  con (0,859) %  y XGBoost (0,881) %, como resultado en sus gráficas 

tenían cierta semejanza. (considerar las interpretaciones de los gráficos), 

utilizando el método Lasso, que asegura el rendimiento de los conjuntos de datos; 

así como bajo la recuperación de la curva de precisión, tal como se aprecia a 

continuación, considerando que ambos métodos de regresión lineal son 

aceptables para la predicción de la diabetes. 

 Figura 9: Importancia de las variables Ranking de variables para Glmnet (A), 

Light GBM (B), bosque aleatorio (C) y XGBoost (D) durante el período observado 

(T6–T30) 

                     

Fuente: (Kopitar et al 2020). 

Por otro lado, dentro de las Métricas de Evaluación de los Modelos, se ha 

considerado evaluar las métricas de rendimiento, precisión, sensibilidad y F1 

Score, a través de matrices de confusión en donde tambien (Abdulkadir y Derbew 

2023), consideran que esta última es una herramienta comúnmente utilizada 

dentro del aprendizaje automático supervisado. En donde las instancias de una 

clase predicha son representadas en las columnas y las instancias de una clase 

real son representadas en cada fila. 
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Asimismo, la metodología que se va a emplear es KDD, en inglés 

(Knowledge Discovery in Database), representado en la figura 8, según Maria 

Consuelo et al. (2017), considera que es un proceso interactivo de tal forma que 

se puedan realizar cambios y repetir cada paso para obtener los mejores 

resultados, se basa en las disciplinas tradicionales para obtener información a 

través de datos del aprendizaje automáticos lo que engloba al proceso que 

pretende extraer conocimiento a partir de datos. Lo que a este proceso se le define 

como proceso no trivial de identificar patrones válidos, novedosos, potencialmente 

útiles y en última instancia entendibles en los datos, paso iterativo que consta de 

una serie de fases para la generación de conocimiento y la toma de decisiones. 

Asimismo, consideran que el proceso de la metodología Knowledge Discovery in 

Databases (KDD), es la preparación de datos, selección limpieza de los mismos, 

incorporación del conocimiento, e interpretación de los resultados. Estas fases 

comprenden de 5 etapas. 

Figura 10: Etapas de la metodología KDD 

       Fuente: María Consuelo (2017). 

Según (Maria y Daniel, 2017) La primera etapa es la selección, luego de un 

entendimiento del problema y definido las metas del proceso, se crea un conjunto 

de datos sobre el cual se buscará conocimiento nuevo, la segunda etapa es el 

pre-procesamiento / limpieza, básicamente se trata de una etapa de análisis de 

calidad de la data, donde se eliminan datos ruidosos, se utilizan estrategias para 

homogenizar datos desconocidos, datos nulos, duplicado la tercera etapa es 

transformación / reducción, tiene como objetivo eliminar variables no influyentes 

según la meta del proceso, para lo cual se utilizan técnicas de reducción para 

disminuir el número de variables la cuarta etapa es minería de datos, de la vista 
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minable generada en la etapa anterior se aplica técnicas con el fin de descubrir 

patrones o reglas. Finalmente, la etapa de interpretación, donde se comprende la 

interpretación de los patrones encontrados, visualizando y traduciendo los mismos 

en términos comprensibles por el usuario. 

Para (KUMAR Dewangan y AGRAWAL et al. 2020), el rendimiento de un 

modelo se puede evaluar con diferentes medidas de rendimiento, tales como 

precisión, sensibilidad y especificidad, para su evaluación se usa verdadero 

positivo (TP), verdadero negativo (TN), falso positivo (FP) y falso negativo, tal 

como lo describe la tabla 1. 

Tabla 1: Matriz de confusión 

  

Positive Negative 

Actual 

Class 

Positive (TP) True Positive  

(FN) False 
Negative 

 

Negative (FP) False Positive (TN) True 
Negative 

 

 

Fuente: (KUMAR Dewangan y AGRAWAL 2019). 
 

- True Positives (TP): son las predicciones positivas que realmente son positivos 

para la clase. 

- False Positives (FP): son las predicciones positivas que realmente son negativos 

para la clase. 

- True Negatives (TN): son las predicciones negativas que realmente son 

negativas para la clase. 

- False Negatives (FN): son las predicciones negativas cuando en realidad son 

positivas 

Adicionalmente, (Zapeta Hernández et al. 2022), que la precisión mide la 

cantidad de verdaderos positivos y falsos positivos para hacer precisa su 

predicción basada en un índice porcentual de las predicciones acertadas, lo cual 
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resulta siendo de real importancia con el fin de evitar una confusión entre las 

muestras tanto positivas como negativas. De esta forma, los resultados obtenidos 

serán de calidad, en función a la naturaleza intuitiva de esta medición. 

Ecuación 3: Fórmula para el cálculo de la precisión 

𝑃𝑟𝑒𝑠𝑖𝑐𝑖ó𝑛 =  
𝑇𝑃

𝑇𝑃 + 𝐹𝑃
∗ 100 

 

 Fuente: (Zapeta Hernández et al. 2022) 

Dónde: 
TP: True Positive  
FP: False Positive 

Adicionalmente, con el fin que el modelo sea más sensible, (KUMAR 

Dewangan y AGRAWAL 2020), considera que la citada métrica considera el 

porcentaje de los casos positivos que se identifican dentro de los parámetros 

indicados, a fin de reducir las probabilidades de error durante las mediciones. 

Ecuación 4: Fórmula para calcular la sensibilidad 

𝑆𝑒𝑛𝑠𝑖𝑏𝑖𝑙𝑖𝑑𝑎𝑑 =  
𝑇𝑃

𝑇𝑃 + 𝐹𝑁
∗ 100 

 

 Fuente: (Zapeta Hernández et al. 2022) 

 

Según (Malpartida 2019), menciona como especificidad o tasa de falsos 

negativos: éste es el número de casos negativos que el algoritmo identifica 

correctamente, gracias a este, el modelo podrá clasificar correctamente los casos 

con resultados negativos y prevenir errores dentro de lo posible. 

Ecuación 5: Fórmula para calcular la especificidad 

𝐸𝑠𝑝𝑒𝑐𝑖𝑓𝑖𝑐𝑖𝑑𝑎𝑑 =  
𝑇𝑃

𝑇𝑃 + 𝐹𝑁
∗ 100 

Fuente: (Malpartida et al. 2022) 

En lo paralelo, también consideran que el Accuracy es una métrica utilizada 

para determinar cuántas predicciones correctas produjo un modelo a través de 

todo un conjunto de datos de prueba. Así como también se decide obtener una 

mejor solución individual y seleccionar una mejora solución producida por un 

algoritmo creando un modelo adecuado. (Malpartida (2019). 
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Ecuación 6: Fórmula para calcular el accuracy 

𝐸𝑥𝑎𝑐𝑡𝑖𝑡𝑢𝑑 =  
𝑇𝑃 + 𝑇𝑁

𝑇𝑃 + 𝑇𝑁 + 𝐹𝑃 + 𝐹𝑁
∗ 100 

   Fuente: (Malpartida et al. 2022) 

Asimismo, el mismo autor considera que la métrica F1-score mide la 

precisión del modelo en función de la sensibilidad y la precisión, generando que 

un valor más alto de F1-score indica que el modelo es más preciso, generando 

que puede ser un valor más objetivo en el cálculo. 

Ecuación 7: Fórmula para calcular el F1 Score 

𝐹1 𝑆𝑐𝑜𝑟𝑒 =  
𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 ∗ 𝑆𝑒𝑛𝑠𝑖𝑏𝑖𝑙𝑖𝑑𝑎𝑑

𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó +∗ 𝑆𝑒𝑛𝑠𝑖𝑏𝑖𝑙𝑖𝑑𝑎𝑑
 

Fuente: (Malpartida et al. 2022) 
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} En este capítulo, se detalla el tipo y diseño de investigación, incidiendo 

principalmente en aspectos relevantes como la definición y la forma en la que 

operan las variables. Adicionalmente, se establece la delimitación de la población; 

así como la determinación de la muestra y se profundiza acerca del método de 

análisis de datos y los aspectos éticos de la investigación, 

3.1 Tipo y diseño de investigación 

 
3.1.1 Tipo de investigación 

 

La presente investigación es de tipo aplicada, ya que, se emplea un 

Sistema Inteligente con Machine Learning con la finalidad de recabar un resultado 

de la predicción de la diabetes en mujeres de al menos 21 años de herencia 

indígena Pima. Para (Teodoro y Nieto 2018), en su investigación acerca del 

método científico, considera que la investigación aplicada busca la resolución de 

los problemas de los procesos de bienes y servicios de la actividad de los seres 

humanos y considera que mejora, perfecciona y optimiza del funcionamiento de 

los sistemas relacionado a las tecnológicas actuales las mismas que están a la 

par con la ciencia y la tecnología; razón por la cual, no solamente está enfocado 

a encontrar un verdadero, falso o probable sino a la de eficiente, deficiente, 

ineficiente, eficaz o ineficaz. 

Es de tipo cuantitativa, donde (Vega-Malagón et al. 2018), considera que el 

enfoque cuantitativo se basa en el planteamiento del problema y se fundamenta 

en el esquema lógico y deductivo, también pretende generalizar los resultados en 

base a lo consultado de las muestras representativas. 

Tomando en cuenta el método de obtención de datos (Guevara et al. 

(2020), considera que, en el tipo de investigación experimental, es un conjunto de 

sujetos es sometido a diferentes circunstancias (variable independiente), con el 

fin de verificar los efectos que provocan (variable dependiente). Asimismo, 

considera el método exitoso si se observan cambios en la variable dependiente, 

producto de la manipulación de los datos de la variable independiente. Este 

estudio abordará la problemática, efectuando la comparación de los datos sobre 

el muestreo para la predicción de la diabetes. 
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3.1.2 Diseño de investigación 

 
El diseño de la presente investigación se planteó un diseño experimental, 

de tipo preexperimental, ya que según (Hernández Sampieri et al. 2018), busca 

establecer un estímulo a un determinado grupo, a fin de posteriormente realizar 

una medición de una o más de las variables consideradas, a fin realizar una 

verificación en función al primer grupo.  

 Esta investigación basa su diseño de investigación experimental, de tipo 

pre - experimental, dado que se realizará, comparaciones con información, puesto 

que se busca establecer porcentajes de medición de la precisión de las técnicas 

de aprendizaje de un cierto grupo de personas que padecen la enfermedad de la 

diabetes, así como los resultados obtenidos de acuerdo a las sintomatologías 

presentadas. 

Ecuación 8: Diagrama del diseño de investigación 

𝐺 =  𝑋  →  𝑂1 

Pre-test – Tratamiento  

Dónde:  

G: Grupo experimental (mujeres de al menos 21 años de herencia indígena pima) 

X: Tratamiento (O1: Mediciones pre-test de la solución de Machine Learning) 

 

3.2 Variables y Operacionalización 

 

Por otro lado, (Sánchez et al. (2018)), menciona que las variables son una 

pieza fundamental para la investigación, es una cualidad que se le atribuye a un 

objeto, a la que le podemos asignar una categoría o un valor; finalmente considera 

que de las variables se desprenden los indicadores. Para nuestra investigación se 

ha considerado como variable independiente “Técnicas de Machine Learning” y 

como variable dependiente “Predicción de la diabetes”. 

 
 3.2.1 Variable independiente 

 

Como variable independiente se considera a las Técnicas de Machine 

Learning y como variable dependiente a la predicción de la diabetes, puesto que 

según (Morales et al. 2019), que estas son de suma importancia para la 
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investigación, de tal manera que considera que la variable independiente se 

puede clasificar por subclasificaciones, y considera que si la investigación es de 

carácter experimental la variable dependiente suele ser cuantitativa. 

 

3.2.2 Variable dependiente 

   
En función a lo descrito en el párrafo precedente se considera como 

variable dependiente a la predicción de la diabetes, la misma que será evaluada 

mediante la aplicación de cinco indicadores las cuales son: Precisión, 

Especificidad, Sensibilidad, Exactitud y F1 Score, tal como se aprecia en la Tabla 

de Operacionalización de Variables y en la Matriz de Consistencia que se visualiza 

en el Anexo N° 1 y 2. 

 

3.3 Población muestra y muestreo  

 
 3.3.1 Población  

 

Para (Sánchez et al. 2018), un conjunto de propiedades que tienen relación 

y son agrupadas en componentes, se le denomina población, es la sumatoria de 

conjunto de elementos, pudiendo ser personas, cosas o eventos, que tienen algún 

criterio que los relacione. Éstos pueden ser identificados a través de la 

examinación del interés deseado, es por ello que serán parte de la hipótesis de 

investigación. Es preciso indicar que, si trabajamos con grupos de personas, es 

conveniente denominarlos como “habitantes”, de lo contrario, es mejor llamarlos 

mundos de investigación. Como población se considera los datos de todas las 

personas con la enfermedad de diabetes. En particular, todos los pacientes de la 

muestra utilizada, son mujeres de al menos 21 años de herencia indígena pima, 

la cual consta de 768 registros. 

 

 3.3.2 Muestra 

 

Se tomará a partir de la fórmula del muestreo aleatorio simple, tomando en 

consideración un 99% de nivel de confianza y un 1% de margen de error, el 

resultado es el siguiente: 
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Ecuación 9: Fórmula del Tamaño de la Muestra 

𝑇𝑎𝑚𝑎ñ𝑜 𝑑𝑒 𝑙𝑎 𝑀𝑢𝑒𝑠𝑡𝑟𝑎 =  

𝑧2 ∗ 𝑝(1 − 𝑝)
𝑒2

1 + (
𝑧2 ∗ 𝑝(1 − 𝑝)

𝑒2𝑁
)

 

 

Donde: 

 

N=768 

Z= nivel de confianza (99%) = 2.58 

Ecuación 10: Tamaño de la Muestra con parámetros 
𝑇𝑎𝑚𝑎ñ𝑜 𝑑𝑒 𝑙𝑎 𝑀𝑢𝑒𝑠𝑡𝑟𝑎 =  257 

 
3.3.3 Muestreo 

 

El presente trabajo aplica un tipo de muestreo no probabilístico, por lo 

mismo que se consideraron todos los datos. 

3.4 Técnicas de instrumentos de recolección de datos 

 
3.4.1 Técnicas  

 
Para (Gonzáles et al. 2020), las técnicas e instrumentos a usar en una 

investigación son variantes, sin embargo, éstos son determinantes, en los últimos 

años ciertas técnicas con cada especialidad, lo cual permite poner a la 

investigación en contexto con la especialidad. En la presente investigación se 

aplicó la obtención de datos de fuente abierta, ya que los datos a utilizar se 

encuentran en un repositorio de base de datos experimental en Kaggle, la cual 

consta de 768 ítems de medición de factores de diabetes en mujeres de al menos 

21 años de herencia indígena pima, la cual se obtuvo del siguiente link: 

https://www.kaggle.com/datasets/uciml/pima-indians-diabetes-

database?resource=download 

 

 

 

https://www.kaggle.com/datasets/uciml/pima-indians-diabetes-database?resource=download
https://www.kaggle.com/datasets/uciml/pima-indians-diabetes-database?resource=download
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3.4.2 Instrumentos 

 
Para la presente investigación y dado que los datos obtenidos son de fuente 

abierta, con la finalidad de contar con la instrumentación necesaria se elaborará 

una ficha de registro de datos. Asimismo, a través de instrumentos como las 

Fichas de Registro se utilizará la técnica de observación, a fin de consignarlos y 

compilar la precisión por cada algoritmo usado. Es por ello que se considera a la 

observación como un método en el cual se registran datos a través de reglas 

impuestas, tal y como se aprecia en las Fichas de Registro a emplear, las mismas 

que están en el ANEXO del 5 al 9. 

3.5 Procedimiento 

 
Todo comenzó con la exploración de información relacionada al tema a 

investigar, de fuentes nacionales como internacionales, de diferentes tipos de 

fuentes como tesis o artículos científicos con la finalidad de hacer un análisis 

comparativo del método de sobre muestreo para la predicción de la diabetes 

relacionado al Machine Learning, para luego relacionarlo con las variables 

consideradas, para que dichos antecedentes académicos sustenten el desarrollo 

de nuestra investigación. 

Para la investigación y recuperación de los datos, se obtuvieron de fuentes 

abiertas, en este caso data para la investigación es la de diabetes en mujeres de 

al menos 21 años de herencia indígena pima; en base a ello, se analizarán 

mediante los algoritmos Decisión Tree, Random Forest, K-Nearest Neighboor 

(KNN), K-Means, Naïve Bayes, Regresión Lineal y Support Vector Machine para 

establecer el modelo de predicción y posteriormente la interfaz del Sistema 

inteligente. La implementación de sistema estará desarrollada en el lenguaje 

Python con el software Anaconda y la herramienta Jupyter. 

 

3.6 Método de análisis de datos 

 
El presente trabajo de investigación recopilará la información de la base de 

datos antes mención, para posteriormente digitalizar la información para poder 

volcarlo en resultados. 

Posteriormente, se empleará las fichas de registro según las métricas de 

evaluación y los algoritmos seleccionados para obtener la precisión, para luego 
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analizarlo mediante el método analítico y descriptivo, a fin de analizar los datos 

recopilados en la búsqueda de patrones para considerar la predicción futura. De 

ello, se podrá considerar cuál de los modelos de predicción es el más adecuado.  

 

3.7 Aspectos éticos 

El presente trabajo se realiza aplicando la normativa de esta casa de 

estudios, considerada en la RESOLUCIÓN DE CONSEJO UNIVERSITARIO N° 

0531-2021/UCV mostrado en el ANEXO 13, dando un enfoque de artículos para 

así garantizar un trabajo de calidad con ética moral y derechos de autor, logrando 

que pueda ser utilizado para extraer información en futuras investigaciones. 

Por otro lado, se respeta la autoría de las fuentes consultadas, 

referenciando a los autores de las diferentes fuentes bibliográficas consultadas. 

Dichas referencias, se citan según el manual de la norma ISO 690 y 690-2 

brindado por el Fondo Editorial de la Universidad César Vallejo. 

 

La ética en un proyecto de investigación es considerada un tipo de ética 

práctica o aplicada, la cual consta de resolver problemas no necesariamente 

generales, sino, de carácter específico que surge en el desarrollo de la 

investigación. (Salazar et al., 2018). 
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IV. RESULTADOS 
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En este capítulo se menciona los resultados obtenidos de la investigación, 

en función a las métricas de rendimiento utilizadas en la presente  investigación 

las mismas que son: sensibilidad, precisión especificidad, exactitud y F1 Score, 

las cuales fueron comparadas a través de 6 algoritmos los cuales son: Árbol de 

decisiones (DT), Random Forest (RF), máquina de vectores de soporte (SVM), 

Gradient Boosting Machine (GBM), K-vecino más cercano (K-NN) y Redes 

Neuronales (ANN), para determinar que algoritmo se adapta más a la predicción 

de la diabetes en personas mayores de edad y personas embarazadas. 

Asimismo, esta sección comienza a través de la carga del conjunto de datos 

de Kaggle, que incluye una cantidad de 768 registros de personas con 9 

características; número de embarazos, presión arterial diastólica, grosor de los 

pliegues de la piel, nivel de insulina, índice de masa corporal, antecedentes 

genéticos de diabetes, edad y resultado de diabetes) (sí/no), como se muestra en 

la Tabla2, usando la siguiente línea de código: data.info (). 

 

Tabla N° 2: conjunto de datos de variables  

 

Nº COLUMNA 
RECUENTO 

NO NULO 
TIPO DE DATO 

1 Embarazos 768 no nulo Entero 

2 Glucosa 768 no nulo Entero 

3 Presión arterial 768 no nulo Entero 

4 Grosor de la piel 768 no nulo Entero 

5 Insulina 768 no nulo Decimal 

6 IMC 768 no nulo Decimal 

7 DiabetespedegreeFunción 768 no nulo flotador64 

8 Edad 768 no nulo Entero 

9 Resultado 768 no nulo Entero 

Fuente: Elaboración propia. 

Seguidamente, se realizó el análisis exploratorio de datos utilizando histogramas 

y bibliotecas para el proceso de limpieza, siendo de mucha ayuda por lo que permitió 
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identificar características que tienen valores cero y, a su vez, reemplazarlas con algún 

valor. Después de aplicar el histograma, el conjunto de datos consta de 268 diabéticos y 

500 personas sin diabetes. Seguidamente se procedió a comprobar los valores 

estadísticos del conjunto de datos.  

Una de las principales tareas en la detección y clasificación de la diabetes 

mediante modelos Machine Learning, es analizar cómo se relacionan entre sí las 

variables del conjunto de datos, para lo cual se utilizan técnicas de análisis de datos y 

herramientas de software. Para ello, se importó los datos en una base de datos en 

Microsoft SQL Server Management Studio la cual es una aplicación utilizada para la 

gestión y administración de los componentes dentro de SQL Server.  

Asimismo, se utilizó el lenguaje de programación Python a través de la plataforma 

Jupyter la misma que se encuentra ubicada en la plataforma de código abierto más 

utilizada en la ciencia de datos y el aprendizaje automático, tal es el caso de Anaconda; 

todo ello, con el fin de importar el conjunto de datos, calcular la matriz de correlación y 

realizar la técnica en el análisis de correlación.  

Posteriormente, se efectuó la conexión entre el motor de base de datos y la 

plataforma Jupyter, para efectuar el análisis exploratorio de los datos, obteniendo la 

matriz de correlación de los datos contenidos, de los cuales destacan algunos valores 

que superan la correlación promedio, la cual equivale a 0.5. Tal como es el caso entre 

edad y embarazos, donde se evidencia que el número de embarazos aumenta a medida 

que avanza la edad y se detiene a partir de cierta edad. Asimismo, se encuentra una 

correlación significativa entre la glucosa y la insulina, donde un aumento en los niveles 

de glucosa se asocia con una mayor probabilidad de diagnóstico de diabetes. Para la 

glucosa y la diabetes: cuanto mayor sea el nivel de glucosa, mayor será la cantidad de 

insulina necesaria para regularlo. Además, existe una relación entre el IMC y la grasa 

corporal: cuanto mayor es el IMC, mayor es el porcentaje de grasa del paciente. 

  Después de finalizar el análisis exploratorio del conjunto de datos, el siguiente 

paso fue ejecutar la capacitación. Este proceso comenzó dividiendo los datos en una 

proporción del 80% para el conjunto de entrenamiento y el 20% para el conjunto de 

prueba. Para esto utilizamos la biblioteca Sklearn.Model_selection.train_test_split() ya 

que esta biblioteca nos permite realizar el análisis simplemente especificando los 

tamaños de las pruebas. Al igual que en el análisis exploratorio, se observó que el 

conjunto de datos contiene datos nulos o faltantes. Por lo tanto, procedimos a corregirlos 



33 

eliminándolos del conjunto de datos, para lo cual utilizamos las librerías SimpleImputer() 

e impute.fit_transform (train, test), Seguidamente se realizó el procedimiento de Grid 

search, en la tabla 3 se presenta los hiperparámetros óptimos descubiertos utilizando el 

enfoque Grid search. 

Tabla 3: Hiperparámetros para cada modelo utilizando grid search 

 

Modelo Hiperparámetros 

GBM 
'learning_rate': 0.01, 'max_depth': 3, 

'n_estimators': 300 

Árbol de decisión (DT) 
max_depth: 3, criterion='entropy', 

min_samples_leaf: 1, min_samples_split: 2 

Redes Neuronales (ANN) ['learning_rate_init'] ['hidden_layer_sizes'] 

K-vecino más cercano (K-NN) 'metric': 'euclidean', 'n_neighbors': 9 

Máquina de vectores de 

soporte (SVM) 
'C': 10, 'kernel': 'linear' 

Random Forest 
'ax_depth': 5, 'min_samples_leaf': 1, 

'min_samples_split': 2, 'n_estimators': 100 

Fuente: Elaboración propia. 

A continuación, se expresa la validación de cada hipótesis mediante la 

matriz de confusión. 

1. Árbol de decisiones (DT) 

Tabla N° 4: Matriz de confusión – DT 

Clase 1 2 

1 88 10 

2 35 21 

Fuente: Elaboración propia. 

Tabla N° 5: Matriz de observación – DT 

Clases 
Medidas 

TP TN FP FN 
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1 88 21 35 16 

2 21 88 10 26 

Fuente: Elaboración propia. 

 

2. Máquina de vectores de soporte (SVM) 

Tabla N° 6 Matriz de confusión – SVM 

Clase 1 2 

1 74 14 

2 25 41 

Fuente: Elaboración propia. 

Tabla N° 7 Matriz de observación – SVM 

Clases 
Medidas 

TP TN FP FN 

1 74   41 25 14 

2 41   74 14 25 

3. Fuente: Elaboración propia. 

3. Random Forest (RF) 

 

                   Tabla N° 8: Matriz de confusión – RF 

Clase 1 2 

1 98 10 

2 22 24 

Fuente: Elaboración propia. 

 

Tabla N° 9: Matriz de observación – RF 

Clases 
Medidas 

TP TN FP FN 
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1 98 24 22 10 

2 24 98 10 22 

Fuente: Elaboración propia. 

4. K-vecino más cercano (K-NN) 
 

                   Tabla N° 10 Matriz de confusión – KNN 

Clase 1 2 

1 84 13 

2 27 30 

Fuente: Elaboración propia. 

Tabla N° 11 Matriz de observación – KNN 

Clases 
Medidas 

TP TN FP FN 

1 84 30 27 13 

2 30 84 13   27 

Fuente: Elaboración propia. 

 

5. Redes Neuronales (ANN) 

 

                   Tabla N° 12 Matriz de confusión – ANN 

Clase 1 2 

1 61 38 

2 18 37 

Fuente: Elaboración propia. 

Tabla N° 13 Matriz de observación – ANN 

Clases 
Medidas 

TP TN FP FN 
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1 61 37 18   38 

2 37   61 38 18 

Fuente: Elaboración propia. 

6. GBM  

                  Tabla N° 14: Matriz de confusión – GBM 

Clase 1 2 

1 81 19 

2 19 35 

Fuente: Elaboración propia. 

Tabla N° 15: Matriz de observación – GBM 

Clases 
Medidas 

TP TN FP FN 

1 81 35 19 19 

2 35 81 19 19 

Fuente: Elaboración propia. 

Hipótesis Específica 1: El empleo de un análisis comparativo con técnicas de 

Machine Learning sobre el método de muestreo predecirá la diabetes con sensibilidad. 

1. Árbol de decisión (DT) 

Tabla N° 16 Cálculo de la sensibilidad con el algoritmo DT 

Clases 𝑆𝑒𝑛𝑠𝑖𝑏𝑖𝑙𝑖𝑑𝑎𝑑 =  
𝑇𝑃

𝑇𝑃 + 𝐹𝑁
∗ 100 Resultado 

1 (88/(88+10)) * 100% 90.00% 

2 (21/(21+35)) * 100% 48.50% 

Total 70.80% 

Fuente: Elaboración propia. 
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El empleo de un análisis comparativo con técnicas de Machine Learning 

sobre el método de muestreo predecirá la diabetes con una sensibilidad de 

70.80%, empleando el algoritmo Árbol de decisión. 

2. Máquina de vectores de soporte (SVM) 

 

Tabla N° 17 Cálculo de la sensibilidad con el algoritmo SVM 

Clases 𝑆𝑒𝑛𝑠𝑖𝑏𝑖𝑙𝑖𝑑𝑎𝑑 =  
𝑇𝑃

𝑇𝑃 + 𝐹𝑁
∗ 100 Resultado 

1 (74/(74+14)) * 100% 84.09% 

2 (41/(41+25)) * 100% 62.12% 

Total 73.10% 

Fuente: Elaboración propia. 

El empleo de un análisis comparativo con técnicas de Machine Learning 

sobre el método de muestreo predecirá la diabetes con una sensibilidad de 

73.10%, empleando el algoritmo Máquina de vectores de soporte (SVM). 

 

3. Random Forest (RF) 
 

       Tabla N° 18 Cálculo de la sensibilidad con el algoritmo Random Forest 

Clases 𝑆𝑒𝑛𝑠𝑖𝑏𝑖𝑙𝑖𝑑𝑎𝑑 =  
𝑇𝑃

𝑇𝑃 + 𝐹𝑁
∗ 100 Resultado 

1 (98/(98+10)) * 100% 90.74/% 

2 (24/(24+22)) * 100% 52.17% 

Total 71.45% 

Fuente: Elaboración propia. 

El empleo de un análisis comparativo con técnicas de Machine Learning 

sobre el método de muestreo predecirá la diabetes con una sensibilidad de 

71.45%, empleando el algoritmo Random Forest. 

 

4. K-vecino más cercano (K-NN) 

 

       Tabla N° 19 Cálculo de la sensibilidad con el algoritmo (K-NN) 



38 

Clases 𝑆𝑒𝑛𝑠𝑖𝑏𝑖𝑙𝑖𝑑𝑎𝑑 =  
𝑇𝑃

𝑇𝑃 + 𝐹𝑁
∗ 100 Resultado 

1 (84/(84+13)) * 100% 86.59% 

2 (30/(30+27)) * 100% 52.63% 

Total 69.61% 

Fuente: Elaboración propia. 

El empleo de un análisis comparativo con técnicas de Machine Learning 

sobre el método de muestreo predecirá la diabetes con una sensibilidad de 

69.61%, empleando el algoritmo KNN. 

 

5. Redes Neuronales (ANN) 

 

       Tabla N° 20 Cálculo de la sensibilidad con el algoritmo (ANN) 

Clases 𝑆𝑒𝑛𝑠𝑖𝑏𝑖𝑙𝑖𝑑𝑎𝑑 =  
𝑇𝑃

𝑇𝑃 + 𝐹𝑁
∗ 100 Resultado 

1 (61/(61+38)) * 100% 61.61% 

2 (37/(37+18)) * 100% 67.27% 

Total 64.44% 

Fuente: Elaboración propia. 

El empleo de un análisis comparativo con técnicas de Machine Learning 

sobre el método de muestreo predecirá la diabetes con una sensibilidad de 

64.44%, empleando el algoritmo ANN. 

 

6. GBM 

 

       Tabla N° 21 Cálculo de la sensibilidad con el algoritmo GBM 

Clases 𝑆𝑒𝑛𝑠𝑖𝑏𝑖𝑙𝑖𝑑𝑎𝑑 =  
𝑇𝑃

𝑇𝑃 + 𝐹𝑁
∗ 100 Resultado 

1 (81/(81+19)) * 100% 81.00% 

2 (35/(35+19)) * 100% 64.81% 

Total 72.90% 

Fuente: Elaboración propia. 
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El empleo de un análisis comparativo con técnicas de Machine Learning 

sobre el método de muestreo predecirá la diabetes con una sensibilidad de 

72.90%, empleando el algoritmo GBM. 

 

Figura N° 11: Resultados según la métrica de sensibilidad 

SENS 

 

 

 

 

 

 

 

 

Fuente: Elaboración propia. 

 

Hipótesis Específica 1: El empleo de un análisis comparativo con técnicas 

de Machine Learning sobre el método de muestreo predice con precisión la 

diabetes. 

1. Árbol de decisión (DT) 

Tabla N° 22 Cálculo de la precisión con el algoritmo DT 

Clases 
𝑃𝑟𝑒𝑠𝑖𝑐𝑖ó𝑛 =  

𝑇𝑃

𝑇𝑃 + 𝐹𝑃
∗ 100 

 

Resultado 

1 (88/(88+35)) * 100% 75.54% 

2 (21/(21+10)) * 100% 69.80% 

Total 74.09%  

Fuente: Elaboración propia. 
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El empleo de un análisis comparativo con técnicas de Machine Learning 

sobre el método de muestreo predecirá la diabetes con una precisión de 74.09%, 

empleando el algoritmo DT. 

 

2. Máquina de vectores de soporte (SVM) 

Tabla N° 23 Cálculo de la precisión con el algoritmo SVM 

Clases 𝑃𝑟𝑒𝑠𝑖𝑐𝑖ó𝑛 =  
𝑇𝑃

𝑇𝑃 + 𝐹𝑃
∗ 100 Resultado 

1 (74/(74+25)) * 100% 74.74% 

2 (41/(41+14)) * 100% 74.54% 

Total 74.64% 

Fuente: Elaboración propia. 

El empleo de un análisis comparativo con técnicas de Machine Learning 

sobre el método de muestreo predecirá la diabetes con una precisión de 74.64%, 

empleando el algoritmo SVM. 

 

3. Random Forest (RF) 

Tabla N° 24 Cálculo de la precisión con el algoritmo RF 

Clases 𝑃𝑟𝑒𝑠𝑖𝑐𝑖ó𝑛 =  
𝑇𝑃

𝑇𝑃 + 𝐹𝑃
∗ 100 Resultado 

1 (98/(98+22)) * 100% 81.66% 

2 (24/(24+10)) * 100% 70.58% 

Total %76.12 

    Fuente: Elaboración propia. 

 

El empleo de un análisis comparativo con técnicas de Machine Learning 

sobre el método de muestreo predecirá la diabetes con una precisión de 76.12%, 

empleando el algoritmo RF. 

 

4. K-vecino más cercano (K-NN) 

Tabla N° 25 Cálculo de la precisión con el algoritmo KNN 
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Clases 
𝑃𝑟𝑒𝑠𝑖𝑐𝑖ó𝑛 =  

𝑇𝑃

𝑇𝑃 + 𝐹𝑃
∗ 100 

 

Resultado 

1 (84/(84+27)) * 100% 75.60% 

2 (30/(30+13)) * 100% 69.76% 

Total 72.72% 

          Fuente: Elaboración propia. 

El empleo de un análisis comparativo con técnicas de Machine Learning sobre 

el método de muestreo predecirá la diabetes con una precisión de 72.72%, empleando 

el algoritmo KNN. 

5. Redes Neuronales (ANN) 

Tabla N° 26 Cálculo de la precisión con el algoritmo ANN 

Clases 𝑃𝑟𝑒𝑠𝑖𝑐𝑖ó𝑛 =  
𝑇𝑃

𝑇𝑃 + 𝐹𝑃
∗ 100 

 

Resultado 

1 (61/(61+18)) * 100% 77.21% 

2 (37/(37+38)) * 100% 49.50% 

Total 63.27% 

       Fuente: Elaboración propia. 

El empleo de un análisis comparativo con técnicas de Machine Learning 

sobre el método de muestreo predecirá la diabetes con una precisión de 63.27%, 

empleando el algoritmo ANN. 

6. GBM  

Tabla N° 27 Cálculo de la precisión con el algoritmo GBM 

Clases 
𝑃𝑟𝑒𝑠𝑖𝑐𝑖ó𝑛 =  

𝑇𝑃

𝑇𝑃 + 𝐹𝑃
∗ 100 

 

Resultado 

1 (81/(81+19)) * 100% 81.00% 
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2 (35/(35+19)) * 100% 64.81% 

Total 72.90% 

       Fuente: Elaboración propia. 

 

El empleo de un análisis comparativo con técnicas de Machine Learning 

sobre el método de muestreo predece la diabetes con una precisión de 72.90%, 

empleando el algoritmo GBM. 

Figura N° 12: Resultados según la métrica de precisión 

 

 

 

 

 

 

 

 Fuente: Elaboración propia. 

 

Hipótesis Específica 2: El empleo de un análisis comparativo con técnicas 

de Machine Learning sobre el método de muestreo predecirá con especificidad la 

diabetes. 

1. Árbol de decisión (DT) 

Tabla N° 28 Cálculo de la especificidad con el algoritmo DT 

Clases 
𝐸𝑠𝑝𝑒𝑐𝑖𝑓𝑖𝑐𝑖𝑑𝑎𝑑 =  

𝑇𝑁

𝑇𝑁+𝐹𝑃
∗ 100% 

Resultado 
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1 (21/(21+35)) * 100% 55.50% 

2 (88/(88+10)) * 100% 89.79% 

Total 70.80% 

Fuente: Elaboración propia. 

El empleo de un análisis comparativo con técnicas de Machine Learning 

sobre el método de muestreo predecirá la diabetes con una especificidad de 

70.80%, empleando el algoritmo DT. 

2. Máquina de vectores de soporte (SVM) 

Tabla N° 29 Cálculo de la especificidad con el algoritmo SVM 

Clases 𝐸𝑠𝑝𝑒𝑐𝑖𝑓𝑖𝑐𝑖𝑑𝑎𝑑 =  
𝑇𝑁

𝑇𝑁 + 𝐹𝑃
∗ 100 Resultado 

1 (41/(41+25)) * 100% 62.12% 

2 (74/(74+14)) * 100% 84.09% 

Total 73.10% 

Fuente: Elaboración propia. 

El empleo de un análisis comparativo con técnicas de Machine Learning 

sobre el método de muestreo predecirá la diabetes con una especificidad de 

73.10%, empleando el algoritmo SVM. 

 

3. Random Forest (RF) 

Tabla N° 30 Cálculo de la especificidad con el algoritmo RF 

Clases 𝐸𝑠𝑝𝑒𝑐𝑖𝑓𝑖𝑐𝑖𝑑𝑎𝑑 =  
𝑇𝑁

𝑇𝑁 + 𝐹𝑃
∗ 100 Resultado 

1 (41/(41+25)) * 100% 62.12% 

2 (74/(74+14)) * 100% 84.09% 

Total 71.45% 

  Fuente: Elaboración propia. 
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El empleo de un análisis comparativo con técnicas de Machine Learning 

sobre el método de muestreo predecirá la diabetes con una especificidad de 

71.45%, empleando el algoritmo RF. 

 

4. K-vecino más cercano (K-NN) 

Tabla N° 31 Cálculo de la especificidad con el algoritmo KNN 

Clases 𝐸𝑠𝑝𝑒𝑐𝑖𝑓𝑖𝑐𝑖𝑑𝑎𝑑 =  
𝑇𝑁

𝑇𝑁 + 𝐹𝑃
∗ 100 Resultado 

1 (30/(30+27)) * 100% 52.63% 

2 (84/(84+13)) * 100% 86.59% 

Total 69.61% 

          Fuente: Elaboración propia. 

El empleo de un análisis comparativo con técnicas de Machine Learning 

sobre el método de muestreo predecirá la diabetes con una especificidad de 

69.61%, empleando el algoritmo KNN. 

 

5. Redes Neuronales (ANN) 

Tabla N° 32 Cálculo de la especificidad con el algoritmo ANN 

Clases 𝐸𝑠𝑝𝑒𝑐𝑖𝑓𝑖𝑐𝑖𝑑𝑎𝑑 =  
𝑇𝑁

𝑇𝑁 + 𝐹𝑃
∗ 100 Resultado 

1 (37/(37+18)) * 100% 67.27% 

2 (61/(61+38)) * 100% 61.61% 

Total 64.44% 

        Fuente: Elaboración propia. 

El empleo de un análisis comparativo con técnicas de Machine Learning 

sobre el método de muestreo predecirá la diabetes con una especificidad de 

64.44%, empleando el algoritmo ANN. 
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6. GBM  

Tabla N° 33 Cálculo de la especificidad con el algoritmo GBM 

Clases 𝐸𝑠𝑝𝑒𝑐𝑖𝑓𝑖𝑐𝑖𝑑𝑎𝑑 =  
𝑇𝑁

𝑇𝑁 + 𝐹𝑃
∗ 100 Resultado 

1 (35/(35+19)) * 100% 77.66% 

2 (81/(81+19)) * 100% 78.00% 

Total 72.90% 

Fuente: Elaboración propia. 

El empleo de un análisis comparativo con técnicas de Machine Learning 

sobre el método de muestreo predecirá la diabetes con una especificidad de 

78.66%, empleando el algoritmo GBM. 

Figura N° 13: Resultados según la métrica de especificidad 

 

 

 

 

 

 

 

 

Fuente: Elaboración propia. 

 

Hipótesis Específica 3: El empleo de un análisis comparativo con técnicas 

de Machine Learning sobre el método de muestreo predice con exactitud la 

diabetes. 
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1. Árbol de decisión (DT) 

Tabla N° 34 Cálculo de la exactitud con el algoritmo DT 

Clases 𝐸𝑥𝑎𝑐𝑡𝑖𝑡𝑢𝑑 =  
𝑇𝑃+𝑇𝑁

𝑇𝑃+𝑇𝑁+𝐹𝑃+𝐹𝑁
∗ 100% Resultado 

1 (88+21/(88+21+35+16)) * 100% 73.68% 

2 (21+88/(21+88+10+26)) * 100% 74.00% 

Total 74.68% 

Fuente: Elaboración propia. 

El empleo de un análisis comparativo con técnicas de Machine Learning 

sobre el método de muestreo predecirá la diabetes con una exactitud de 74.68%, 

empleando el algoritmo DT. 

 

2. Máquina de vectores de soporte (SVM) 

Tabla N° 35 Cálculo de la exactitud con el algoritmo DT 

Clases 
𝐸𝑥𝑎𝑐𝑡𝑖𝑡𝑢𝑑 =  

𝑇𝑃+𝑇𝑁

𝑇𝑃+𝑇𝑁+𝐹𝑃+𝐹𝑁
∗ 100% Resultado 

1 (74+41/(74+41+25+14)) * 100% 74.68% 

2 (41+74/(41+74+14+25)) * 100% 74.67% 

Total 74.67% 

Fuente: Elaboración propia. 

El empleo de un análisis comparativo con técnicas de Machine Learning 

sobre el método de muestreo predecirá la diabetes con una exactitud de 74.67%, 

empleando el algoritmo SVM. 

 

3. Random Forest (RF) 

 

Tabla N° 36 Cálculo de la exactitud con el algoritmo RF 
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Clases 
𝐸𝑥𝑎𝑐𝑡𝑖𝑡𝑢𝑑 =  

𝑇𝑃+𝑇𝑁

𝑇𝑃+𝑇𝑁+𝐹𝑃+𝐹𝑁
∗ 100% 

Resultado 

1 (98+24/(98+24+22+10)) * 100% 79.10% 

2 (24+98/(24+98+10+22)) * 100% 78.90% 

Total 79.22% 

     Fuente: Elaboración propia. 

 

El empleo de un análisis comparativo con técnicas de Machine Learning 

sobre el método de muestreo predecirá la diabetes con una exactitud de 79.22%, 

empleando el algoritmo RF. 

 

4. K-vecino más cercano (K-NN) 

Tabla N° 37 Cálculo de la exactitud con el algoritmo KNN 

Clases 
𝐸𝑥𝑎𝑐𝑡𝑖𝑡𝑢𝑑 =  

𝑇𝑃+𝑇𝑁

𝑇𝑃+𝑇𝑁+𝐹𝑃+𝐹𝑁
∗ 100% 

Resultado 

1 (84+30/(84+30+27+13)) * 100% 73.50% 

2 (30+84/(30+84+13+27)) * 100% 74.00% 

Total 74.02% 

          Fuente: Elaboración propia. 

El empleo de un análisis comparativo con técnicas de Machine Learning 

sobre el método de muestreo predecirá la diabetes con una exactitud de 74.02%, 

empleando el algoritmo KNN. 

 

5. Redes Neuronales (ANN) 
 

Tabla N° 38 Cálculo de la exactitud con el algoritmo ANN 

Clases 
𝐸𝑥𝑎𝑐𝑡𝑖𝑡𝑢𝑑 =  

𝑇𝑃+𝑇𝑁

𝑇𝑃+𝑇𝑁+𝐹𝑃+𝐹𝑁
∗ 100% 

Resultado 

1 (61+37/(61+37+18+38) * 100% 
63.50% 

2 (37+61/(37+61++38+18)) * 100% 
63.00% 
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Total 
63.63% 

            Fuente: Elaboración propia. 

El empleo de un análisis comparativo con técnicas de Machine Learning 

sobre el método de muestreo predecirá la diabetes con una exactitud de 63.63%, 

empleando el algoritmo ANN. 

6. GBM  

Tabla N° 39 Cálculo de la exactitud con el algoritmo GBM 

Clases 𝐸𝑥𝑎𝑐𝑡𝑖𝑡𝑢𝑑 =  
𝑇𝑃 + 𝑇𝑁

𝑇𝑃 + 𝑇𝑁 + 𝐹𝑃 + 𝐹𝑁
∗ 100 Resultado 

1 (81+35/(81+35+19+19) * 100% 75.32% 

2 (35+81/(35+81+19+19)) * 100% 75.32% 

Total 75.32% 

       Fuente: Elaboración propia. 

El empleo de un análisis comparativo con técnicas de Machine Learning 

sobre el método de muestreo predecirá la diabetes con una exactitud de 75.32%, 

empleando el algoritmo GBM. 

 

Figura N° 14: Resultados según la métrica de ACCURACY 

 

 

 

 

 

 

Fuente: Elaboración propia. 
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Hipótesis Específica 4: El empleo de un análisis comparativo con técnicas 

de Machine Learning sobre el método de muestreo predice con accuracy la 

diabetes. 

1. Árbol de decisión (DT) 

Tabla N° 40 Cálculo del F1 Score con el algoritmo DT 

Clases 
𝐹1 − 𝑆𝑐𝑜𝑟𝑒 =  2 𝑥 

𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 𝑥 𝑅𝑒𝑐𝑎𝑙𝑙

𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 +𝑅𝑒𝑐𝑎𝑙𝑙
∗ 100% 

 

Resultado 

1 2 * ((75.54* 90.00) / (75.54+ 90.00) * 100 82.13% 

2 2 * ((69.80* 48.50) / (69.80+ 48.50) * 100 55.50% 

Total 71.55% 

Fuente: Elaboración propia. 

 El empleo de un análisis comparativo con técnicas de Machine Learning 

sobre el método de muestreo predecirá la diabetes con F1-score de 71.55%, 

empleando el algoritmo DT. 

 

2. Máquina de vectores de soporte (SVM) 

Tabla N° 41 Cálculo del  F1 Score con el algoritmo SVM 

Clases 
𝐹1 − 𝑆𝑐𝑜𝑟𝑒 =  2 𝑥 

𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 𝑥 𝑅𝑒𝑐𝑎𝑙𝑙

𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 +𝑅𝑒𝑐𝑎𝑙𝑙
∗ 100% 

Resultado 

1 2 * ((74.74* 84.09) / (74.74+ 84.09) * 100 67.76% 

2 2 * ((74.54* 62.12) / (74.54+ 62.12) * 100 79.13% 

Total 73.45% 

Fuente: Elaboración propia. 

El empleo de un análisis comparativo con técnicas de Machine Learning 

sobre el método de muestreo predecirá la diabetes con F1-score de 73.45%, 

empleando el algoritmo SVM. 
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3. Random Forest (RF) 

Tabla N° 42 Cálculo del F1 Score con el algoritmo RF 

Clases 
𝐹1 − 𝑆𝑐𝑜𝑟𝑒 =  2 𝑥 

𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 𝑥 𝑅𝑒𝑐𝑎𝑙𝑙

𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 +𝑅𝑒𝑐𝑎𝑙𝑙
∗ 100% 

Resultado 

1 2 * ((81.66* 90.74) / (81.66+ 90.74) * 100 85.96% 

2 2 * ((70.58* 52.17) / (70.58+ 52.17) * 100 59,99% 

Total 72.98% 

          Fuente: Elaboración propia. 

 

El empleo de un análisis comparativo con técnicas de Machine Learning 

sobre el método de muestreo predecirá la diabetes con F1-score de 72.98%, 

empleando el algoritmo RF. 

 

4. K-vecino más cercano (K-NN) 

Tabla N° 43 Cálculo de  F1 Score con el algoritmo KNN 

Clases 𝐹1 − 𝑆𝑐𝑜𝑟𝑒 =  2 𝑥 
𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 𝑥 𝑅𝑒𝑐𝑎𝑙𝑙

𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 +𝑅𝑒𝑐𝑎𝑙𝑙
∗ 100% 

 

Resultado 

1 2 * ((75.60* 86.59) / (75.60+ 86.59) * 100 80.72% 

2 2 * ((69.76* 52.63) / (69.76+ 52.63) * 100 59.99% 

Total 70.38% 

       Fuente: Elaboración propia. 

 

El empleo de un análisis comparativo con técnicas de Machine Learning 

sobre el método de muestreo predecirá la diabetes con F1-score de 70.38%, 

empleando el algoritmo KNN. 
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5. Redes Neuronales (ANN) 

 

Tabla N° 44 Cálculo de F1 score con el algoritmo ANN 

Clases 
𝐹1 − 𝑆𝑐𝑜𝑟𝑒 =  2 𝑥 

𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 𝑥 𝑅𝑒𝑐𝑎𝑙𝑙

𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 + 𝑅𝑒𝑐𝑎𝑙𝑙
∗ 100 

Resultado 

1 2 * ((77.21* 61.61) / (77.21+ 61.61) * 100 68.30% 

2 2 * ((49.50* 67.27) / (49.50+ 67.27) * 100 57.03% 

Total 62.73% 

        Fuente: Elaboración propia. 

 

El empleo de un análisis comparativo con técnicas de Machine Learning 

sobre el método de muestreo predecirá la diabetes con F1-score de 62.73%, 

empleando el algoritmo ANN. 

 

6. GBM  

Tabla N° 45 Cálculo de la F1 Score con el algoritmo GBM 

Clases 
𝐹1 − 𝑆𝑐𝑜𝑟𝑒 =  2 𝑥 

𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 𝑥 𝑅𝑒𝑐𝑎𝑙𝑙

𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 + 𝑅𝑒𝑐𝑎𝑙𝑙
∗ 100 

Resultado 

1 2 * ((81.00* 81.00) / (81.00+ 81.00) * 100 77.10% 

2 2 * ((64.81* 64.81) / (64.81+ 64.81) * 100 78.00% 

Total 72.90% 

Fuente: Elaboración propia. 

El empleo de un análisis comparativo con técnicas de Machine Learning 

sobre el método de muestreo predecirá la diabetes con F1-score de 72.90%, 

empleando el algoritmo GBM. 
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 Figura N° 15: Resultado general según la métrica de F1-score 

 

 

 

 

 

 

 

 

 

 

 

 

 

Fuente: Elaboración propia. 

 

Hipótesis Especifica 5: La aplicación de un análisis comparativo con técnicas de 

Machine Learning sobre el método de muestreo predice con F1-score la diabetes.
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Figura N° 16: Resultados según las métricas 

 

 

 

 

 

 

Fuente: Elaboración propia. 

Interpretación: En el presente grafico se puede observar que los algoritmos con mejores resultados respecto todos los 
indicadores o métricas fueron el algoritmo Random Forest (RF) con un 79.22% de exactitud, posteriormente el algoritmo 
Gradient Boosting Machine (GBM) con un 75.32 % de exactitud y por último el algoritmo árbol de decisiones (DT), con 
un 74.09% en cuanto a la precisión. 
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V. DISCUCIÓN 
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En el presente capítulo, se observan las discusiones que se basan en los 

resultados obtenidos durante la presente investigación en función a las evidencias 

obtenidas en el referido proceso, para posteriormente efectuar la comparación e 

interpretación de los resultados; así como su importancia en la relevancia de la 

presente investigación. 

La detección y clasificación de la diabetes es un problema para la ciencia 

médica, hay muchos algoritmos de Machine Learning que se utilizan para abordar 

este problema. En la presente investigación consideró como objetivo principal 

Aplicar un análisis comparativo de técnicas de Machine Learning sobre el método 

de muestreo para predecir la diabetes, basado en variables como el número de 

embarazos, presión arterial diastólica, grosor de los pliegues de la piel, nivel de 

insulina, índice de masa corporal, antecedentes genéticos de diabetes, edad y 

resultado de diabetes) (sí/no). utilizando la metodología Knowledge Discovery in 

Databases (KDD), método por el cual se realiza el análisis de datos a través de 

modelos de aprendizaje automático para la predicción mediante algoritmos, por lo 

que Autores como Aldair Aquino et al. (2018), Silvia Haedo et al. (2016), Gordillo 

et al. (2020), García Dionicio et al. (2021), utilizaron esta metodología como 

referencia para la extracción de conocimiento y minería de datos. 

Luego de revisar las Técnicas de Machine Learning y los trabajos 

relacionados con las comparaciones efectuadas a través de distintos algoritmos, 

en base los datos contenidos en la base de datos de los indios pima, se eligieron 

los algoritmos más relacionados con las fuentes de información para realizar el 

contraste en base a los objetivos determinados para la presente investigación. 

Con relación al objetivo específico 1, se aplicó un análisis comparativo entre 

modelos de aprendizaje automático (ML) para predecir la diabetes utilizando 6 

algoritmos; DT, RF, SVM, ANN, KNN y GBM, basándose en sus mejores 

hiperparámetros, obteniendo como mejor resultado en función a la sensibilidad el 

modelo SVM y GBM, el SVM con tuvo 73.10 % y GBM con un 72.90 %, por lo que 

se puede considerar que es bueno para la predicción de la diabetes, de igual forma 

tiene similitud con la investigaciones del Autores como; Leon Kopitar, Leona Cilar 

y Gregorio Stiglic et al. (2022), donde en su estudio para la detección temprana 
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de la diabetes utilizaron modelos de predicción ML, alcanzando buenos resultados 

el modelo SVM con 0.72% y Light GBM Con un resultado de 0,76 %. 

Se puede señalar que los siguientes autores (Zhao et al. 2023), (Li, Zheng 

y Songbai et al. 2022) (Rajput y Khedgikar 2022), no consideraron esta métrica en 

sus investigaciones, ya que se orientaron en similares medidas de accuracy y 

Rcall. 

Con relación al objetivo específico 2, se aplicó un análisis comparativo entre 

modelos de aprendizaje automático (ML) para predecir la diabetes utilizando; DT, 

RF, SVM, ANN, KNN y GBM, basándose en sus mejores hiperparámetros, 

obteniendo como mejor resultado en función a la precisión el modelo RF y SVM, 

el modelo RF tuvo un 76.12 % y el modelo SVM  74.64 % por lo que se puede 

validar que es bueno para la predicción de la diabetes, por lo que también tiene 

similitud con la investigación del Autor;  Amin Mansoori et al. (2023), .que utilizó 

modelos RL, DT, RF, SVM, según los índices de rendimiento el modelo RF 

proporcionó una mejor precisión de 80.43% en la predicción de la diabetes. 

Se puede señalar que, los siguientes autores (Herleen Kaur y Vinita Kumai 

et al. 2018), Toktam Sahranavard et al. (2023) Sara Saffar Soflae et al. (2023), 

consideraron otras métricas en sus investigaciones, ya que se orientaron en 

similares mediciones de especificidad. 

Con relación al objetivo específico 3, se aplicó un análisis comparativo entre 

modelos de aprendizaje automático (ML) para predecir la diabetes utilizando; DT, 

RF, SVM, ANN, KNN y GBM, basándose en sus mejores hiperparámetros, 

obteniendo como mejor resultado en función a la especificidad el modelo GBM  y 

SVM, el modelo SVM tuvo un 74.64 % y SVM un 73.10%, por lo que se puede 

validar que es bueno para la predicción de la diabetes, por lo que también tiene 

similitud con la investigación del Autor; Gamboa Cruzado y Augusto Hidalgo et al. 

(2023), que mostro como técnica más utilizada a los modelos SVM y KNN. 

Se puede señalar que, los siguientes autores (Herleen Kaur y Vinita Kumai 

et al. 2018), Toktam Sahranavard et al. (2023) Sara Saffar Soflae et al. (2023), 
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consideraron otras métricas en sus investigaciones, ya que se orientaron en 

similares mediciones de especificidad. 

Con relación al objetivo específico 4, se aplicó un análisis comparativo entre 

modelos de aprendizaje automático (ML) para predecir la diabetes utilizando; DT, 

RF, SVM, ANN, KNN y GBM, basándose en sus mejores hiperparámetros, 

obteniendo como mejor resultado en función a la exactitud el modelo RF y SVM, 

el modelo RF tuvo un 79.22 % y GBM un 75.32%, por lo que se puede validar que 

es bueno para la predicción de la diabetes, por lo que también tiene similitud con 

la investigación de Autores como; Raiput et al. (2023) y Amin Mansoori et al. 

(2023), que utilizaron modelos RL, DT, RF, SGB y Neive Bayes, según los 

resultados el modelo Random Forest obtuvo una exactitud de 0.79% en la 

predicción de la diabetes. 

Se puede señalar que, los siguientes autores Rabia Emhamed y Mamlook 

et al. 2022), Toktam Sahranavard et al. (2023), Robert Sawyeret et al. (2023), 

consideraron otras métricas en sus investigaciones, ya que se orientaron en 

similares mediciones de especificidad de modelos de Machine Learning, F1 Score 

y AUC. 

Con relación al objetivo específico 5, se aplicó un análisis comparativo entre 

modelos de aprendizaje automático (ML) para predecir la diabetes utilizando; DT, 

RF, SVM, ANN, KNN y GBM, basándose en sus mejores hiperparámetros, 

obteniendo como mejor resultado en función al F1 Score, el modelo GBM y SVM, 

el modelo GBM tuvo un 72.90 % y SVM un 73.45%, por lo que se puede validar 

que es bueno para la predicción de la diabetes, por lo que también tiene similitud 

con la investigación de los siguientes Autores; Leon Kopitar et al. (2023), Savitesh 

Kushwaha et al. (2022), Jing Li et al. (2020), utilizaron modelos SVM con un 

0,859% y XGBoost con un 0,881%, Rondom Forest con 0.842% y Light GBM con 

un resultado de 0,846 % en función al F1 Score. Se puede señalar que, los 

siguientes autores Rachana Srivastava et al. (2022), Arun Kumar Aggarwal et al. 

(2023), Rajput y Khedgikar et al. (2023), consideraron otras métricas en sus 

investigaciones, ya que se orientaron en similares mediciones de precisión, AUC 

y sensibilidad. 
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VI. CONCLUSIÓN 
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Basándonos en los resultados obtenidos en la investigación presentamos 

las siguientes conclusiones: 

Primero: El estudio se basó en la comparación de técnicas de Machine Learning 

para la prevención de la diabetes a través de seis tipos de modelos K-NN, 

DT, ANN, GBM, SVM y Random Forest, utilizando comandos de Python 

para descubrir cuál es el mejor algoritmo para el conjunto de datos, 

durante el desarrollo de los modelos Machine Learning, se utilizó Grid 

search para encontrar los hiperparámetros óptimos. Los modelos se 

entrenaron y se probaron usando el conjunto de datos de prueba y 

entrenamiento, también se utilizaron cinco métricas de rendimiento para 

la predicción de la diabetes, precisión, sensibilidad, especificidad, 

exactitud y F1 Score, así como también se utilizó La metodología 

Knowledge Discovery in Databases (KDD), que fue aplicada en el estudio 

permitiendo el descubrimiento de conocimientos útiles a partir de datos. 

Segundo: Asimismo, aplicando la comparación entre los diferentes algoritmos 

mencionados anteriormente, los modelos de machine learning que 

resultaron con mayor porcentaje con respecto a la métrica especificidad 

fue SVM y GBM alcanzando conseguir un 73.10% y 72.90%, este 

resultado superó a los algoritmos como DT, ANN, KNN y Random Forest, 

asimismo, esta métrica no fue de mucha utilidad en otras investigaciones. 

Es preciso mencionar que los porcentajes pueden variar dependiendo de 

la cantidad de datos estudiados. 

Tercero: En ese sentido, aplicando la comparación entre los diferentes algoritmos 

mencionados anteriormente, los modelos de machine learning que 

resultaron con mayor porcentaje en cuanto a la métrica de precisión fue 

Random Forest y SVM destacando resultados favorables, logrando 

conseguir un 76.12% y 74.64%, este resultado superó a los resultados de 

otros algoritmos como DT, ANN, KNN y Light GBM. La exclusión de esta 

métrica por algunos autores destaca la importancia de evaluar múltiples 

aspectos para obtener una comprensión detallada del rendimiento del 

modelo por lo que es considerada muy útil. Cabe mencionar que los 
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porcentajes pueden variar dependiendo de la cantidad de datos 

estudiados. 

Cuarto: En ese sentido, aplicando la comparación entre los diferentes algoritmos 

mencionados anteriormente, los modelos de machine learning que 

resultaron con mayor porcentaje en cuanto a la métrica Especificidad fue 

el GBM y SVM destacando resultados favorables logrando conseguir un 

78.66% y 73.10%, este resultado superó a los resultados de otros 

algoritmos como DT, ANN, KNN y Random Forest, Es preciso señalar que 

esta métrica no fue considerada en su mayoría por otros autores, lo que 

a través de los resultado implica su importancia para los modelos 

predictivos. Cabe señalar que los porcentajes pueden variar dependiendo 

de la cantidad de datos estudiados. 

 

Quinto:  Del mismo modo, aplicando la comparación entre los diferentes algoritmos 

mencionados anteriormente, los modelos de machine learning que 

resultaron con mayor porcentaje en cuanto a la métrica Exactitud fue GBM 

y Random Forest destacando resultados con mayor porcentaje, logrando 

conseguir un 79.22% y 75.32%, este resultado superó a los resultados de 

otros algoritmos como DT, ANN, KNN y SVM  Es preciso señalar que esta 

métrica es utilizado por distintos autores en sus investigaciones por la 

precisión en su mayoría de los modelos de Machine Learning, asimismo 

es preciso señalar que los porcentajes pueden variar dependiendo de la 

cantidad de datos estudiados. 

 

 

Sexto:  En ese contexto, aplicando la comparación entre los diferentes algoritmos 

mencionados anteriormente, los modelos de machine learning que 

resultaron con mayor porcentaje en cuanto a la métrica F1 Score fueron 

GBM y SVM destacando resultados favorables, logrando conseguir un 

78.66% y 73.45%, este resultado superó a los resultados de otros 

algoritmos como DT, ANN, KNN y Random Forest. Es preciso señalar que 

esta métrica no fue considerada en su mayoría por otros autores y es 

preciso señalar que los porcentajes pueden variar dependiendo de la 

cantidad de datos estudiados. 
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Séptimo: Finalmente, se concluye que, de los resultados obtenidos del estudio, en 

base a los seis modelos, el algoritmo Random Forest (RF) obtuvo un 

mayor resultado de 79,22%, seguidamente Gradient Boosting Machine 

(GBM) obtuvo un 75,32%, en cuanto a la métrica exactitud y el árbol de 

decisiones (DT) obtuvo un 74.09% en cuanto a la precisión, superando a 

los demás modelos, siendo identificados estos 3 modelos como los más 

cercanos a la predicción de la diabetes. Por lo tantos, estos algoritmos 

son los más eficientes, lo que demuestra que el uso del aprendizaje 

automático (machine learning), es indispensable en el sector de salud en 

beneficio para la sociedad y siendo apoyo fundamental en los 

diagnósticos clínicos. En ese sentido, este estudio ayudará a que futuros 

investigadores elaboren una mejor técnica, generando de una forma 

simple, directa y confiable se pueda predecir la diabetes.  
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VII. RECOMENDACIONES 
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En esta parte, seguido de las conclusiones, se menciona las recomendaciones 

para las futuras investigaciones en el sector salud. 

Primero: Se recomienda seguir con el desarrollo de modelos predictivos usando 

distintos algoritmos de Machine Learning para trabajos futuros, utilizando 

metodologías como Knowledge Discovery in Databases (KDD), 

considerando distintos enfoques de minería de datos, con el fin de 

identificar anticipadamente la predicción de la diabetes ya que estos 

estudios allanarán el camino para que futuros investigadores proporcionen 

una mejor técnica generando una forma simple, económica, directa y 

confiable de predecir la diabetes. 

Segundo: De igual forma, se recomienda ampliar los estudios de otros algoritmos 

que podrían no haberse incluido en la investigación en función a la métrica 

de especificidad, así como también establecer los alcances y posibles 

limitaciones de los algoritmos, esto podría proporcionar información 

adicional sobre enfoques alternativos y sus ventajas o desventajas en un 

modelo predictivo. 

Tercero: Del mismo modo, se recomienda proponer investigaciones basadas en el 

desarrollo de algoritmos que permitan afinar el diagnóstico de la Diabetes 

empleando las mismas o un mayor número de variables, con el fin de 

brindar mayor precisión que a su vez sea usada en beneficio no solo del 

diagnóstico inmediato de la enfermedad, sino del estudio de los factores 

que intervienen en la misma. 

Cuarto: Asimismo, es recomendable que para futuras investigaciones se sugiera 

realizar una comparación detallada similares u diferentes a los algoritmos 

estudiados, con un enfoque específico en la métrica de sensibilidad, 

exactitud y F1 Score, esta evaluación adicional posibilitará la obtención de 

una perspectiva más sólida sobre enfoques alternativos en el contexto del 

modelo desarrollado, proporcionando así una comprensión más clara de su 

aplicabilidad y sus posibles restricciones sus futuros estudios, de tal forma 

que podrá allanar el camino para que otros investigadores proporcionen 
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una mejor técnica con una forma simple, económica, directa y confiable de 

predecir la diabetes, basada en atributos médicos. 
 

Quinto: Asimismo, es recomendable que se pueda ampliar la investigación con 

diferentes bases de datos, de esta manera poder obtener diferentes 

resultados en función a la metodología utilizada en la presente 

investigación para que se pueda obtener resultados en mejora a la 

predicción de la diabetes. 

Sexto: Se recomienda que se considere el estudio en diferentes metodologías de 

investigación que puedan concluir diferentes resultados en post de la 

mejorar y la predicción de la diabetes; así como implementar otros 

algoritmos que puedan darle robustez al sistema. 
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ANEXO Nº 1 

Tabla N° 46 TABLA DE OPERACIONALIZACIÓN DE VARIABLES 

 

VARIABLES 
DEFINICIÓN 

CONCEPTUAL 
DEFINICIÓN 

OPERACIONAL 

Dimensiones 

(sub variables) 
INDICADORES 

ESCALA DE 

MEDICIÓN 

Independiente:  

Técnicas de 

Maching learning 

Las técnicas son 

aquellas que se 

enfocan en predecir 

una respuesta 

cualitativa o 

cualitativa mediante 

el análisis de datos y 

el reconocimiento de 

patrones 

(Salamanca 2021). 

El machine learning, 

común mente 

abreviado como 

(ML), es un tipo de 

Inteligencia artificial 

(IA) que identifica 

patrones de entrada 

de datos y contiene 

algoritmos que 

evolucionan con el 

tiempo (Dami 2021). 

 

Es el que se usa para 

comprender métodos y 

obtener un 

modelamiento de 

conocimiento mediante 

el aprendizaje. Machine 

Learning está inmerso 

en muchas áreas, las 

que mayormente 

destacan son las 

siguientes, transporte 

autónomo, seguridad 

informática, genética y 

su finalidad es 

reconocer o pronosticar 

patrones complejos 

fundados en data. - 

Algoritmos - Técnicas - 

Grandes  

- Algoritmos 
 

- Técnicas 
 

- Grandes 
cantidades de 
información  
 

- Entrenamiento 
de algoritmo 

 De Razón 
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VARIABLES DEFINICIÓN 

CONCEPTUAL 

DEFINICIÓN 

OPERACIONAL 

Dimensiones 

(sub variables) 
INDICADORES ESCALA DE 

MEDICIÓN 

Dependiente: 

Predicción de la 

diabetes 

La predicción de la 

diabetes se define a 

la necesidad de 

predecir 

correctamente el 

desarrollo de esta 

enfermedad para 

permitir la 

intervención y, por 

lo tanto, retrasar la 

progresión de la 

enfermedad y el 

trastorno 

metabólico 

resultante en el 

paciente. (Bergman, 

Stefanovski y Kim, 

2018). 

La predicción de la 

diabetes se medirá a 

través de las 

métricas de 

precisión, 

especificidad y 

sensibilidad, las 

mismas que serán 

obtenidas a partir de 

las herramientas y 

técnicas 

consideradas en el 

Machine Learning. 

Métricas de 

Evaluación de 

Modelo 

 

Precisión 

(TP/(TP+FP)) * 100 

Razón 

Sensibilidad 

(TP/(TP+FN)) * 100 

 

Especificidad 

(TN/(TN+FP)) * 100 

Exactitud 

(TP+TN) / (TP+TN+FP+FN) 

 

F1 Score 

2 * ((Precisión * Sensibilidad) / 

(Precisión + Sensibilidad)) 

Fuente: Elaboración propia. 
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ANEXO N°2:  

Tabla N° 47 MATRIZ DE CONSISTENCIA 

PROBLEMA OBJETIVO HIPÓTESIS VARIABLES METODOLOGÍA JUSTIFICACIÓN 

PROBLEMA GENERAL: OBJETIVO GENERAL: HIPÓTESIS 
GENERAL: 

VARIABLE 
INDEPENDIENTE: 

  

¿Cómo un análisis 
comparativo de 
técnicas de Machine 
Learning sobre el 
método de muestreo 
permitirá predecir la 
diabetes? 

Aplicar un análisis 
comparativo de técnicas 
de Machine Learning 
sobre el método de 
muestreo para predecir 
la diabetes. 

La aplicación de 
un análisis 
comparativo con 
técnicas de 
Machine Learning 
sobre el método 
de muestreo 
predice la 
diabetes. 

 

 

 

 

 

Técnicas de 
Maching learning 

Tipo de investigación: 
Aplicada 

Diseño de 
Investigación: 
Preexperimental  

Población: Todas las 
personas con la 
enfermedad de diabetes 
Mujeres de al menos 21 
años de herencia 
indígena pima, la cual 
consta de 768 registros 

La Muestra: Tomando en 
cuenta un nivel de 
confianza del 95% y un 
margen de error del 5% la 
muestra es: 257 registros. 

 

 

El proyecto baja su 
justificación en que, 
luego de comparar 

las distintas técnicas 
de machine learning 

a través de 
algoritmos y 

métodos, se podrá 
establecer y 

determinar cuál es 
el más adecuado 

para el manejo de la 
información acerca 
de los factores que 
determinan en el 
diagnóstico de la 
diabetes, de tal 

forma que se podrá 
establecer una 
identificación 

temprana evitando 
de esta manera, los 

problemas 
colaterales que esta 

ocasiona dicha 
enfermedad. 
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PROBLEMA OBJETIVO HIPÓTESIS VARIABLES METODOLOGÍA JUSTIFICACIÓN 

PROBLEMAS 
ESPECÍFICOS: 

OBJETIVO ESPECÍFICO: HIPÓTESIS 
ESPECÍFICA: 

VARIABLE 
DEPENDIENTE 

Tipo de diseño: Social: dado 
que, debido a 

que dicha 
enfermedad está 

relacionada al 
deterioro de 

varios órganos, 
su predicción 
evitará que el 

tratamiento sea 
una 

preocupación, 
así como reducir 
las atenciones 

médicas 
relacionadas con 

esta 
enfermedad, se 

fomentará la 
conciencia social 
para la reducción 

de los casos. 

 

Económico: de 
justifica en que 
nuestro trabajo, 

facilitará el 
reconocimiento 
de los factores 

sintomatológicos 

1. ¿Cómo un análisis 
comparativo de 
técnicas de Machine 
Learning sobre el 
método de muestreo 
en función al 
Precisión permitirá 
predecir la diabetes? 

1. Utilizar análisis 
comparativo con 
técnicas de Machine 
Learning sobre el 
método de muestreo 
para predecir la 
diabetes en función a 
la precisión. 

 

1. El empleo de un 
análisis comparativo 
con técnicas de 
Machine Learning 
sobre el método de 

muestreo predice 
con precisión a la 
diabetes. 

 

Predicción de la 
diabetes 

 

Técnicas e Instrumentos 
de recolección de Datos: 

Encuestas Fichas de 
observación 

2. ¿Cómo un análisis 
comparativo de 
técnicas de Machine 
Learning sobre el 
método de muestreo 
en función a la 
Especificidad 
permitirá predecir la 
diabetes? 

2. Usar análisis 
comparativo con 
técnicas de Machine 
Learning sobre el 
método de muestreo 
para predecir la 
diabetes en función a 
la sensibilidad. 

2.  El empleo de un 
análisis comparativo 
con técnicas de 
Machine Learning 
sobre el método de 

muestreo predice 
con sensibilidad la 
diabetes. 

 

3. ¿Cómo un análisis 
comparativo de 
técnicas de Machine 
Learning sobre el 
método de muestreo 
en función a la 

3. Emplear un análisis 
comparativo con 
técnicas de Machine 
Learning sobre el 
método de muestreo 
para predecir la 

3. El empleo de un 
análisis comparativo 
con técnicas de 
Machine Learning 
sobre el método de 

muestreo predice 
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Sensibilidad permitirá 
predecir la diabetes? 

diabetes en función a 
la especificidad  

con especificidad la 
diabetes. 

de la diabetes 
melitos, de tal 
forma que se 

pueda evitar los 
largos y 
costosos 

tratamientos que 
acarrea el 

padecimiento de 
esta 

enfermedad. 
También, se 

justifica 
tecnológicament

e por la 
implementación 
de un sistema 
predictivo que 
contribuirá con 

las 
investigaciones 
futuras para el 
desarrollo de 

nuevas técnicas 
de desarrollo. 

4. ¿Cómo un análisis 
comparativo de 
técnicas de Machine 
Learning sobre el 
método de muestreo 
en función a la 
Exactitud permitirá 
predecir la diabetes?  

4. Emplear un análisis 
comparativo con 
técnicas de Machine 
Learning sobre el 
método de muestreo 
para predecir la 
diabetes en función a 
Exactitud 

4. El empleo de un 
análisis comparativo 
con técnicas de 
Machine Learning 
sobre el método de 

muestreo predice 
con Exactitud la 
diabetes. 

5. ¿Cómo un análisis 
comparativo de 
técnicas de Machine 
Learning sobre el 
método de muestreo 
en función a F1 Score 
permitirá predecir la 
diabetes? 

5. Emplear un análisis 
comparativo con 
técnicas de Machine 
Learning sobre el 
método de muestreo 
para predecir la 
diabetes en función a 
F1 Score. 

5. El empleo de un 
análisis comparativo 
con técnicas de 
Machine Learning 
sobre el método de 

muestreo predice 
con F1 Score la 
diabetes. 

Tabla 47. MATRIZ DE CONSISTENCIA 

Fuente: Elaboración propia. 
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Anexo 3: 

FIGURA Nª 17: MAPA CONCEPTUAL DE ANTECEDENTES  

Fuente: Elaboración propia. 
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ANEXO N° 4  

FIGURA N° 18: DIAGRAMA DE HISHIKAWA 

Fuente: Elaboración propia. 
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ANEXO N° 5  

FIGURA Nº 19: PROTOTIPO DEL SISTEMA 

 Fuente: Elaboración propia. 
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ANEXO N° 6 

FIGURA N° 20: PROCESO DEL MODELO DE DATOS 

 

Fuente: Elaboración propia. 
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ANEXO Nº 7: INTRUMENTO DE FICHA DE REGISTRO PARA EL ALGORITMO 

DT 

RESUMEN DE EVALUACIÓN 

Tipo de Prueba Post Test 

Investigadores - Chira Bohórquez Piero 

- Rivera Munive Kevin 

Fecha de inicio 11/09/2023 

Algoritmo DT 

MATRIZ DE CONFUSIÓN 

 Estimación por el modelo 

Negativo (N) Positivo (P) 

Real Negativo TN FP 

Positivo FN TP 

 

MÉTRICAS POR EVALUAR 

Ítem Indicador Medida Fórmula Precisión 

1 Exactitud Razón (TP+TN)/(TP+TN+FP+FN) 74.68% 

2 Precisión Razón (TP/(TP+FP)) * 100 74.09% 

3 Sensibilidad Razón (TP/(TP+FN)) * 100 70.80% 

4 Especificidad Razón (TN/(TN+FP)) * 100 70.80% 

5 F1 Score Razón 2 * ((Precisión * Sensibilidad) 

/ (Precisión + Sensibilidad)) 

71.55% 

Fuente: Elaboración propia. 
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ANEXO Nº 8: INTRUMENTO DE FICHA DE REGISTRO PARA EL ALGORITMO 

RANDOM FOREST 

 

RESUMEN DE EVALUACIÓN 

Tipo de Prueba Post Test 

Investigadores - Chira Bohorquez Piero 

- Rivera Munive Kevin 

Fecha de inicio 11/09/2023 

Algoritmo Random Forest 

MATRIZ DE CONFUSIÓN 

 Estimación por el modelo 

Negativo (N) Positivo (P) 

Real Negativo TN FP 

Positivo FN TP 

 

MÉTRICAS POR EVALUAR 

Ítem Indicador Medida Fórmula Precisión 

1 Exactitud Razón (TP+TN)/(TP+TN+FP+FN)     79.22% 

2 Precisión Razón (TP/(TP+FP)) * 100 76.12% 

3 Sensibilidad Razón (TP/(TP+FN)) * 100 71.45% 

4 Especificidad Razón (TN/(TN+FP)) * 100 71.45% 

5 F1 Score Razón 2 * ((Precisión * Sensibilidad) 

/ (Precisión + Sensibilidad)) 

72.98% 

Fuente: Elaboración propia. 
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ANEXO Nº 9: INTRUMENTO DE FICHA DE REGISTRO PARA EL ALGORITMO 

K-NEAREST NEIGHBOOR (KNN) 

 

RESUMEN DE EVALUACIÓN 

Tipo de Prueba Post Test 

Investigadores - Chira Bohorquez Piero 

- Rivera Munive Kevin 

Fecha de inicio 11/09/2023 

Algoritmo KNN 

MATRIZ DE CONFUSIÓN 

 Estimación por el modelo 

Negativo (N) Positivo (P) 

Real Negativo TN FP 

Positivo FN TP 

 

MÉTRICAS POR EVALUAR 

Ítem Indicador Medida Fórmula Precisión 

1 Exactitud Razón (TP+TN)/(TP+TN+FP+FN) 74.02% 

2 Precisión Razón (TP/(TP+FP)) * 100 72.72% 

3 Sensibilidad Razón (TP/(TP+FN)) * 100 69.61% 

4 Especificidad Razón (TN/(TN+FP)) * 100 69.02% 

5 F1 Score Razón 2 * ((Precisión * Sensibilidad) 

/ (Precisión + Sensibilidad)) 

70.38% 

Fuente: Elaboración propia. 
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Anexo Nº 10: INTRUMENTO DE FICHA DE REGISTRO PARA EL ALGORITMO 

GBM 

RESUMEN DE EVALUACIÓN 

Tipo de Prueba Post Test 

Investigadores - Chira Bohorquez Piero 

- Rivera Munive Kevin 

Fecha de inicio 11/09/2023 

Algoritmo GBM 

MATRIZ DE CONFUSIÓN 

 Estimación por el modelo 

Negativo (N) Positivo (P) 

Real Negativo TN FP 

Positivo FN TP 

 
 

MÉTRICAS POR EVALUAR 

Ítem Indicador Medida Fórmula Precisión 

1 Exactitud Razón (TP+TN)/(TP+TN+FP+FN) 75.32% 

2 Precisión Razón (TP/(TP+FP)) * 100 72.90% 

3 Sensibilidad Razón (TP/(TP+FN)) * 100 72.90% 

4 Especificidad Razón (TN/(TN+FP)) * 100 78.66% 

5 F1 Score Razón 2 * ((Precisión * Sensibilidad) 

/ (Precisión + Sensibilidad)) 

78.66% 

Fuente: Elaboración propia. 
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ANEXO Nº 11: INTRUMENTO DE FICHA DE REGISTRO PARA EL ALGORITMO SUPPORT 

VECTOR MACHINES SVM 

RESUMEN DE EVALUACIÓN 

Tipo de Prueba Post Test 

Investigadores - Chira Bohorquez Piero 

- Rivera Munive Kevin 

Fecha de inicio 11/09/2023 

Algoritmo Support Vector Machines 

MATRIZ DE CONFUSIÓN 

 Estimación por el modelo 

Negativo (N) Positivo (P) 

Real Negativo TN FP 

Positivo FN TP 

 

MÉTRICAS POR EVALUAR 

Ítem Indicador Medida Fórmula Precisión 

1 Exactitud Razón (TP+TN)/(TP+TN+FP+FN) 74.67% 

2 Precisión Razón (TP/(TP+FP)) * 100 74.67% 

3 Sensibilidad Razón (TP/(TP+FN)) * 100 74.67% 

4 Especificidad Razón (TN/(TN+FP)) * 100 74.67% 

5 F1 Score Razón 2 * ((Precisión * Sensibilidad) 

/ (Precisión + Sensibilidad)) 

74.67% 

Fuente: Elaboración propia. 
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ANEXO Nº 12: INTRUMENTO DE FICHA DE REGISTRO PARA EL 

ALGORITMO ANN 

RESUMEN DE EVALUACIÓN 

Tipo de Prueba Post Test 

Investigadores - Chira Bohorquez Piero 

- Rivera Munive Kevin 

Fecha de inicio 11/09/2023 

Algoritmo ANN 

MATRIZ DE CONFUSIÓN 

 Estimación por el modelo 

Negativo (N) Positivo (P) 

Real Negativo TN FP 

Positivo FN TP 

 

MÉTRICAS POR EVALUAR 

Ítem Indicador Medida Fórmula Precisión 

1 Exactitud Razón (TP+TN)/(TP+TN+FP+FN) 63.63% 

2 Precisión Razón (TP/(TP+FP)) * 100 63.27% 

3 Sensibilidad Razón (TP/(TP+FN)) * 100 64.44% 

4 Especificidad Razón (TN/(TN+FP)) * 100 74.67% 

5 F1 Score Razón 2 * ((Precisión * Sensibilidad) 

/ (Precisión + Sensibilidad)) 

72.73% 

 

Fuente: Elaboración propia.  
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ANEXO N° 13: 

FIGURA 21: RESOLUCIÓN DEL CONSEJO UNIVERSITARIO 
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Fuente: Elaboración propia. 

 

 

 



88 

ANEXO Nº 14: VALIDACIÓN DEL INSTRUMENTO 

I. DATOS GENERALES: 

Apellidos y Nombres del experto: Daza Vergaray Alfredo 

Título y/o grado: Dr. Ingeniería de Sistemas 

Fecha: 02/12/23 

Instrumento: Cuestionario 

Autor: Chira Bohorquez Piero Alejandro 

       Rivera Munive Kevin  

Título de la investigación: 

Análisis comparativo de técnicas de Machine Learning sobre el método de 

muestreo para la predicción de diabetes 

 

II. ASPECTOS DE VALIACIÓN: 

INDICADORES CRITERIOS DEFICIENT

E 

0-20% 

REGULA

R 

21-50% 

BUEN

O 

51-70% 

MUY 

BUENO 

71-80% 

EXCELENT

E 

81-100% 

1.Claridad 

Esta formulado 

con el lenguaje 

apropiado 

   

X 

 

2.Objetividad 

Esta expresado 

en conducta 

observable 

   

X 

 

3.Actualidad 

Es adecuado al 

avance de la 

ciencia. 

   

X 

 

4.Organización 

Existe una 

organización 

lógica. 

   

X 

 

5.Suficiencia 

Comprende los 

aspectos de 

cantidad y 

calidad 

   

X 
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6.Intencionalida

d 

Es adecuado 

para valorar 

aspectos del 

sistema 

metodológico y 

científico.  

   

X 

 

7.Consistencia 

Está basado en 

aspectos 

teóricos, 

científicos 

acordes a la 

tecnología 

educativa. 

   

X 

 

8.Coherencia 

Entre los 

índices, 

indicadores, 

dimensiones. 

   

X 

 

9.Metodología 

Responde al 

propósito del 

trabajo bajo los 

objetivos a 

lograr. 

   

X 

 

10.Pertinencia 

El instrumento 

es adecuado al 

tipo de 

investigación. 

   

X 

 

Promedio de Validación    80%  

 

III. Promedio de Valoración: 80% 

IV. Observaciones:
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ANEXO Nº 15:  

FIGURA Nª 22 INNOVACIÓN Y APORTE TECNOLÓGICO 
 

 
Anteced

entes 

 Sistema 

intelige
nte 

Técnicas usadas 
(algoritmos) 

Validación 
cruzada 

Lenguaje/pla

taforma de 

programació
n o 

Biblioteca 

Métricas 

Metodología de 

desarrollo 

 

 

1 

(Febrian 

et al. 

2023) 

 

 

No 
K-Nearest Neighbor 

(KNN) Naïve Bayes 

(NB) 

 

 

No 

especifica 

 

Python  

Pima Indians 

Diabetes 

Database 

Accuracy, 

Prediction 

Recall 

 

No especifica 

 

2 

(Mansoori 

et al. 

2023) 

 

 

No 

Regresión Logística 

(LR) 

Árbol de decisiones 

(DT) 

Bosque Aleatorio (RF) 

 

 

Si 

 

 

No especifica 

 

Precisión, F1-Score, 

Sensibilidad, 

Especificidad, 

Accuracy 

SMOTE 

 

3 

(Russell y 

Norvig 

2016) 

 

No 

Naive Bayes (NB), 

neural networks (BP), 

Redes Neuronales 

(ANN) 

 

 

No 

especifica 

 

 

Matlab 

 

 

Precisión, F1-

Score 

 

 

No especifica 



91 

 

4 

(Orlando y 

Karina 

2022) 

 

 

 

 

No 

K-vecino más cercano 

(K-NN) 

Bernoulli Naïve Bayes 

(BNB) 

Árbol de Decisión (DT), 

Regresión Logística 

(LR) 

Máquina de Vectores de 

Soporte (SVM) 

 

 

 

 

 

No especifica 

 

 

 

 

 

Python 

 

Precisión,  

F1-Score, 

Sensibilidad, 

Especificidad, 

 Accuracy 

recuperación 

No especifica 

 

 

5 

Según 

(Amín 

2021), 

 

 

 

No 

Regresión Logística 

(LR) 

Redes Neuronales 

(ANN) 

Decisión tree (DT) 

Neighbor(KNN) 

 

 

 

No 

especifica 

 

 

Python 

 

 

Precisión, Recall y 

F1- Score 
No especifica 

 

6 

(Tusell 

2016), 

 

 

No 

Redes Neuronales 

(ANN) 

Decisión tree (DT) 

  Neighbor(KNN) 

  Naive Bayes (NB), 

 

 

 

No 

especifica 

 

 

Java 

 

 

F1-Score, 
Precisión, 
Accuracy y 
Recall 

No especifica 
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7 

(Gandhi 

2018) 

 

 

No 

Regresión Logística 

(LR) 

Bosque Aleatorio (RF) 

Random Forest 

 

No especifica 

 

 

Python 

 

Accuracy, 

Precisión,  

Recall  

 F1-Score 

No especifica 

8 

Según 

(García- 

2017), 

 

 

No 

 

K-Vecinos más 
cercanos (KNN) 

Redes Neuronales 
ANN 

 

 

Si 

 

Python 

 

Precisión, Recall, 

F1-Score No especifica 

 

9 

Según 

(Russell 

y Norvig 

2010) 

 

No 

Regresión Logística 

(LR) 

Bosque Aleatorio (RF) 

Random Forest 

 

Si 

 

SPSS statistics y 

Modeler 

 

Precisión, Recall, F1-

Score 
No especifica 

       10 

(Abdulra

hman 

2019) 

 

 

No 

Naive Bayes (NB) 

Redes Neuronales 

(ANN) 

K-Vecinos más 
cercanos (KNN) 

 

 

No especifica 

 

Python 

 

 

Accuracy, Precisión, 

Recall y F1-Score 

No especifica 

11 

 

 

Naive Bayes (NB) 

Redes Neuronales 

(ANN) 

 

 

 

 

 

 

No especifica 
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(López 

Briega 

2018) 

No K-Vecinos más 
cercanos (KNN) 

 

No especifica  

Python 

Accuracy, Precisión, 

Recall y F1-Score 

 

12 

(Rajput y 

Khedgika

2022) 

 

 

 

No 

 

K-Vecinos más 
cercanos (KNN) 

Naive beyes (NB) 

Bosque Aleatorio (RF) 

Máquina de Vectores de 

Soporte (SVM) 

Decisión tree (DT) 

Si 

 

No 

especifica 

Exactitud 

Precisión 

Recuperación 

No especifica 

 

13 

(Li et al. 

2022) 

 

 

 

No 

 

Regresión Lineal (RL) 

Árbol de decisiones 

(DT) 

Decisión tree (DT) 

Bosque aleatorio y 

Xgboost 

 

No 

especific

a 
 

Python 3.8 

 

 

Accuracy, 

Precisión,  

Recall y 

 F1-Score 

 

 

No especifica 

 

 

14 

(Kopitar 

et al. 

2020) 

 

 

 

No 

Glmnet 

Random forest 

XGBoost 

LightGBM, 

 

 

 

Si 

 

 

 

Python 

 

 

Accuracy, Precisión, 

Recall y F1-Score 

Método de regresión 
multivariada 
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15 

Según (Li 

et al. 

2022) 

 

 

No 

Regresión Logística 

(RL) 

Árbol de decisiones 

(DT) 

Bosque aleatorio y 

Xgboost 

 

 

 

 

Si 

 

 

Python 

 

 

Accuracy, precisión, 

recall y F1-Score 
No especifica 

 

 

16 

(Zhao et 

al. 2023) 

 

 

No 

Redes Neuronales 

(ANN) 

Decisión tree (DT) 

  Neighbor(KNN) 

  Naive Bayes (NB), 

, 

 

 

si 

 

 

No especifica 

 

Accuracy 

Rendimiento 

Precisión  

No especifica 

El propósito de esta investigación es realizar la compasión de modelos de aprendizaje automático (ML) para ver que 
algoritmo se adapta más a la predicción de la diabetes utilizando distintas métricas, tomando en cuenta que en los 
anteriores trabajos detallados anteriormente no han implementado un software para representar la información de sus 
resultados por tal motivo, este trabajo se considera de carácter innovador y original. Asimismo se muestran autores que 
realizaron similares trabajo y genera un aporte innovador tecnológico. 

 Fuente: Elaboración propia. 
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FIGURA N° 23: EXPORTACIÓN A SQL SERVER. 

 

 Fuente: Motor SQL-server. 

Se efectuó la carga de la base de datos indios pima de manera satisfactoria en el motor base datos SQL, con todas las 

variables definidas para la posterior aplicación de técnicas machine learning.
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FIGURA N° 24: MATRIZ DE CORRELACIÓN DE VARIABLES  

 

 

Fuente: Elaboración propia. 

Posteriormente, se efectuó la conexión entre el motor de base de datos y en la 

plataforma Jupyter, para efectuar el análisis exploratorio de los datos, obteniendo la 

matriz de correlación de los datos contenidos, de los cuales destacan algunos valores 

que superan la correlación promedio, la cual equivale a 0.5. Tal como es el caso entre 

edad y embarazos, donde se evidencia que el número de embarazos aumenta a medida 

que avanza la edad y se detiene a partir de cierta edad. Asimismo, se encuentra una 

correlación significativa entre la glucosa y la insulina, donde un aumento en los niveles 

de glucosa se asocia con una mayor probabilidad de diagnóstico de diabetes. Para la 

glucosa y la diabetes: cuanto mayor sea el nivel de glucosa, mayor será la cantidad de 

insulina necesaria para regularlo. Además, existe una relación entre el IMC y la grasa 

corporal: cuanto mayor es el IMC, mayor es el porcentaje de grasa del paciente. 
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FIGURA N° 25: GRÁFICO HISTOGRAMAS  

             Fuente: Elaboración propia. 

Mediante la consulta realizada a la base de datos a través del sistema Júpiter, se 

generó el gráfico de histogramas donde muestra la distribución de las variables; número 

de embarazos, presión arterial diastólica, grosor de los pliegues de la piel, nivel de 

insulina, índice de masa corporal, antecedentes genéticos de diabetes, edad y resultado 

de diabetes) (sí/no), de forma gráfica para la toma de decisiones en torno a la predicción 

de la diabetes. 
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FIGURA N° 26: MATRIZ DE CONFUSIÓN PARA ML 

Fuente: Elaboración propia. 

En este grafico se muestra las matrices de confusión para los 6 algoritmos, técnicas de machine 

learning; Árbol de decisiones (DT), la máquina de vectores de soporte (SVM), Gradient Boosting 

Machine (GBM), K-vecino más cercano (K-NN), Redes Neuronales (ANN) y Random Forest (RF), 

a fin de identificar posteriormente la predicción basada en el índice porcentual de predicciones 

acertadas para la predicción de la diabetes. 
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Minería de datos 

Selección de Variables 

Para realizar la selección se incluyeron todas las variables, previamente se realizó la importación 

de las librerías para la conexión a la base de datos y de los 06 algoritmos de selección de 

variables de la herramienta Jupyter, realizando la importación de las Librerías correspondientes 

para los algoritmos y métricas definidas.  

Figura N° 27 Conexión a la base de datos (SQL) 

 

Fuente: Elaboración propia. 

Figura N° 28: Importación de librerías 

 
           Fuente: Elaboración propia. 
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Figura N° 29: Importación de librerías de algoritmos 

 
Fuente: Elaboración propia. 

 

Figura N° 30: Importación de librerías de para métricas 

 
Fuente: Elaboración propia. 
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Figura N° 31: Resultados obtenidos para DT 

Fuente: Elaboración propia. 

 

Figura N° 32: Gráfica de Comparación entre Entrenamiento y Validación 

 

 

 

 

 

 

Fuente: Elaboración propia. 
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Figura N° 33: Resultados obtenidos para SVM 

 

 

 

 

 

 

 

Fuente: Elaboración propia. 

 

Figura N° 34: Gráfica de Comparación entre Entrenamiento y Validación 

 

 

 

 

Fuente: Elaboración propia. 
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Figura N° 35: Resultados obtenidos para Random Forest 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Fuente: Elaboración propia. 

 
 

Figura N° 36: Gráfica de Comparación entre Entrenamiento y Validación 

 

 

 

 

 

 

 

 

 

 

 

Fuente: Elaboración propia. 
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Figura N° 37: Resultados obtenidos para KNN 

 

 

 Fuente: Elaboración propia. 

 

Figura N° 38: Gráfica de Comparación entre Entrenamiento y Validación 

                 Fuente: Elaboración propia. 
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Figura N° 39: Resultados obtenidos para ANN 

 

 

 

 

 

 

 

    
 

 

Fuente: Elaboración propia. 
 

Figura Nª 40 Gráfica de Comparación entre Entrenamiento y Validación 

Fuente: Elaboración propia.                                        
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Figura N° 41: Resultados obtenidos para GBM 

    

 

 

 

 

 

 

 

 

                                              

 

        

 

Fuente: Elaboración propia. 

 

Figura N° 42: Gráfica de Comparación entre Entrenamiento y Validación 

 

 

 

 

 

 

 

Fuente: Elaboración propia. 
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Figura N° 43: Modelo entrenado - DT 

  

  
 

 

 
 

Fuente: Elaboración propia. 
 

Figura N° 44: Modelo entrenado - SVM 

 

 
 

    

 

Fuente: Elaboración propia. 
 

Figura N° 45: Modelo entrenado - GBM 

 

 
 

 

 

Fuente: Elaboración propia. 

 

● Sistema Inteligente con ML 
 

Figura N° 46: Librerías usadas para el sistema predictivo desde Spyder 

 

Fuente: Elaboración propia. 
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Figura N° 47: Conexión a la base de datos desde Spyder 

 

Fuente: Elaboración propia. 

 

Figura N° 48: Modelos importados 

 

Fuente: Elaboración propia. 
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Figura N° 49: Construcción del sistema 

 

Fuente: Elaboración propia. 
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  Figura N° 50: Vista del Sistema predictivo 

Fuente: Elaboración propia. 
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Figura N° 51: Antecedentes del Sistema predictivo 

 Fuente: Elaboración propia. 
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Figura N° 52: Resultado del Algoritmo Random Forest (RF) 

 

Fuente: Elaboración propia. 
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Figura N° 53: Resultado del Algoritmo Árbol de Decisiones (DT) 

 

Fuente: Elaboración propia. 
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Figura N° 54: Resultado del Algoritmo Gradient Boosting Machine (GBM) 

Fuente: Elaboración propia 
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ANEXO Nº 16:  

Figura N° 55: Turnitin - Porcentaje de proyecto 

Fuente: Elaboración propia 
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