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RESUMEN

El actual trabajo de investigacion tuvo como objetivo predecir la adquisicion de
plataformas educativas. Se utiliz6 Machine Learning para predecir, buscando teoria
relacionada se encontré6 que el algoritmo de regresion lineal es usado con
frecuencia para predecir ventas, por ello, fue el aplicado en este estudio. Para
realizar el analisis de los datos, se uso el software estadistico R Studio, en el cual
se realizaron modelos predictivos para obtener una solucion que permitiera mejorar
el cierre de ventas de productos. En el apartado de recolecciéon de datos, se
utilizaron como instrumentos fichas de observacion en el PreTest y PostTest. Luego
de aplicar la solucion de Machine Learning, los resultados obtenidos fueron que se
redujo en un 18,01% (14 minutos) el tiempo para elegir plataformas; también, el
tiempo para eleccion de clientes potenciales se redujo en un 32,29% (65, 50
minutos). Otro resultado a considerar, fue que el indice de adquisiciones de
plataformas aument6 en un 16,50%, del mismo modo, el tiempo para cerrar ventas
se redujo en un 24,35%, gracias a la implementacion de Machine Learning. Como
conclusidn, se indica que la aplicacion de un algoritmo de aprendizaje automatico
mejora significativamente los procesos de cierre de ventas de productos

académicos.

Palabras clave: Machine Learning, Regresion lineal, R Studio, Prediccion de

ventas, Algoritmos, Plataformas educativas.
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ABSTRACT

The current research work aimed to predict the acquisition of educational platforms.
Machine Learning was used for the prediction, looking for related theory, it was
found that the line regression algorithm is frequently used to predict sales, therefore,
it was applied in this study. To perform the data analysis, the R Studio statistical
software was used, in which predictive models were made to obtain a solution that
would improve the closing of product sales. In the data collection section,
observation sheets were used as instruments in the PreTest and PostTest. After
applying the Machine Learning solution, the results obtained were that the time to
choose platforms was reduced by 18.01% (14 minutes); also, the time for choosing
potential clients was reduced by 32.29% (65, 50 minutes). Another result to consider
was that the platform acquisition index increased by 16.50%, in the same way, the
time to close sales was reduced by 24.35%, thanks to the implementation of
Machine Learning. As a conclusion, it is indicated that the application of an
automatic learning algorithm significantly improves the sales closing processes of

academic products.

Keywords: Machine Learning, Linear Regression, R Studio, Sales Prediction,

Algorithms, Educational Platforms.



.  INTRODUCCION

Las plataformas virtuales educativas han marcado una gran diferencia en la
educacion. Esto crea una nueva forma de adquirir conocimientos, en una sociedad
que usa los medios digitales en gran medida en su diario vivir. Las tecnologias
actuales en gran medida ayudan a desarrollar técnicas de instruccion aprendizaje,
en las cuales los estudiantes participan activamente por el uso de estas
tecnologias, esto es algo que hace unos afos se veia como algo lejano (Barrera
Rea & Guapi Mullo, 2018).

Difucien Ecuador, es una empresa que desarrolla y comercializa plataformas
digitales educativas destinadas a estudiantes de educacién media y superior. Se
enfoca en buscar que las instituciones de educacion superior utilicen herramientas
que impulsen a los estudiantes a interesarse por la investigacion cientifica y

desarrollo de habilidades de aprendizaje.

La empresa cuenta con un amplio repertorio de productos; por lo cual, en la mayoria
de ocasiones se hace complicado identificar cual es el producto indicado para
diferentes tipos de clientes. La atencion al cliente es un aspecto clave en sus
procesos, y es por eso, que mostrar todo el catdlogo es una actividad que se
considera al momento ineficiente; debido a la cantidad de tiempo que demora la
presentacion de productos. Esto genera apuros por parte de los clientes, quienes
no pueden atender de manera extendida las presentaciones de los asesores por la
cantidad de tiempo que conlleva tomar en cuenta la informacion de todos los

productos.

Segun lo expuesto, se tiene un conflicto a la hora de elegir las plataformas
educativas por ello el niumero de adquisiciones se ve perjudicado. La toma de
decision actual de los clientes es prolongada porque no se deciden a qué producto
dirigirse, esto causa que el tiempo de cierre de venta se vuelva superior al que en
promedio se espera. Implementando Machine Learning se espera mejorar el tiempo

del cierre de ventas y la cantidad de plataformas vendidas.

Otro problema que se evidencia es el tiempo de eleccidn de clientes potenciales,

porque se deben tomar en cuenta muchos factores, entre ellos la solvencia



econdémica para adquirir los productos, a qué areas de estudio se enfocan, la
cantidad de sujetos que usaran los productos, entre otros lo cual conlleva analisis

y tiempo.

Es por ello, que se plantea utilizar Machine Learning como una herramienta que
ayude a predecir el comportamiento de los clientes y sus intereses de compra,
antes de ofrecer los productos. Con esto se quiere lograr mejorar los tiempos de
venta, ofrecer una buena atencién al cliente y que todas las partes involucradas

tengan una buena experiencia comercial.

Machine Learning es una herramienta que se utiliza con frecuencia para detectar
patrones de comportamiento de un conjunto de datos. Los resultados de esta
deteccidn son determinados por la maquina y ayuda a la toma de decisiones de las

organizaciones (Asto & Malpartida, 2020)

Para este trabajo de investigacion se plantea la siguiente formulacion del problema
general: ¢De qué manera influye Machine Learning en la adquisicion de
plataformas educativas de la empresa Difucien Ecuador, 2022? Como variable
dependiente esta la Adquisicion de plataformas educativas, variable independiente

Machine Learning y variable interviniente Proceso de venta de los asesores.

La investigacion tiene varios problemas especificos que se encuentran a
continuacion: ¢De qué manera influirh Machine Learning en el tiempo para elegir
plataformas educativas? ¢De qué manera influira Machine Learning en el nUmero
promedio de adquisiciones de plataformas educativas en un trimestre? ¢De qué
manera influirh Machine Learning en el tiempo para el proceso de cierre de ventas
de productos académicos? ¢,De qué manera influird Machine Learning en el tiempo

para la eleccion de clientes potenciales para la empresa?

Considerando lo descrito, podemos argumentar las siguientes razones para
justificar el trabajo de investigacion: de forma operativa, se justifica porque es
importante que las empresas tengan estrategias de captacion de clientes, en dénde
el objetivo sea mejorar o incrementar las ventas, ofreciendo productos que
convengan a las necesidades de los clientes y brindando una experiencia de

compra eficaz y efectiva.



En el ambito tecnologico, actualmente existen sistemas que permiten administrar
procesos de venta, como por ejemplo CRM (Customer Relationship Management)
0 buscadores de clientes, pero estos no predicen ventas. Se justifica el proyecto de
investigacion porque implementando un modelo predictivo basado en Machine
Learning podremos aprovechar al maximo esta tecnologia para lograr llegar a las

metas de venta antes del tiempo previsto.

Como justificacion econdémica, se espera con esta implementacion mejorar los
ingresos brutos de la empresa porque al predecir las adquisiciones mejoraran las

ventas a corto plazo.

En el &mbito social, un sistema de Machine Learning para predecir la adquisicion
de plataformas educativas, no solo beneficiard a la empresa, sino que ayudara a
los clientes a decidir por la compra de recursos de suma importancia para los

alumnos de establecimientos de nivel superior.

El objetivo general que se plantea es, predecir la adquisicion de plataformas
educativas de la empresa Difucien Ecuador mediante la implementacién de un
sistema de Machine Learning. Como objetivos especificos de la investigacion
tenemos los siguientes: Disminuir el tiempo para elegir plataformas educativas que
van a adquirir los clientes mediante la prediccién con Machine Learning. Aumentar
el numero promedio de adquisiciones de plataformas educativas que se realizan en
un trimestre a través de Machine Learning. Disminuir el tiempo para el proceso de
cierre de ventas de productos académicos mediante la implementacién de Machine
Learning. Disminuir el tiempo para la eleccion de clientes potenciales para la

empresa.

En base a lo anteriormente tratado, se plantea la siguiente hipétesis: la
implementacion de Machine Learning permitird predecir significativamente la
adquisicion de plataformas educativas de la empresa Difucien Ecuador. Entre las

hipotesis especificas tenemos:

- El uso de Machine Learning ayudara a disminuir el tiempo para elegir
plataformas educativas que van a adquirir los clientes.
- Machine Learning permitira aumentar el numero promedio de adquisiciones

de plataformas educativas en un trimestre.



La implementacion de Machine Learning permitira disminuir el tiempo del
proceso de cierre de ventas de productos académicos.
Machine Learning permitira disminuir el tiempo para eleccién de clientes

potenciales.



Il.  MARCO TEORICO

Se han tomado en cuenta trabajos de investigacion internacionales y nacionales
que sustentan la presente investigacion. En las revisiones internacionales
encontramos a Cheriyan et al. (2018), con su trabajo realizado en Reino Unido, en
donde nos indican que las predicciones de venta generan gran impacto en los
negocios y que las metodologias de mineria de datos son efectivas para extraer
datos para la toma de decisiones. En su trabajo, realizan un detallado andlisis de
modelos predictivos, estudian diversas técnicas y medidas de predicciones para
mejorar las ventas futuras. Los resultados se basaron en la confiabilidad y precision
de las técnicas, en donde encontraron que el modelo con mejores caracteristicas
es algoritmo Gradient Boost, que demostré en las pruebas realizadas gran exactitud

al momento de realizar las predicciones de ventas.

El autor Odegua (2020), en su trabajo realizado en Nigeria nos brinda una
perspectiva en la prediccion de ventas de un comisariato, en donde indica que los
meétodos estadisticos tradicionales han dejado muchos aspectos sin abordar y que
en su mayoria dan como resultados modelos predictivos que funcionan mal. En
este estudio utilizan tres algoritmos de aprendizaje automatico: K-Nearest
Neighbor, Gradient Boosting and Random forest. Los resultados muestran que el
algoritmo Random Forest tuvo un mejor rendimiento, Gradient Boosted cumple su
funcién, pero, con dificultad y K-Nearest Neighbor, aunque rapido, tiene un
rendimiento mas pobre entre los tres. El algoritmo Random Forest se desempefid
mejor, ya que tenia una media absoluta mas baja de error que los otros dos modelos

y esto aumenta el poder predictivo.

Siguiendo la misma linea, el autor Boada (2016), en Venezuela realizé un articulo
de estudio de variables causales y desarrollé un modelo estadistico exponencial
multivariable como instrumento computarizado de evaluacion de las variables
cuantitativas y cualitativas sobre la futura demanda de productos. Se realizaron
predicciones con base a indices de inflacion y la cantidad de vendedoras que se
estimaba, dando como resultado la mejora de procesos en los departamentos de

Logistica, Mercadeo, Ventas y Finanzas.



Najar (2018), en su trabajo de investigacion que fue realizado en Espafia, en la
empresa Café Candelas que comercializa café e infusiones a hoteles, restaurantes,
etc. Utilizo informacion de las ventas de los afios 2015, 2016 y 2017 para analizar
comportamientos en el consumo de productos. El objetivo del proyecto fue realizar
un procesamiento intensivo de informacion empleando técnicas de modelado
estadistico y machine learning. Se utilizaron diferentes librerias del software
RStudio para dar soporte a las tareas de aprendizaje no supervisado y de
visualizacion de datos para la presentacion de los resultados. Como resultado se
pudo determinar cuales son las provincias con preferencias similares de consumo
y poder orientar estrategias para que la organizacion llegue a cumplir sus metas
mas facilmente. Por lo que Café Candelas deberia de emplear similares técnicas

de marketing para la segmentacion del mercado de estas provincias.

Por otro lado, Asto & Malpartida (2020), en su trabajo de investigacién elaborado
en Peru, se centraron en la problematica de la empresa Vértice que utilizaba un
proceso no normalizado para administrar ventas por los encargados del area de
software; también, se retrasaban al realizar procesos de gestion de reportes.
Concluyeron que Machine Learning incrementé el porcentaje de validez a un
82,04% habiendo anteriormente 54,64%. Consiguientemente, se asevera que
Machine Learning desarrolla una manera eficiente de gestionar ventas. La
ejecucion de Machine Learning contribuy6 a mejorar los cuadros de produccion y
la eficiencia en las personas encargadas del area comercial, de igual manera en
los procesos relacionados a la automatizacion de reportes en la menor cantidad de

tiempo.

En la investigacion en Colombia de Cabrera (2016), se prepararon distintas
metodologias para predecir el flujo diario en un hotel. El entrenamiento y ratificacion
se efectué manejando cuatro metodologias de Machine Learning. La informacion
se dividié en tres conjuntos: entrenamiento, pruebas y validacion. Lo resultante
demuestra efectividad del método ridge regresion en la prediccion, se manejaron
procedimientos para realizar datasets que se basaron en reservaciones con 90, 60,
30, 20, 15,10 y 7 dias de antelacion, incluyendo datos sobre dias de feriados,

temporadas altas, semanas y meses en los cuales la demanda es mayor.



El autor Wisesa et al. (2020), aplica en esta investigacion datos de ventas B2B para
el respectivo analisis. Los datos B2B pudieron proporcionar informacién sobre como
la empresa de telecomunicaciones debe administrar su equipo de ventas, productos
y flujos de presupuesto. Estudié y analizé modelos predictivos comprensibles
utilizando una técnica de aprendizaje automatico para mejorar la prediccion de la
venta futura. En este estudio, También utilizo la técnica de aprendizaje automatico
para analizar la confiabilidad de las ventas B2B. Ademés, al final de esta
investigacion, introdujo otras medidas y técnicas utilizadas para predecir las ventas.

El estudio de Davidson (2019), se basa en la prediccion de las mejores ofertas para
encontrar soluciones para estacionamientos. Aplic6 métodos estadisticos que se
usan tradicionalmente y Machine Learning para la prediccion, dando como
resultado que los algoritmos de Machine Learning Random Forest y Extreme

Gradient Boosting tuvieron mejores rendimientos.

Otro trabajo relacionado es de Poojary et al. (2021), en el que utiliza Machine
Learning para la prediccion de costos aproximados de metales y joyas, esta
problematica surge porque diariamente se alteran los valores de estos materiales,
lo cual hace dificil conocer su precio en el futuro. Dando como consecuencia que
se redujo el valor de las joyas en un 25%, lo cual resulté que se mejoren los precios

para los clientes.

El trabajo de Raizada & Saini (2021), se basa en comparar métodos de Machine
Learning para predecir ventas. Utilizan técnicas como regresion lineal, Random
Forest, K-NN Algorithm, Support Vector Machine (SVM), para la prediccién de
ventas de 45 sucursales de la tienda Walmart. Esta prediccion ayudara a los
empresarios a tomar decisiones para realizar estrategias de marketing, descuentos

y promaociones.

Los autores Narayana et al. (2021), Meiyazhagan & Rajkumar (2021), Huo (2021),
Ramachandra et al. (2021), Sakib (2021), Li & Luo (2019) y Fotache et al. (2021),
concuerdan en que el aprendizaje automatico es una técnica excelente para
prediccién de ventas en cualquier ambito como por ejemplo para el uso en centros

comerciales, comercio electronico, dias de promociones en Black Friday, consumos



en restaurantes, eventos deportivos e incluso superando a los tradicionales

métodos estadisticos.

En cuanto a los antecedentes a Nivel Nacional, se encuentra el trabajo de
investigacion de Utreras (2020), cuyo objetivo fue analizar el rendimiento de
modelos basados en datos de comerciales y bienes raices que se encontraron en
bases experimentales. El modelo CART fue el que obtuvo mejores resultados,
logrando alcanzar desde un 80 a 94% de precision. Esto brinda una perspectiva del
buen rendimiento que se tiene al aplicar modelos de prediccion con aprendizaje
auténomo en bases de datos, lo cual, es una alternativa de bajo costo que se puede

implementar en empresas en crecimiento.

En cuanto al enfoque conceptual se considera la siguiente fundamentacion tedrica.
Brink et al. (2017), nos brindan un concepto de Machine Learning, en donde se
expone que consiste en técnicas que se usan para predecir patrones para la
posterior toma de decisiones. El Machine Learning se puede aplicar en gran medida
en el campo comercial, sus usos van desde la atencion al cliente hasta la prediccion
de ventas, uso en procesos industriales y andlisis de comportamientos. Puede
resolver problemas que se dificultan realizarlos manualmente debido a la cantidad
de datos por procesar, en estos casos, podria encontrar similitudes que utilizando

el proceso manual no se lograria.

Machine Learning tiene una clasificacion basada en outputs, en la cual se
encuentran tres tipos: Aprendizaje reforzado, Aprendizaje no supervisado y
Aprendizaje supervisado. El aprendizaje supervisado es cuando un profesor agrega
datos para que se realice entrenamientos para que el algoritmo los aprenda para
obtener los resultados deseados. El aprendizaje no supervisado no cuenta con la
opcién de una variable que supervise el proceso (Ospina, 2021).

El Aprendizaje supervisado es una de las clases de contrariedades de machine
learning que son comunes de encontrar, en este tipo de aprendizaje la maquina
aprende mediante patrones o modelos. Este algoritmo es conocido por entrenarse
con preguntas y respuestas, que se conocen como caracteristicas (features) y

etiquetas (labels). El algoritmo almacena informacion que encuentra de respuestas



a ciertas preguntas, para futuras interacciones o predicciones que se realicen
(Joakin, 2021).

El aprendizaje supervisado es equivalente a tener un concepto de supervisor, es
decir, el objetivo principal es facilitar a un agente la medicion exacta del error, esta
caracteristica se logra manteniendo un conjunto de informacion integrado por

entradas que suministran salidas deseadas (Joakin, 2021).

El agente podra remediar los parametros para lograr disminuir toda la operacion y
funcionalidad con respecto a una pérdida global. En cada iteracion, el algoritmo
verifica si los datos proporcionados son coherentes y si son necesariamente
maleables, la precisidbn aumenta considerablemente y la diferencia entre los valores
esperados y pronosticados es casi nula. Se necesita que el escenario sea
supervisado, para lograr entrenar el algoritmo y que este funcione sin problema con

nuevas muestras proporcionadas (Joakin, 2021).

Es imprescindible que el sistema obtenga la capacidad de generalizacion y de evitar
un inconveniente denominado sobreajuste, esto genera que ocurra un sobre
aprendizaje que se debe a una capacidad en exceso, uno de los efectos mas
importantes de este inconveniente es predecir de manera correcta solo las
muestras usadas en la etapa de entrenamiento, esto ocurre sobre todo si el indice
de error para las muestras restantes de sumamente alta. Un ejemplo de esto es si
se realiza un proceso para reconocer fotografias, de distintos animales y reconocer

cuales son perros y gatos (Joakin, 2021).

Lo que se debe realizar en primera instancia es alimentar el sistema con una serie
de fotografias para decir si ciertamente se trata de un perro o gato, a este proceso
es a lo que conocemos como entrenamiento, lo importante de esto, es que luego
proporcionaremos fotografias nuevas y el sistema tendra evaluar distintos
parametros para devolvernos una respuesta y conocer si es perro o gato (Joakin,
2021).

Los inconvenientes del aprendizaje supervisado pueden dividirse en
complicaciones de regresion y clasificacion. Un inconveniente de clasificacion se

genera la variable de salida es una clase, por ejemplo “amarillo”, “verde” o “salud”



y “sin salud”. El aprendizaje supervisado por regresién se presenta cuando la

variable de salida es un parametro real, como “dinero” o “gravedad” (Serra, 2021).

Los problemas mas comunes de la clasificacion y la regresion son la

recomendacion y la prediccion de sucesiones temporales.

Los ejemplos de algoritmos supervisados de aprendizaje automatico mas
reconocidos son los siguientes: Soporte de maquinas de vectores (Support Vector
Machine) para inconvenientes de clasificacion. Regresion lineal para
inconvenientes de regresion. Bosque aleatorio (Random Forest) para dificultades
de categorizacion y regresion (Serra, 2021).

El aprendizaje no supervisado es el método en el que solo hay datos de entrada
(X) y no contiene variables de salida. La principal funcion del aprendizaje no
supervisado es componer la forma o distribucién de los datos de entrada para

reconocerlos y generar aprendizaje de ellos (Serra, 2021).

Un ejemplo de este tipo de aprendizaje en la vida cotidiana es catalogar monedas
de diferente denominacién en pilas separadas. Nadie le ensefi6 al algoritmo como
clasificarlas, pero solo observando sus cualidades como la denominacion, puede

distinguir las monedas y a apilarlas en los conjuntos correctos (Serra, 2021).

Es conocido como aprendizaje no supervisado porque, si lo diferenciamos con el
aprendizaje supervisado que ya se estudié anteriormente, aqui no existen
respuestas correctas y no hay un agente, Los algoritmos se alojan en los
dispositivos para conocer y mostrar la distribucién interesante en los datos (Serra,
2021).

Los inconvenientes del aprendizaje no supervisado pueden dividirse en asociacién
y agrupamiento. Asociacion: este tipo de aprendizaje se basa en tener normas de
asociacion para descubrir aquellas que se relacionen con grandes proporciones de
datos, por ejemplo, alguien compra X pero también puede comprar Y. Agrupacion:
en este tipo se expresan con clasificaciones inherentes de informacion, como

clasificacion o agrupacion de clientes por procedimiento de compra (Serra, 2021).
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Los tipos mas habituales de algoritmos de aprendizaje no supervisado son los
siguientes: Algoritmo de Apriori para inconvenientes de aprendizaje de normas de

agrupacion. k-means para inconvenientes de agrupamiento (Serra, 2021).

El aprendizaje reforzado es un procedimiento mas complicado y es el modelo
menos comun de los algoritmos, pero sus resultados son sorprendentes. Usa un
tipo de recompensas para generar aprendizaje y no utiliza etiquetas. Es comparado
con el aprendizaje por refuerzo en el &mbito de la psicologia. En este proceso se
usan comentarios tanto negativos como positivos de vez en cuando para robustecer
los comportamientos. Es como entrenar una mascota, Si tiene excelentes
comportamientos se les van a otorgar obsequios que se vuelven recurrentes. Los

malos actos se castigan y son por lo general los menos comunes (Serra, 2021).

Este método basado en recompensas es pieza clave en el aprendizaje reforzado.
De vez en cuanto este tipo de aprendizaje por refuerzo se conoce como el que
aprende errores. En primera instancia, si practicamos colocando el algoritmo de
refuerzo en un ambiente, habra muchos errores. Si adicionamos en el algoritmo una
buena sefal para los comportamientos positivos y una mala para los negativos, se
puede reforzar el algoritmo para optar por elegir los buenos comportamientos sobre
los malos (Serra, 2021).

Predecir ventas se refiere al alcance o estimacibn que se tiene en
comercializaciones de productos de una empresa en cierto tiempo establecido y
dedicado hacia un nifio de mercado en especifico. Es una metodologia que se basa
en indicar a las organizaciones cuales seran sus ingresos en base a los productos
ofertados, cual mejorara la manera de toma de decisiones e indicara hacia dénde
deben apuntar (Carrillo, 2020).

Las predicciones mediante el aprendizaje automatico, que es una clasificacion de
inteligencia artificial, permiten tener resultados precisos, fundado por tendencias de
mercado y esperando tener una mejora en procesos de venta en su utilizacion. Este
proceso no es lineal, en comparacion a los tradicionales, se adapta a contingencias
mediante procesos matematicos. Segun Forbes se puede originar un valor
agregado de $2.6T Ventas y Marketing y $2T en produccion y proyeccién de cadena

de insumos en el afio 2020. En el presente, varios paises utilizan la inteligencia
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artificial para mejorar los métodos, entre ellos estan Estados Unidos, Alemania y

Dinamarca (Gonzalez & Robayo, 2020).

Las proyecciones de tendencia, promedio mévil simple, andlisis de regresion,
técnica Box Jenkins (ARIMA), suavizacion exponencial promedio movil ponderado,
son modelos tradicionales, precisos, combinados y probabilisticos. Estos son
manejados para obtener predicciones y, sobre todo, ventajas y desventajas entre
ellos. De todas formas, estos algoritmos no son capaces de obtener resultados
satisfactorios en un ambiente cambiante a menudo y con altas indecisiones. Ahora
en los actuales momentos se busca algoritmos como regresion de soporte vectorial
y redes neuronales artificiales que se basan en metodologias que se basan en
sistemas no lineales (Pefia, 2018).

Clasificacion de los modelos tradicionales de prondstico. Los prondsticos son unos
métodos que permiten la organizacion de negocios en un tiempo lejano. Se debe
elegir un modelo que permita predecir y aumentar los resultados antiguos, mediante
procesos que involucren tecnologia para procesar inmensas cantidades de datos y
gue brinde como resultado algo relacionado con la situacion actual. Segun el autor,
los siguientes son modelos de prediccion basados en series de tiempo: Técnica
Box Jenkins. Andlisis de regresion. Promedio movil simple. Suavizacion

exponencial. Proyecciones de tendencia. Promedio movil ponderado (Pefia, 2018).

Las técnicas de prondsticos se basan en una comparacion de los diferentes errores
resultantes, para calcular la efectividad de un pronéstico. Cuando nos referimos a
errores hablamos sobre las particularidades que ocurrieron entre lo que sucedié en
realidad y lo pronosticado. En las ciencias estadisticas, los fallos o errores se
denominan residuales. Siempre que el resultado de la prediccién no supere el rango
de confianza, no se lo cataloga como un error. Por ello, su utilizacién constante

hace tender a una divergencia como un error (Pefia, 2018).

R es un lenguaje de programacion enfocado al ambito estadistico, pero en realidad
tiene mas funcionalidades que permiten tener mayor detalle en la interaccion con
los datos. Brinda un espacio para utilizar funciones de procesamiento de datos sin

tener que realizar un codigo extenso (Navarro Danielle, 2019).
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Las principales funcionalidades son las matrices y los vectores que se utilizan para
procesar grandes cantidades de datos de manera sencilla. Una ventaja de R Studio
es que se pueden crear un sin numero de graficas dependiendo lo que estemos

buscando (Shipunov Alexey, 2019).

La regresion lineal es una de las metodologias del campo de la estadistica que se
usan con mayor frecuencia. Una de las razones por las que se le atribuye su
frecuente uso es la excelencia de sus modelos, los cuales permiten que se reflejen
los procesos del objeto de estudio de manera exacta, concisa y elemental
(Hernandez-Lalinde et al., 2019).

La regresion lineal se basa en el estudio o entendimiento de cémo los resultados
numericos estan enlazados con los valores de la variable de entrada. La técnica se
utiliza con frecuencia de dos formas: para generar respuesta hacia una prediccion

0 para asociar un conjunto de datos (Jon, Nicholas, 2017).

También se conoce como un conjunto de técnicas con mucho poder en el &mbito
estadistico, por lo general se la involucra con gréficos o diagramas de dispersion
trazados por una linea recta. Se utilizan para realizar predicciones o para analizar

la relacién de variables cuantitativas (Diez David et al., 2022).

Segun el autor se puede utilizar un modelo de regresioén lineal para comprender la
relacion entre dos variables cuantitativas y conocer si el resultado es
estadisticamente significativo. Ademas, permite realizar modelos que integren
multiples variables y la prediccion dependera de los valores de las mismas
(Poldrack, Russell A., 2021).

Un modelo de regresién lineal simple tiene la funcionalidad de definir la relacion
que existe entre una variable que se conoce como “Predictora” que es la de entrada,
y la salida que seria el resultado del sistema. Este modelo también es conocido con

sus siglas (SLR) simple linear regression (Lilja & Linse, 2022).

Lo interesante de la regresion lineal es que se pueden integrar variables
explicativas para mejorar la variacion de nuestro resultado, a esto se lo conoce
como regresion lineal multiple. Con este tipo se pueden obtener predicciones claras

y precisas (Roback Paul Legler, 2021).
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La regresion lineal multiple y otros modelos que se basan en lo experimental son
casos que se utilizan con frecuencia en la regresion lineal. Pueden presentarse al
contemplar una cantidad de poblacién y un modelo referente a los términos de la

variable predictora (Olive David J., 2017).
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.  METODOLOGIA

3.1. Tipoy disefio de investigacién
Tipo de investigacién

Para este trabajo de investigacion, segun su finalidad se consideré un tipo de
investigacion de tipo aplicada. Segun el autor Sdnchez (2020), la define como un
modelo para una investigacion practica o funcional que saca provecho de lo
aprendido en la aplicacion de una investigacion tedrica que se enfoca en solucionar

probleméticas.

Segun su enfoque se consideré una investigacion de tipo Cuantitativa, el autor
Flores (2019), la describe como una investigacion que estudia acontecimientos que
estan sujetos a medicion mediante el uso de métodos estadisticos para el

procesamiento de la informacion recolectada.

Tomando en cuenta el método de obtencidn de datos la actual investigacion fue de
tipo experimental, que segun Guevara, Verdesoto, Alban et al. (2020), se considera
un procedimiento en el cual se somete a un conjunto de sujetos a ciertas
circunstancias, procesos o estimulos (variable independiente), para conocer la
respuesta que se provocan (variable dependiente). En este tipo de investigacion se
manipulan mas de una variable de estudio, con el objetivo de inspeccionar si existe
algun incremento o disminucién de las mismas y su resultado en comportamientos

examinados.
Disefio de investigacion

Para este estudio de investigacion se plante6 un disefio experimental de tipo pre-
experimental. En este tipo de disefo los investigadores se enfocan en estudiar
variables para analizar conductas que resultan de la investigacion. Dicho de otro
modo, lo que busca este disefio experimental es restaurar los parametros de la
variable independiente y verificar los resultados o efectos de la variable
dependiente. Cuando se quiere efectuar esto, se deben tomar en cuenta
situaciones drasticas o rigurosas para poder comprender las razones por las cuales

se origina un acontecimiento (Serrano et al., 2020).
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G=01 —»X —02
Pre-test — Tratamiento — Post-test
Donde:
G: Grupo experimental
X: Tratamiento
01-02: Mediciones pre-test/post-test de la solucién de Machine Learning

3.2. Variables y operacionalizacién
En este apartado se presentan las definiciones operacionales y conceptuales de

las variables sujetas a investigacion.

Definicion conceptual de la variable independiente Machine Learning, el
aprendizaje automatico, es una metodologia cientifica que se basa en utilizar
computadores y aparatos inteligentes para que estudien y aprendan a sacar por si
mismos las muestras y semejanzas que existen en los datos. Estas muestras o
patrones sirven para tomar decisiones y pronosticar conductas (Valdez Alvarado,
2018).

El Aprendizaje Automaético es una clasificacion de la Inteligencia Artificial, en donde
los dispositivos pueden tener un aprendizaje de ellos mismos, sin estar
exactamente codificados por las personas. La metodologia de aprendizaje
automatico puede formar muestras o patrones estudiando informacion de tiempos
pasados que se los conoce como Datos de entrenamiento. Estos patrones son

utilizados para predecir eventos en el futuro (Valdez Alvarado, 2018).

Definicién operacional de Machine Learning, este aprendizaje es el que se usa para
comprender métodos y obtener un modelamiento de conocimiento mediante el
aprendizaje. Machine Learning esta inmerso en muchas areas, las que mayormente
destacan son las siguientes, transporte autbnomo, seguridad informatica, genética

y su finalidad es reconocer o pronosticar patrones complejos fundados en data.

La escala de medicion para esta variable de estudio es de Razén porque es de tipo

cuantitativa.
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Definicion conceptual de la variable dependiente Predecir adquisicion/ventas, la
prediccion de ventas basicamente esta basada en la comprension de ventas de un
servicio o producto en cada una de las etapas de su proceso y que tienden a
asimilar que los nuevos productos van a tener un comportamiento como los que se
usan como guias. Es un procedimiento de costo no tan elevado y que tiene como
desventaja entender que las variables de procedimientos pasados se conservan y
que los efectos que tienen los nuevos productos son dotados por los
comportamientos de los objetos que se toman para estudio (Moreno,2019).

Definicion operacional de Predecir adquisicion/ventas, es que se define como un
estimado de una exigencia futura de productos. Una prediccion es desarrollada
mediante técnicas cualitativas y cuantitativas, también puede ser por una
combinacion de las mismas, y principalmente se enfocan en componentes
intrinsecos/internos o0 extrinsecos/externos. Por lo general los métodos de
predicciébn pretenden pronosticar alguna de las unidades de la demanda:
estacionalidad, aleatoriedad, ciclo y tendencia.

Los indicadores de la variable dependiente de investigacion son los siguientes:

1. Tiempo para elegir plataformas de adquisicion de clientes.

2. Tiempo para la eleccion de clientes potenciales para la empresa.

3. indice de adquisiciones de plataformas educativas que se realizan en un
trimestre.

4. Tiempo para el proceso de cierre de ventas de productos académicos.

En la siguiente tabla se encuentran los indicadores con su instrumento de medicion.
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Tabla 1 Indicadores e instrumentos de medicién.

Indicador Instrumento Cantidad Férmula
Tiempo para elegir Ficha de observacion 53 Tiempo para elegir plataformas = (Tiempo final
plataformas de adquisicion de L . .
clientes para eleccion de plataformas educativas - Tiempo
de inicio para eleccién de plataformas educativas)
Tiempo para la eleccion de Ficha de observacion 53 Tiempo para la eleccién de clientes potenciales =
clientes potenciales para la . . i . .
(Tiempo final eleccion de clientes potenciales -
empresa.
Tiempo de inicio para elecciébn de clientes
potenciales)
indice de adquisiciones de Ficha de observacion 53 indice de adquisiciones de plataformas educativas

';’J:;tl?zfgrr]rré?]suendtjr(i:rig\grséque se = (Plataformas educativas adquiridas / Plataformas
educativas pendientes de adquirirse en un

trimestre) *100

Tiempo para la eleccion de clientes potenciales =
Tiempo para el proceso de
cierre de ventas de productos
académicos. Tiempo de inicio para el proceso de cierre de venta)

Ficha de observacion 53 (Tiempo final para el proceso de cierre de venta -

Fuente: Elaboracién propia.

La escala de medicion es de Razén porque permitira medir de forma cuantitativa la

variable.

3.3. Poblacién, muestray muestreo
Poblacién

La poblacién se fundamenta en tener un conjunto de componentes que contienen
particularidades que se toman como objeto de estudio. La poblacién que se utilizara

para esta investigacion son los 60 clientes de la empresa.
Muestra

Se va a determinar mediante una férmula la muestra de tipo aleatorio simple,
considerando un nivel de confianza del 95% y un margen de error del 5%. El

resultado es una muestra de 53 clientes.

zz*p*q*N
[e2x(N-1)]+2z2*p*q

Tamano de la muestra =

Dénde:

N =60
Z = Nivel de confianza (95%) = 1.96
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p=0.5
g=0.5
e =5%

(1.962)%(0.5)%(0.5)*(60)

(0.052)(60—1)+(1.962)x(0.5)*(0.5) = 53 clientes.

Tamano de la muestra =
Muestreo

El muestreo seleccionado es probabilistico Aleatorio Simple porque cada elemento
se selecciona de manera independiente y toma de manera ecuanime la eleccion de

las muestras que surgen de una poblacion.

3.4. Técnicas e instrumentos de recoleccion de datos

Técnica de recolecciéon de datos

La técnica que se utilizara en la actual investigacion, es la observacion mediante

estas técnicas podremos cumplir lo estipulado en los indicadores.
Instrumentos

Para el presente estudio se utilizaron fichas para registrar los resultados obtenidos
de la técnica de observacion. Estas fichas ayudaron a lograr los objetivos
planteados en la introduccion.

Validez

Los instrumentos utilizados en la investigacién fueron evaluados por tres expertos
gue estan especializados en el area de estudio. Ellos validaron la precisiéon de los

recursos utilizados en las pruebas que se aplicaron a la muestra.

3.5. Procedimientos

Para esta investigacion se realizé una recoleccién de datos mediante la técnica de
observacion. Ademas, se utilizaron algoritmos y técnicas de Machine Learning para
lograr los objetivos de la investigacion. Para realizar el procedimiento

correspondiente se tomaron datos histéricos de las ventas y clientes de la empresa.

Se utilizé el método inductivo en el apartado de poblacion y muestra que es estudiar
de lo particular a lo general, esperando que la parte estudiada (muestra) sea
distintiva o lo que representa el entorno (poblacién); para que mediante esto se

puedan asegurar las conclusiones obtenidas de la investigacion.
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3.6. Método de anélisis de datos

El andlisis de los datos se realizé por medio de la herramienta el uso del software
IBM SPSS Statistics 25, la cual nos brindé un enfoque estadistico descriptivo e
inferencial acerca de los datos procesados. El andlisis descriptivo se mostrd

mediante figuras y tablas con medidas estadisticas de cada uno de los indicadores.

Con respecto al andlisis inferencial, se usé el Test Kolmogorov-Smirnov, como
prueba de normalidad de datos, debido a que la muestra es superior a 50, el
resultado permitié conocer si se utilizan pruebas paramétricas 0 no paramétricas.
Con respecto a la comprobacion de hipdtesis se aplicé el método estadistico
Wilcoxon porque los datos no son normales en dénde se evaluaron medias del

grupo de estudio para comprobar si la hipétesis es nula o valida.

3.7. Aspectos éticos

Se tomé6 en cuenta informacion de la empresa en este estudio con la debida
autorizacion y firmando un acuerdo de confidencialidad. En cuanto a la estructura
de la investigacion se toman en cuenta las normativas dictaminadas por la
Universidad César Vallejo para elaborar trabajos de posgrado. Adicionalmente,
para comprobar la originalidad de la informacion se utilizara el sistema antiplagio

Turnitin.

20



IV. RESULTADOS

Estadistica descriptiva

Medidas estadisticas del Indicador Tiempo para elegir plataformas de

adquisicion de clientes.

Tabla 2 Medidas estadisticas del Indicador Tiempo para elegir plataformas de adquisicién de clientes.

Estadisticos descriptivos

Desv.
N Minimo Maximo Media Desviacion
Tiempo para elegir 53 48,00 123,00 82,1864 23,43403

plataformas — PreTest
Tiempo para  elegir 53 28,00 106,20 67,3792 23,50918
plataformas — PostTest

N valido (por lista) 53
Fuente: Elaboracién propia.

En la tabla 2 se muestran las medidas estadisticas del indicador Tiempo para elegir
plataformas de adquisicion de clientes. Las medidas dieron como resultado que la
media va de 82,1864 minutos (Pretest) a 67,3792 minutos (PostTest). Se evidencia
que existe una mejora en la reduccién de tiempo de eleccion de plataformas en el
PostTest teniendo una diferencia de 14,8072 minutos (18,01%).

En los rangos de tiempo se presentd un incremento del pretest (48,00 a 123,00) al
postTest (28,00 a 106,20), pasando de 75 al 78.2. Con respecto a la desviacion
estandar en el Pretest es + 23,43403 (28,51% de la media) y en el postTest +
23,50918 (34,89% de la media).

Figura 1 Medias del Indicador Tiempo para elegir plataformas de adquisicion de clientes.

100,00

80,00

60,00

Media

40,00

20,00

|1PreTest 11PostTest

Fuente: Elaboracién propia.
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En la figura 1 correspondiente a las medias del indicador Tiempo para elegir
plataformas de adquisicion de clientes, se observa una reduccion del 18,01% del

postTest en relacion al pretest.
Medidas estadisticas del Indicador Tiempo para la eleccion de clientes
potenciales parala empresa.

Tabla 3 Medidas estadisticas del Indicador Tiempo para la eleccién de clientes potenciales para la
empresa.

Estadisticos descriptivos

Desv.
N Minimo Maximo Media Desviacion
Tiempo para eleccion de 53 96,00 336,00 202,8679 94,43721
clientes — PreTest
Tiempo para eleccion de 53 48,00 240,00 137,3585 76,34313

clientes — PostTest

N valido (por lista) 53
Fuente: Elaboracién propia.

En la tabla 3 se observan las medidas estadisticas del indicador Tiempo para la
eleccion de clientes potenciales para la empresa. Las medidas dieron como
resultado que la media va de 202,8679 minutos (Pretest) a 137,3585 minutos
(PostTest). Existe una mejora en la reduccion de tiempo de eleccion de clientes

potenciales en el PostTest teniendo una diferencia de 65,5094 minutos (32,29%).

En los rangos de tiempo se presentd un incremento del pretest (96,00 a 336,00) al
postTest (48,00 a 240,00), pasando de 240 al 192. Con respecto a la desviacion
estandar en el Pretest es + 94,43721 (46,55% de la media) y en el postTest +
23,50918 (55,57% de la media).
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Figura 2 Medias del Indicador Tiempo para la eleccién de clientes potenciales para la empresa.
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Fuente: Elaboracién propia.
En la figura 2 que muestra las medias del indicador Tiempo para la eleccién de

clientes potenciales para la empresa, se observa una reduccion del 32,29% del

postTest en relacion al pretest.

Medidas estadisticas del Indicador indice de adquisiciones de plataformas

educativas que se realizan en un trimestre.

Tabla 4 Medidas estadisticas del Indicador indice de adquisiciones de plataformas educativas que se
realizan en un trimestre.

Estadisticos descriptivos

Desv.
N Minimo Maximo Media Desviacion
indice de adquisiciones de 53 ,00 100,00 34,9057 22,64888

plataformas — PreTest
indice de adquisiciones de 53 ,00 100,00 51,4151 23,72473
plataformas — PostTest

N valido (por lista) 53
Fuente: Elaboracion propia.

En la tabla 4 se muestran las medidas estadisticas del indicador indice de
adquisiciones de plataformas educativas que se realizan en un trimestre. Las
medidas dieron como resultado que la media porcentual va de un 34,9057%
(Pretest) a un 51,4151% (PostTest). Se evidencia que existe una mejora en las

adquisiciones de plataformas en el PostTest teniendo una diferencia de 16,5094%.

En los rangos de tiempo se presentaron valores iguales en el pretest y postTest
(0,00 a 100,00). Con respecto a la desviacidon estandar en el Pretest es + 22,64888
(64,89% de la media) y en el postTest + 23,72473 (46,14% de la media).
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Figura 3 Medias del Indicador indice de adquisiciones de plataformas educativas que se realizan en un
trimestre.

60,00

50,00

40,00

Media

30,00

20,00

[3PreTest 13PostTest

Fuente: Elaboracién propia.

En el grafico 3 perteneciente a las medias del indicador indice de adquisiciones de
plataformas educativas que se realizan en un trimestre, se observa un aumento del

16,5094%. del postTest en relacion al pretest.

Medidas estadisticas del Indicador Tiempo para el proceso de cierre de ventas

de productos académicos

Tabla 5 Medidas estadisticas del Indicador Tiempo para el proceso de cierre de ventas de productos
académicos

Estadisticos descriptivos

Desv.
N Minimo Maximo Media Desviacion
Tiempo para el proceso de 53 168,00 5840,01 2246,0762 1694,11442
cierre de ventas — PreTest
Tiempo para el proceso de 53 120,00 4380,00 1698,9434 1379,27359

cierre de ventas - PostTest

N valido (por lista) 53
Fuente: Elaboracion propia.

En la tabla 5 se observan las medidas estadisticas del indicador Tiempo para el
proceso de cierre de ventas de productos académicos. Las medidas dieron como
resultado que la media va de 2246,0762 minutos (Pretest) a 1698,9434 minutos
(PostTest). Existe una mejora en la reduccion de tiempo de proceso de cierre de
ventas de productos académicos en el PostTest teniendo una diferencia de

547,1328 minutos (24,35%).

En los rangos de tiempo se presento un incremento del pretest (168,00 a 5840,01)
al postTest (120,00 a 4380,00), pasando de 5672,01 al 4260,00. Con respecto a la
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desviacion estandar en el Pretest es + 1694,11442 (75,42% de la media) y en el
postTest + 1379,27359 (81,18% de la media).

Figura 4 Medias del Indicador Tiempo para el proceso de cierre de ventas de productos académicos.
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Fuente: Elaboracién propia.

En la figura 4 se muestran las medias del indicador Tiempo para el proceso de
cierre de ventas de productos académicos, se observa una reduccion del 24,35%

del postTest en relacion al pretest.

Estadistica inferencial

Tabla 6 Prueba de normalidad de los indicadores pretest y postest

Kolmogorov-Smirnov?

Estadistic
0 gl Sig.
Tiempo para elegir plataformas — PreTest ,143 53 ,008
Tiempo para elegir plataformas — PostTest ,144 53 ,008
Tiempo para eleccion de clientes — PreTest ,263 53 ,000
Tiempo para eleccion de clientes — PostTest ,257 53 ,000
indice de adquisiciones de plataformas — PreTest ,329 53 ,000
indice de adquisiciones de plataformas — PostTest ,222 53 ,000
Tiempo para el proceso de cierre de ventas - PreTest ,249 53 ,000
Tiempo para el proceso de cierre de ventas - PostTest ,305 53 ,000

Fuente: Elaboracién propia.

Se utilizé la prueba de Normalidad Kolmogorov-Smirnova porque la muestra en
mayor a 50. En la tabla 6 se muestran los resultados del nivel de significancia que
es Sig = 0,008 en el pretest y postTest del primer indicador. Los valores de
significancia de los indicadores 2, 3 y 4 dio como resultado Sig = 0,000. Con estos
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valores se evidencia que no existe normalidad porque los valores de significancia

son menores a 0,050

Segun los resultados de los valores de significancia se utilizaron pruebas no
paramétricas. Para comparar el valor de las medias se tomo en cuenta la prueba

Wilcoxon.

Prueba de hipodtesis

Hipotesis de investigacion 1:

e H1: El uso de Machine Learning ayudara a disminuir el tiempo para elegir
plataformas educativas que van a adquirir los clientes.

e Indicador: Tiempo para elegir plataformas de adquisicidén de clientes.
Hipotesis estadisticas
Definicion de variables:

- TPEPACa: Tiempo para elegir plataformas de adquisicion de clientes antes
de la implementacion
- TPEPACd: Tiempo para elegir plataformas de adquisicion de clientes
después de la implementacion
e Hipotesis Nula Ho: El uso de Machine Learning ayudara a aumentar el tiempo
para elegir plataformas educativas que van a adquirir los clientes.
Ho: TPEPACd - TPEPACa >=0
e Hipodtesis Alterna Ha: El uso de Machine Learning ayudara a disminuir el
tiempo para elegir plataformas educativas que van a adquirir los clientes.
Ha: TPEPACd — TPEPACa <0

Prueba Wilcoxon Indicador Tiempo para elegir plataformas de adquisicién de

clientes.

Tabla 7 Prueba de rangos de Wilcoxon en las medias relacionadas al indicador Tiempo para elegir
plataformas de adquisicion de clientes.

Rangos
N Rango promedio Suma de rangos
PostTest — PreTest Rangos negativos 532 27,00 1431,00
Rangos positivos ob ,00 ,00
Empates 0°
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Total 53

a. PostTest < PreTest
b. PostTest > PreTest

c. PostTest = PreTest
Fuente: Elaboracién propia.

En la tabla 7 se muestran los valores de la prueba de rangos, en donde 53 pares
se encuentran en rangos negativos (reduccion de tiempo) y no existen pares en el
rango positivo (aumento de tiempo), lo cual quiere decir que Machine Learning
redujo el tiempo para elegir plataformas.

Tabla 8 Prueba de Wilconxon aplicado al indicador Tiempo para elegir plataformas de adquisiciéon de
clientes.

Estadisticos de prueba®

PostTest -
PreTest
z -6,334°
Sig. asintotica(bilateral) ,000

a. Prueba de rangos con signo de Wilcoxon

b. Se basa en rangos positivos.
Fuente: Elaboracién propia.

La tabla 8 nos muestra un valor de significancia de 0,000 que es menor a 0,050,
entonces, se rechaza la hipétesis nula y se acepta la hipétesis de la investigacion
que indica que Machine Learning ayudd a disminuir significativamente el tiempo

para elegir plataformas educativas que van a adquirir los clientes.

Hipotesis de investigacion 2:
e H1: Machine Learning permitira disminuir el tiempo para elecciéon de clientes
potenciales.

e Indicador: Tiempo para la eleccion de clientes potenciales para la empresa.
Hipotesis estadisticas
Definicion de variables:

- TPECPEa: Tiempo para la eleccion de clientes potenciales para la empresa
antes de la implementacion
- TPECPEd: Tiempo para la eleccion de clientes potenciales para la empresa

después de la implementacion
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e Hipotesis Nula Ho: Machine Learning permitirh aumentar el tiempo para
eleccion de clientes potenciales.
Ho: TPECPEd — TPECPEa >=0
e Hipodtesis Alterna Ha: Machine Learning permitird disminuir el tiempo para
eleccion de clientes potenciales.
Ha: TPECPEd — TPECPEa <0

Prueba Wilcoxon Indicador Tiempo para la eleccion de clientes potenciales
parala empresa.

Tabla 9 Prueba de rangos de Wilcoxon en las medias relacionadas al indicador Tiempo para la eleccién
de clientes potenciales para la empresa.

Rangos
N Rango promedio Suma de rangos
PostTest — PreTest Rangos negativos 532 27,00 1431,00
Rangos positivos o ,00 ,00
Empates 0°
Total 53

a. PostTest < PreTest
b. PostTest > PreTest

c. PostTest = PreTest
Fuente: Elaboracién propia.

En la tabla 9 se muestran los valores de la prueba de rangos, en dénde 53 pares
se encuentran en rangos negativos (reduccion de tiempo) y no existen pares en el
rango positivo (aumento de tiempo), lo cual quiere decir que Machine Learning
redujo el tiempo para la eleccion de clientes potenciales para la empresa.

Tabla 10 Prueba de Wilconxon aplicado al indicador Tiempo para la eleccidon de clientes potenciales
parala empresa.

Estadisticos de prueba?

PostTest -
PreTest
Z -6,445
Sig. asintotica(bilateral) ,000

a. Prueba de rangos con signo de Wilcoxon

b. Se basa en rangos positivos.
Fuente: Elaboracién propia.
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La tabla 10, nos muestra un valor de significancia de 0,000 que es menor a 0,050,
entonces, se rechaza la hipoétesis nula y se acepta la hipotesis de la investigacion
que indica que Machine Learning permitié disminuir significativamente el tiempo

para eleccién de clientes potenciales.

Hipotesis de investigacion 3:

e H1: Machine Learning permitira aumentar el nGmero promedio de adquisiciones
de plataformas educativas en un trimestre.

e Indicador: indice de adquisiciones de plataformas educativas que se realizan

en un trimestre
Hipotesis estadisticas
Definicion de variables:

- IAPETa: indice de adquisiciones de plataformas educativas que se realizan
en un trimestre antes de la implementacion
- IAPETd: indice de adquisiciones de plataformas educativas que se realizan
en un trimestre después de la implementacion
e Hipo6tesis Nula Ho: Machine Learning permitird disminuir el nimero promedio
de adquisiciones de plataformas educativas en un trimestre.
Ho: IAPETd — IAPETa >=0
e Hipotesis Alterna Ha: Machine Learning permitirdA aumentar el numero
promedio de adquisiciones de plataformas educativas en un trimestre.
Ha: IAPETd — IAPETa<0

Prueba Wilcoxon del indicador indice de adquisiciones de plataformas

educativas que se realizan en un trimestre.

Tabla 11 Prueba de rangos de Wilcoxon en las medias relacionadas al indicador indice de adquisiciones
de plataformas educativas que se realizan en un trimestre.

Rangos
N Rango promedio Suma de rangos
PostTest — PreTest Rangos negativos 12 17,00 17,00
Rangos positivos 34b 18,03 613,00
Empates 18¢
Total 53

a. PostTest < PreTest
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b. PostTest > PreTest

c. PostTest = PreTest
Fuente: Elaboracién propia.

En la tabla 11 se muestran los valores de la prueba de rangos, en dénde 1 par se
encuentran en rangos negativos (reduccion), 34 pares en el rango positivo
(aumento), y 18 en empate lo cual quiere decir que Machine Learning aumento el
namero promedio de adquisiciones de plataformas educativas en un trimestre.

Tabla 12 Prueba de Wilconxon aplicado al indicador indice de adquisiciones de plataformas educativas
que se realizan en un trimestre.

Estadisticos de prueba?

PostTest -
PreTest
z -5,460°
Sig. asintética(bilateral) ,000

a. Prueba de rangos con signo de Wilcoxon

b. Se basa en rangos negativos.
Fuente: Elaboracién propia.

La tabla 12 nos muestra un valor de significancia de 0,000 que es menor a 0,050,
entonces, se rechaza la hipétesis nula y se acepta la hipétesis de la investigacion
que indica que Machine Learning permiti6 aumentar el nimero promedio de

adquisiciones de plataformas educativas en un trimestre.

Hipotesis de investigacion 4:
e H1: La implementacion de Machine Learning permitira disminuir el tiempo del
proceso de cierre de ventas de productos académicos.

e Indicador: Tiempo para el proceso de cierre de ventas de productos

académicos
Hipotesis estadisticas
Definicién de variables:

- TPCVPAa: Tiempo para el proceso de cierre de ventas de productos
académicos antes de la implementacion
- TPCVPAd: Tiempo para el proceso de cierre de ventas de productos

académicos después de la implementacion
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e Hipotesis Nula Ho: La implementacion de Machine Learning permitira
aumentar el tiempo del proceso de cierre de ventas de productos académicos.
Ho: TPCVPAd — TPCVPAa >=0
e Hipoétesis Alterna Ha: La implementacion de Machine Learning permitira

disminuir el tiempo del proceso de cierre de ventas de productos académicos.

Ha: TPCVPAd — TPCVPAa <0

Prueba Wilcoxon Indicador Tiempo para el proceso de cierre de ventas de

productos académicos.

Tabla 13 Prueba de rangos de Wilcoxon en las medias relacionadas al indicador Tiempo para el proceso
de cierre de ventas de productos académicos.

Rangos
N Rango promedio Suma de rangos
PostTest — PreTest Rangos negativos 532 27,00 1431,00
Rangos positivos o ,00 ,00
Empates 0°
Total 53

a. PostTest < PreTest
b. PostTest > PreTest

c. PostTest = PreTest
Fuente: Elaboracién propia.

En la tabla 13 se muestran los valores de la prueba de rangos, en donde 53 pares
se encuentran en rangos negativos (reduccién), 0 pares en el rango positivo
(aumento), es decir que Machine Learning redujo el tiempo del proceso de cierre
de ventas de productos académicos.

Tabla 14 Prueba de Wilconxon aplicado al indicador Tiempo para el proceso de cierre de ventas de
productos académicos.

Estadisticos de prueba?

PostTest -
PreTest
z -6,404°
Sig. asintotica(bilateral) ,000

a. Prueba de rangos con signo de Wilcoxon

b. Se basa en rangos positivos.
Fuente: Elaboracién propia.
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La tabla 14 nos muestra un valor de significancia de 0,000 que es menor a 0,050,
entonces, se rechaza la hipoétesis nula y se acepta la hipétesis de la investigacion
que indica que Machine Learning permitié disminuir el tiempo del proceso de cierre

de ventas de productos académicos.

32



V. DISCUSION

Los resultados obtenidos en esta tesis de investigacion reflejan que existe una
mejora considerable en los indicadores de la variable dependiente una vez aplicado

el experimento y recolectados los datos post test.

Se utilizd6 la prueba no paramétrica Kolmogorov-Smirnov para conocer la
normalidad de los datos, esto resulté en que no existe normalidad de datos en los
indicadores de esta investigacion. Por ello, se us6 la prueba Wilcoxon para
comparar las medias, dando como efecto que el valor de significancia sea 0,000.
Por lo tanto, se rechazaron las hipotesis nulas Ho y se aceptaron las hipoétesis

alternas Hzi en los cuatro indicadores.

El autor Carlos Garcia Mateo (2020), describe en su trabajo como realizar
prediccion de ventas de acciones de una entidad bancaria utilizando Rstudio y el
algoritmo regresion lineal al igual que esta investigacion. Estas herramientas
permitieron predecir la tendencia, alzas y bajas de precio de las acciones dando
resultados favorables a los objetivos de la investigacion, esto demuestra que utilizar

estas tecnologias es idoneo para predecir.

Wu (2022), en su investigacion, nos indica que Machine Learning es una técnica
gue se utiliza con mucha frecuencia en campos de la ingenieria, salud, negocios,
etc. En su auge, ha tenido éxito en el comercio y tecnologia. Segun el autor,
Machine Learning se basa en el estudio de muestras de datos, y es una de las
metodologias mas precisas para realizar predicciones. Se utiliza como punto de
referencia para la toma de decisiones en una compafia. En este trabajo se estudian
varios algoritmos de aprendizaje automatico, dando como resultado que la

regresion lineal es uno de los mas eficientes.

El autor, utiliza este algoritmo para analizar la relacion entre los afios de experiencia
de los empleados y su salario, para conocer cual es un estimado de incremento de
sueldo con el pasar de los afios y el porcentaje de inversion. Para nuestro estudio,
se utilizo la regresioén lineal porque segun otros autores que realizan comparaciones
de algoritmos concuerdan en que es preciso, por este motivo se lo aplicé para

realizar la prediccion de plataformas educativas.
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En el primer indicador Tiempo para elegir plataformas de adquisicion de clientes se
evidencio una mejora en la reduccion del 18,01% en el proceso para eleccion, en
cambio en el estudio del autor Silva (2021), se utilizé Arboles de Decision para
predecir la eleccion y compra de libros teniendo un resultado Optimo en
recomendaciones, e interés de parte de los usuarios, mejorando en un 16,00% sus

ventas.

Los autores Dudhia et al. (2020), nos indican en su investigacion que la eleccién de
productos en portales web populares de la India depende en gran medida de las
recomendaciones de otros compradores. Utilizé la técnica de filtrado colaborativo
con Machine Learning y Deep Learning, tomando en cuenta factores como,
resefias, puntuacion del producto, y el comportamiento de los compradores,
teniendo como resultado un 30% de mejora en la aceptacion de productos. En
cambio, en nuestra investigacion, se utilizd solamente Machine Learning para
predecir la eleccién de productos y se obtuvo una mejora del 18,01%, este

porcentaje es muy bueno considerando que se uso de una sola técnica.

Un estudio similar es el de Zhang & Qiu (2021), ellos utilizan un modelo de red
neuronal para predecir qué producto serda elegido por los consumidores.
Recopilaron datos de resefias en linea de los productos, comentarios en redes
sociales y otras plataformas y segun estas caracteristicas, aplicaron el modelo
predictivo que permitié analizar el impacto de sus ventas a futuro. Como resultado
se redujo el tiempo en un 15% para saber cuéles productos son los preferidos, lo
cual permiti6 conocer su popularidad y compararlos con las ventas de los
competidores. Concluyeron que el modelo era sensato y practico comparando lo

resultante con datos reales de afos anteriores.

En contraste con nuestro trabajo, se utilizé una técnica diferente para realizar el
modelo predictivo, sin embargo, el porcentaje de mejora es similar demostrando
gue ambas técnicas brindan resultados favorables en cuanto a la adquisicion de

productos y estudio de sus caracteristicas.

Singh et al. (2021) aplicaron modelos de Machine Learning para facilitar la toma de
decisiones comerciales, tener procesos mas claros y precisos. Utilizaron los

algoritmos Random Forest y XGBoost Machine para predecir diferentes pedidos de
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productos, con ello consiguieron una mejora del 20% en la métrica de ventas y
tiempos de entregas, porque lograron anticipar los pedidos de los clientes. En
nuestro caso sucedi6 algo parecido, nos anticipamos en conocer cuél plataforma el

cliente podria elegir para agilizar el proceso de ventas.

En el segundo indicador Tiempo para la eleccion de clientes potenciales se obtuvo
una mejora en la reduccion de tiempo del 32,29% en comparacion con el pretest.
Los autores Asencio, Luz de los Angeles et al. (2021), y Bernachea, Carla et al.
(2021), utilizan un modelo de clasificacion conveniente y con mejores resultados en
comparacion de otros algoritmos probados que fue el de regresion logistica. Los
primeros autores utilizan Machine Learning para clasificar automaticamente a los
clientes con el algoritmo K-NN, y el segundo para calcular la probabilidad de
desercion de clientes mediante programacion en Python dando resultados
favorables y cumpliendo sus objetivos. En cambio, en nuestra investigacion la

regresion lineal fue aplicada porque su uso va enfocado a prediccion de ventas.

Centeno, José, Vera, Adriana, et al. (2020), en su trabajo utilizaron cuatro modelos
de prediccién, siendo xtreme gradient boosting el que mejores resultados brindo,
con una exactitud del 70,77%. Con ello, pudieron segmentar clientes y aplicar
métodos de venta para lograr detener su desercién y mejorar la eleccion de clientes,
a diferencia de nuestra investigacion que esta enfocada en conocer clientes

potenciales.

Los autores Rincon & Gonzalez (2021), en su trabajo utilizan machine learning para
identificar clientes potenciales usando una metodologia probabilistica. La
identificacion de clientes mejor6 en un 30% logrando detectar mayores
oportunidades. En comparacién, con nuestro indicador tuvimos una mejora del 32,

29% debido a que se utilizé otro método de prediccion.

Los autores Centeno, José et al. (2020), utilizan Machine Learning para estudiar el
comportamiento y predecir cuales clientes renovaran polizas y cuales no. Evaluaron
cuatro algoritmos, pero fue el xtreme gradient boosting el que tuvo mejores
resultados, brindando una precision del 70,77%, con lo cual se pudo dividir clientes

y aplicar estrategias focalizadas de venta para lograr mantener la liquidez. A
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diferencia de nuestro indicador, en este trabajo se observa un resultado diferente

porque utilizan otra metodologia para predecir.

Con respecto a tercer indicador indice de adquisiciones de plataformas educativas
gue se realizan en un trimestre, los autores Afanador Jiménez et al. (2022), realizan
una investigacion similar para predecir la demanda de productos en una
panificadora, al igual que en nuestra investigacion, utilizan la regresion lineal pero
también redes neuronales para establecer la produccién diaria. Esto resulté en que
la utilidad aument6 en un 17,23% y hubo una reduccion de costos de 6,36%. En
cambio, aplicando solamente aprendizaje automatico en nuestra investigacion, se
logré que haya un 16,51% de aumento en la adquisicion de plataformas que se
realizan en un periodo. Los autores de la investigacion utilizaron dos algoritmos,

por lo tanto, obtuvieron un porcentaje mayor de mejora.

El autor Bursztyn, (2018) indica que un modelo de prondstico preciso puede ser un
factor decisivo en la supervivencia de una empresa de venta directa. Siendo asi, la
importancia de la comparacion de dos modelos estadisticos polares para sus
predicciones, entre ellos Regresion lineal y Random Forest, teniendo como
resultado diferencias como que, aunque Random Forest es mucho mas
computacional y complejo, no llega a ser una diferencia estadisticamente
significativa a comparacion de la regresion lineal. Esto se debe a que es un método
gue proporciona informacion sobre la descripcidn de variables que no se obtienen

con el modelo Random Forest, siendo una clara ventaja del modelo lineal.

De tal manera, este cédigo del modelo lineal ayudd a obtener precision en el indice
de adquisiciones de la empresa. En nuestro trabajo de investigacion también se
utilizé regresion lineal para describir variables y tener modelo con exactitud para

realizar predicciones.

Segun Najar (2018), el aplico técnicas de modelado estadistico y machine learning
utilizando historicos de los ultimos 3 afos para el analisis del comportamiento y
evolucion de los patrones de consumo por producto, canal y ambitos geogréficos.
El cual obtuvo resultados entre los modelos aplicados como el andlisis de
clustering, con el que determiné las agrupaciones de provincias con preferencias

similares de consumo, pero el analisis de regresion lineal permitio la proyeccion de
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ventas para los proximos afios en cuanto a la mejora de sus servicios, siendo
favorable para la toma de decisiones y aumento del indice de adquisiciones. Al igual
que en nuestra tesis se basa en un modelo de regresidn para tener una proyeccion

de ventas a futuro.

La investigacion de Choudhary et al. (2018), tuvo como objetivo predecir ventas en
linea para aumentar ganancias, utilizaron el algoritmo de regresion lineal para
analizar datos de dos afos para realizar la prediccion de las ventas del siguiente
afo, mejorando en un 14 %. Compararon datos reales con el resultado del
pronéstico para conocer la precision del algoritmo. Indicaron que los resultados
ayudaran a la toma de decisiones para el aumento posterior de ventas. En relacién
con nuestro estudio, se utiliza el algoritmo para el mismo objetivo que es aumentar
ganancias. Existe una diferencia en el resultado de ambos trabajos de 2,51%,

siendo nuestro modelo el que tuvo mejores resultados.

En el cuarto indicador Tiempo para el proceso de cierre de ventas de productos
académicos se obtuvo una reduccion del 24,35% del tiempo. Se analizé una
literatura del autor Castafieda Miguel (2020), que utiliza un modelado de regresion
lineal y redes neuronales para mejorar la gestion de ventas aumentando su
eficiencia de un 54,64% a un 82,04%. En comparacién con nuestra investigacion,
podemos observar que los porcentajes varian porque el autor ademas de usar
regresion también incluye en su estudio un analisis con redes neuronales, por ello

la mejora en eficiencia.

El autor Joakin (2021), en su trabajo de investigacion utiliza Machine Learning con
redes neuronales para predecir las ventas y mejorar la toma de decisiones de los
directivos de la empresa. Utiliz6 un modelo que predijo las actividades comerciales
de los siguientes 7 dias, luego usaron esa misma metodologia para realizar la
prediccién de todo un afio. Con esta metodologia pudo realizar la comparacion de
ventas entre los afios 2018 y 2020, esto dio como resultado que segun la prediccion

las ventas aumentaran en un 33,33% con respecto a los afios anteriores.

Los resultados entre las investigaciones pueden variar dependiendo el algoritmo

utilizado y el contexto estudiado. En nuestro caso, se realizo el estudio en un
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periodo corto de tiempo en comparacion del autor de este trabajo que lo realiz

durante un afio y es por ello que se da la diferencia en los resultados.

Silva Marcus Vinicius et al., (2021), utilizaron el aprendizaje automatico para
garantizar las ventas de una compaiiia brasilefia que esta en el sector alimentario.
Para el analisis se utilizé informacién recopilada de cuatro afios que se encontraba
en un ERP. Se dividieron los datos en grupos para realizar pruebas y predecir las
ventas anuales y mensuales. Como resultado se evidencié una mejora en el tiempo
para procesar los alimentos entre 4,2 y 4.8 segundos, con ello aumenta la
produccion y se reduce el tiempo de venta en un 25%. Si comparamos este
resultado con el obtenido en esta investigacion (24,35%), casi no existe diferencia
en el porcentaje de reduccion de tiempos de venta, aunque la prediccion haya sido

aplicada en otro sector productivo.

Los autores Indriyanti etal. (2021), realizaron una investigacion utilizando el
algoritmo de regresion lineal para pronosticar ventas de motocicletas tomando en
cuenta grandes cantidades de datos, correspondientes a 5 afios atras. Su finalidad
fue predecir la tendencia comercial de los proximos meses. Segun el argumento de
los autores, los resultados fueron muy exactos, se logré un porcentaje de 63,77%
de precision y el porcentaje de error fue minimo en comparacion a lo esperado. Con
estos resultados, el tiempo para el cierre de ventas disminuy6 logrando tener mayor
rentabilidad. En nuestro estudio, se realiz6 la prediccion con la misma técnica, pero
con menor cantidad de datos, mientras que los autores utilizan mayor cantidad de
datos por la trayectoria de la compafiia en la que aplican el experimento, logrando

un muy buen porcentaje de precision.

El trabajo de Acosta-Velasquez et al. (2021), estuvo enfocado en la prediccion de
ventas netas postpandemia en empresas colombianas. Utilizaron datos historicos
para el analisis con Machine Learning. Utilizaron alrededor de dos millones de datos
para realizar pruebas predictivas. Evaluaron algoritmos como Random Forest,
Extreme Learning Machine, XGBoost y Regresion lineal, pero el que mejor
desempeiio tuvo fue Random Forest. La diferencia en el desempefio puede estar
ligada al gran tamafio de datos que se analizaron siendo el algoritmo mas robusto
Random Forest, sin embargo, como en nuestra investigacion se analizé una

cantidad menor de datos se utilizo regresion lineal.
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VI.

CONCLUSIONES

Como principal conclusiéon se logroé determinar el algoritmo adecuado para la
implementacion de Machine Learning, el cual permitid6 predecir sin
inconvenientes la adquisicion de plataformas educativas por parte de los
clientes. Para el desarrollo del objetivo general de esta investigacion se
cumplieron los objetivos especificos, llegando a las siguientes conclusiones.
Se concluye que Machine Learning disminuyé el tiempo en un 18,01% con
respecto a las plataformas elegidas en el pretest, lo cual ayudo a que se conozca
por cual plataforma el cliente estard interesado para agilizar el proceso de
ventas.

En el segundo indicador la reduccion de tiempo de eleccion de clientes tuvo un
porcentaje méas considerable, un 32,29% en comparacion a las técnicas que se
venia aplicando por parte del personal de la empresa. Esto hara que los clientes
potenciales conozcan los productos y exista mayor probabilidad de un cierre de
ventas.

El porcentaje de adquisicion de plataformas educativas en un trimestre aumenté
en un 17,23%, por lo tanto, se puede concluir que el algoritmo utilizado mejoro
la venta de productos académicos y el cliente adquirié un producto que se ajuste
a sus necesidades.

Aplicando la solucién de Machine Learning, el proceso de cierre de ventas
mejoro porque se redujo el tiempo en un 24,35%. Por ello podemos decir que la

metodologia aplicada optimiz6 el proceso de venta en todas sus fases.
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VII.

RECOMENDACIONES

Se debe realizar un andlisis previo de los datos a utilizar para lograr determinar
el modelo idéneo y evitar que los datos tengan inconsistencias al momento de
realizar las predicciones.

Como recomendacién para los asesores de la empresa, deben tomar en cuenta
las caracteristicas del cliente, nimero de estudiantes, carreras de la institucion
y los resultados de la herramienta para ofrecer al cliente plataformas acorde a
sus necesidades.

Es recomendable que el personal de la empresa tome en cuenta el andlisis de
la base de datos de clientes para encontrar caracteristicas similares entre los
nuevos prospectos. Con ello, habra posibilidad de tener apertura porque estaran
interesados por productos similares que se ofertan.

La adquisicién de plataformas, si bien es cierto depende del presupuesto de la
institucion, pero también hay factores que ayudan a que adquieran productos,
entre ellos, la calidad y caracteristicas que mejoren la problematica del cliente.
Es por ello, que se recomienda utilizar soluciones tecnoldgicas para facilitar la
eleccién de productos idéneos para los clientes y lograr un aumento de ventas.
Se recomienda utilizar metodologias adecuadas en todas las fases de venta
para lograr que el porcentaje de cierre aumente en un periodo determinado de
tiempo.

Para los investigadores que se quieren adentrar al mundo del aprendizaje
automatico, se recomienda que apliquen varios algoritmos a su muestra de
estudio para lograr una comparacion y verificar el que tiene mayor exactitud en
la prediccion. Por motivos de tiempo esto no se realizé en esta investigacion,

pero se tomara en cuenta para un trabajo futuro.
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ANEXOS

Anexo 1: Instrumento de Recoleccion de datos

1. Guia de observacion N°1l: Tiempo para elegir plataformas de
adquisicion para clientes

Tabla 15 Guia de observacion N°1.

Dayana Guzman Vélez
Adquisicion de plataformas
Pre-Test

Z| o O] | W N|

Fuente: Elaboracion propia.

2. Guia de observacion N°2: Tiempo para la eleccion de clientes
potenciales para la empresa.

Tabla 16 Guia de observacion N°2

Dayana Guzman Vélez
Eleccion de clientes potenciales
Pre-Test

Fuente: Elaboracion propia.



3. Guia de observacion N°3: indice de adquisiciones de plataformas

educativas que se realizan en un trimestre.

Tabla 17 Guia de observacion N°3

Dayana Guzman Vélez
Adquisicion de plataformas educativas en un trimestre
Pre-Test

Z| o O | W N|

Fuente: Elaboracién propia.

4. Guia de observacion N°4: Tiempo para el proceso de cierre de ventas

de productos académicos.

Tabla 18 Guia de observacién N°4

Dayana Guzman Vélez
Proceso de cierre de ventas de productos académicos

Pre-Test

Z| o o & W[ N|

Fuente: Elaboracion propia.



TABLA DE OPERACIONALIZACION DE VARIABLES

Tabla 19 TABLA DE OPERACIONALIZACION DE VARIABLES.

producto en cada una
de las etapas de su
proceso y que tienden a
asimilar que los nuevos
productos van a tener
un comportamiento
como los que se usan
como guias. Es un

cualitativas y cuantitativas,
también puede ser por una
combinacion de las mismas,
y principalmente se enfocan
en componentes
intrinsecos/internos 0
extrinsecos/externos. Por lo
general los métodos de

- Aprobacién de
autoridades

eleccion de
clientes
potenciales para la
empresa.

3. Indice de
adquisiciones de
plataformas

educativas que se

VARIABLES DE DEFINICION DEFINICION DIMENSION INDICADORES ESCALA DE
ESTUDIO CONCEPTUAL OPERECIONAL MEDICION
INDEPENDIENTE: Es wuna metodologia | Es el que se usa para | - Algoritmos De razon.
Machine Learning cientifica que se basa | comprender métodos Yy | - Técnicas

en utilizar | obtener un modelamiento | - Grandes

computadores y | de conocimiento mediante | cantidades de

aparatos inteligentes | el aprendizaje. Machine | informacion

para que estudien y | Learning estd inmerso en | - Entrenamiento

aprendan a sacar por si | muchas éreas, las que | de algoritmo

mismos las muestras y | mayormente destacan son

semejanzas que existen | las siguientes, transporte

en los datos. Estas | autbnomo, seguridad

muestras o0 patrones | informatica, genética y su

sirven para tomar | finalidad es reconocer o

decisiones y pronosticar | pronosticar patrones

conductas (Valdez | complejos fundados en

Alvarado, 2018). data.
DEPENDIENTE: La prediccion de ventas | Se  define como un | - Clientes 1. Tiempo para | Derazén.
Predecir basicamente esta | estimado de una exigencia | - Presupuesto elegir plataformas
adquisicién/ventas basada en la | futura de productos. Una | - Tipo de | de adquisicién de

comprension de ventas | prediccion es desarrollada | plataforma clientes.

de un servicio o0 | mediante técnicas | - Necesidad 2. Tiempo para la




procedimiento de costo
no tan elevado y que
tiene como desventaja
entender que las
variables de
procedimientos

pasados se conservany
que los efectos que
tienen los nuevos
productos son dotados
por los
comportamientos de los
objetos que se toman
para estudio
(Moreno,2019).

prediccion pretenden
pronosticar alguna de las
unidades de la demanda:
estacionalidad,
aleatoriedad, ciclo y
tendencia.

realizan en un
trimestre.

4. Tiempo para el
proceso de cierre
de ventas de
productos
académicos.

Fuente: Elaboracién propia.




MATRIZ DE CONSISTENCIA

Tabla 20 MATRIZ DE CONSISTENCIA

TITULO DE LA TESIS:

MATRIZ DE CONSISTENCIA
Machine Learning para predecir la adquisicion de plataformas educativas de la empresa Difucien Ecuador, 2022

FORMULACION DEL | OBJETIVOS HIPOTESIS VARIABLES Y | METODOLOGIA JUSTIFICACION
PROBLEMA DIMENSIONES
GENERAL.: GENERAL: GENERAL: INDEPENDIENTE: Tipo y Disefio de | Operativa:
;De qué manera | Predecir la | Laimplementacion de | Machine Learning Investigacion: Se justifica porque es
influira Machine | adquisicion de | Machine Learning | Dimensiones: importante que las
Learning en la | plataformas permitird predecir la | -  Algoritmos Tipo de | empresas tengan
adquisicion de | educativas de la | adquisicion de | - Técnicas investigacion: estrategias de
plataformas empresa Difucien | plataformas - Grandes Experimental captacion de clientes,
educativas de la | Ecuadoratravésdela | educativas de la cantidades de Disefio de | en donde el objetivo
empresa Difucien, | implementacién de un | empresa Difucien informacion Investigacion: sea mejorar o}
Ecuador 2022? sistema de Machine | Ecuador - Entrenamiento Preexperimental incrementar las
Learning de algoritmo Poblacion: La | ventas,  ofreciendo
poblacién total de | productos que
clientes que | convengan a las
adquieren las | necesidades de los

plataformas es de 80

Muestra:

Tomando en cuenta
un nivel de confianza
del 95% y un margen

de error del 5% la
muestra es: 67
clientes

Muestreo:

clientes y brindando
una experiencia de
compra eficaz vy
efectiva.

Tecnoldgica:

Implementando  un
modelo predictivo
basado en Machine
Learning podremos
aprovechar al maximo
esta tecnologia para
lograr llegar a las




El muestreo
seleccionado es
probabilistico

Aleatorio Simple
porque cada
elemento se

selecciona de manera
independiente y toma
de forma equitativa la
seleccion de las
muestras a partir de
una poblacién

ESPECIFICOS:

-¢De qué manera
influirq Machine
Learning en el
tiempo  promedio
para elegir
plataformas

educativas?

-¢De qué manera
influira Machine
Learning en el
namero promedio

de adquisiciones de
plataformas
educativas en un
trimestre?
-¢,De qué manera

influirq Machine
Learning en el
tiempo  promedio

para el proceso de

ESPECIFICOS:
—Disminuir el tiempo
promedio para elegir
plataformas
educativas que van
a adquirir los
clientes mediante la
prediccion con
Machine Learning.
—Aumentar el nimero
promedio de
adquisiciones de
plataformas
educativas que se
realizan en un
trimestre a través de
Machine Learning.
—Disminuir el tiempo
promedio para el
proceso de cierre de
ventas de productos

ESPECIFICAS:

—La prediccion con
Machine Learning
ayudara a disminuir
el tiempo promedio
para elegir
plataformas
educativas que van

a adquirir los
clientes
—Machine Learning

permitira aumentar
el nimero promedio
de adquisiciones de
plataformas
educativas en un
trimestre

—La implementacién
de Machine
Learning permitird
disminuir el tiempo

DEPENDIENTE:
Adquisicion
plataformas
educativas

Dimensiones:

Clientes
Presupuesto
Tipo
plataforma
Necesidad
Aprobacién
autoridades

de

de

de

Técnicas e
Instrumentos de
recoleccion de
Datos:

Encuestas

Fichas de

observacion

metas de venta antes
del tiempo previsto.

Econodmica:

Se espera con esta
implementacion
mejorar los ingresos
brutos de la empresa
porque al predecir las
adquisiciones
mejoraran las ventas
a corto plazo.

Social:
La implementacion de
un sistema de

Machine Learning
para predecir la
adquisicién de
plataformas

educativas, no solo
beneficiara a la
empresa, Sino que

ayudard a los clientes
a decidir por la
compra de recursos
de suma importancia
para los estudiantes
de instituciones de
educacion superior.




cierre de ventas de
productos
académicos?

—-¢De qué manera

influira Machine
Learning en el
tiempo para la

eleccion de clientes
potenciales para la
empresa?

académicos
mediante la
implementaciéon de
Machine Learning.

—Disminuir el tiempo
promedio para la
eleccion de clientes
potenciales para la
empresa

del proceso de
cierre de ventas de
productos
académicos.
—Machine Learning
permitird disminuir
el tiempo para
eleccioén de clientes
potenciales.

Fuente: Elaboracién propia.




TABLA DE INDICADORES DE LA INVESTIGACION

Tabla 21 Tabla de indicadores de la investigacion. Elaboracién propia.

Indicador Instrumento Cantidad Formula
Tiempo para elegir plataformas | Ficha de observacion 53 Tiempo para elegir plataformas = (Tiempo final para
de adquisicion de clientes L . : L
eleccion de plataformas educativas - Tiempo de inicio
para eleccién de plataformas educativas)
Tiempo para la eleccion de | Ficha de observacién 53 Tiempo para la elecciéon de clientes potenciales =
clientes — potenciales para la (Tiempo final eleccién de clientes potenciales - Tiempo
empresa.
de inicio para eleccién de clientes potenciales)
indice de adquisiciones de | Ficha de observacion 53 indice de adquisiciones de plataformas educativas =
platgformas edqcatlvas que se (Plataformas educativas adquiridas / Plataformas
realizan en un trimestre.
educativas pendientes de adquirirse en un
trimestre)*100
Tiempo para la elecciéon de clientes potenciales =
Tiempo para el proceso de cierre Ficha de observacion 53 (Tiempo final para el proceso de cierre de venta -

de ventas de
académicos.

productos

Tiempo de inicio para el proceso de cierre de venta)

Fuente: Elaboracién propia.




Solicitud

0
R
D

de aprobacion para el desarrollo de la tesis

“ANO DEL FORTALECIMIENTO DE LA SOBERANIA NACIONAL*

Trujilla, 02 de junio de 2022

CARTA N® 082-2022-UCV-VA-EPG-FO1/J
Sra. Melly Victoria Montesdeoca Ledn
Representante Legal

DMFUCIEN ECUADOR QA LTDA

Presente. -

ASUNTO: AUTORIZACION PARA EL DESARROLLO DE TESIS

Es grato dirigirme a usted para saludarle cordialmente y asi mismo presentar a la estudiante
DAYANA MARIUX] GUZMAN VELEZ, del programa de MAESTRIA EN INGENIERIA DE SISTEMAS CON
MENOON EN TECHNOLOGIAS DE LA INFORMACION, de la Escuela de Posgrado de la Universidad
César vallejo.

La estudiante en mencidn solicita autorizackdn para aplicar los instrumentos necesaros para el
desarrolle de su tesis denominada: “MACHINE LEARNING PARA PREDECIR LA ADQUISIOON DE
PLATAFORMAS EDUCATIVAS DE LA EMPRESA DIFUCIEN ECUADDR, 2022", en la institucidn gue Ud.
Dirige.

El objetivo principal de este trabajo de investigacidn es predecir la adquisicidn de plataformas
educativas de la empresa Difucien Ecuador, mediante la implementacidn de un sisterna de Machine
Learning.

Agradeciendo la atencidn que brinde a la presente, aprovecha la oportunidad para
expresarle mi consideracidn y respeto.

Atentamente, =

lefe de la Escuela de Posgrado-Trujillo
Universidad César Wallejo

ADJUNTO:
IS g Faoirdn di dabes.



Carta de aprobacién para el desarrollo de la tesis

FIFECIEH I“m‘. e e

Ing. Dayana Guzman Vélez
Presenta

En atencidn de su solicitud de autorizacidn para el desarrollo de su Tesls denominada
“Machine Learning para predecir la adquisicidn de plataformas educativas de la

empresa Difuclen Ecuador, 20227 y de |a aplicacion de Instrumentos para recolectar
datos. Como representante legal de la empresa Difucken Ecuador ClA LTDA, se aprueba

su requerimiento por el tiempo gue estime necesario.

Atentamentea.

Representante Legal de
Difucien Ecuador ClA LTDA



CERTIFICADO DE VALIDEZ DE CONTENIDO DEL INSTRUMENTO - EXPERTO 1

CERTIFICADD DE VALIDEZ DE COMTENIDO DEL INSTRUMENTO
VARIABLE: ADGUISICION DE PLATAFORMAS EDUCATIVAS DE LA EMPRESA DIFUCIEN ECUADOR, 2022

N INDICADORES Claridad® Pertinencia® | Relevancia® Sugerencias
5i N Si Ho 5i Ho

1 INDICADOR  1: TIEMPO PARA ELEGIR PLATAFORMAS PARA
ADQUISICION DE CLIENTES X X X
Formula: Tiempo final — Tiempo de inicio

2 IMDICADOR 2: TIEMPO PARA LA ELECCION DE CLIENTES
FOTEMCIALES PARA LA EMPRESA X X X
Formula: Tiempo final — Tiempe de inicio

3 IMDICADOR 3: IMDICE DE ADQUISICIONES DE PLATAFORMAS
EDUCATIVAS QLUE SE REALIZAN EN UM TRIMESTRE X i X
Formula: (Plataformas educativas adquinidas [ Plataformas educatvas
pendientes de adguirrse en un trimestre) * 100

4 INDICADOR 4: TIEMPO PARA EL PROCESO DE CIERRE DE
VENTAS DE PRODUCTOS ACADEMICOS X X X
Farmula: Tiempo final — Tiempo de inicio

Observaciones {(precisar si hay suficiencia): SUFICIENTE

Opinién de aplicabilidad: Aplicable [ X ] Aplicable después de corregir [ ] Mo aplicable [ ]
oTioTr2022

&pellidos y nombres del juez evaluador: Ing. Msc. JOSE LUIS TUBAY VERGARA C.Co 1205414509
Especialista: Metoddlogo [ ] Tematico [ X ] Firmado digitalments

JOSE LUIS por MI5E LUIS TUBAY
Grado: Maestro [ X ] Doctor [ ] TUBAY VERGARA
o1 - e = . - Fecha: 2022.07.10

aridad: Se entiende con dificuttad algun enunclado del Rem, 26 conclso, exacto y direcio. VERGARA 1836:17 05'00°

IPertinancla: Sl el Rem perenece a la dimensian.
*Relavancla: B lkem &5 apmopdado para represantar al componenie o dimenskon especifica dal constnicin.

Hota: Suficlencla, se dice suficencla cuando los Hems planieados son suficlentss para medr [a dimension Firma del ex perto Informante



CERTIFICADO DE VALIDEZ DE CONTENIDO DEL INSTRUMENTO - EXPERTO 2

CERTIFICADO DE VALIDEZ DE CONTEMIDO DEL INSTRUMENTO
VARIABLE: ADGUISICION DE PLATAFORMAS EDUCATIVAS DE LA EMPRESA DIFUCIEN ECUADOR, 2022

N*® INDICADORES Claridad’ Pertinencia® | Relevancia® Sugerencias

Si Mo 5i Mo 5i Mo

INDICADOR, 1: TIEMPO PARA ELEGIR PLATAFORMAS PARA
ADQUISICION DE CLIENTES X X X
Famula: Tiempo final — Tiempo de nicio

2 | INDICADOR 2: TIEMPO PARA LA ELECCION DE CLIENTES
POTENCIALES PARA LA EMPRESA X X X
Formula: Tiempo final - Tiempo de inicio

3 INDICADOR 3: INDICE DE ADQUISICIONES DE PLATAFORMAS
EDUCATIVAS QUE SE REALIZAN EN UM TRIMESTRE x X x
Farmula: (Plataformas educativas adquiridas / Plataformas educativas
pendientes de adquirirse en un trimestre) * 100

4 | INDICADOR 4: TIEMPO PARA EL PROCESO DE CIERRE DE VENTAS
DE PRODUCTOS ACADEMICOS X X X
Farmula: Tiempo final — Tiempo de inicio

Observaciones {precisar si hay suficiencia): SUFICIENTE

Opinion de aplicabilidad: Aplicable [ X ] Aplicable después de corregir [ ] Mo aplicable [ ]

Apellidos y nombres del juez evaluador: PhD. OVIEDD BAYAS BYRON WLADIMIR C.C: 0314200373 Tiiorizozz
Especialista: Metodalogo [X] Tematico [ ]

Grado: Maesiro [ ] Doctor [ X ]

'Claridad: Se entiende con dficultad algun enunclade del Bem, 25 conalso, exacta y dirzcio.
fpertinancla: Sl el dem penznece 3 la dimenshan.
*Ralevancla: Bl tem es aproplado para representar al componenie o dimenslon especiica del constructa.

Mota: Suficlencia, se dice suficiencla cuando los tems planteados son suficlentss para medir [ dimension Firma del experto Informante



CERTIFICADO DE VALIDEZ DE CONTENIDO DEL INSTRUMENTO - EXPERTO 3

CERTIFICADD DE VALIDEZ DE CONTENIDO DEL INSTRUMENTO
VARIABLE: ADQUISICION DE PLATAFORMAS EDUCATIVAS DE LA EMPRESA DIFUCIEN ECUADOR, 2022

N® INDICADORES Claridad? Pertinencia® | Relevancia® Sugerencias

Si Mo Si Mo Si Mo

1 INDICADCOR 1: TIEMPO PARA ELEGIR FLATAFORMAS PARA
ADOQUISICION DE CLIENTES x X X
Famula: Tiempo final — Tiempo de micio

2 |INDICADOR 2Z: TIEMPO PARA LA ELECCIOM DE CLIENTES
POTEMCIALES PARA LA EMPRESA x X X
Formula: Tiempo final — Tiempo de micio

3 INDICADOR 3: INDICE DE ADQUISICIONES DE FLATAFORMAS
ECUCATIVAS QUE SE REALIZAN EN UM TRIMESTRE x X x
Formula: (Plataformas educatvas adquiridas | Plataformas educativas
pendientes de adguirirse &n un trimestre} * 100

4 | INDICADOR 4: TIEMPO PARA EL PROCESC DE CIERRE DE VENTAS
DE PRODUCTOS ACADEMICOS x X X
Farmula: Tiempo final — Tiempo de nicio

Observaciones (precisar si hay suficiencia): SUFICIENTE

Opinign de aplicabilidad: Aplicable [ X ] Aplicable después de corregir [ ] Mo aplicable [ ]
141072022

Apellidos y nombres del juez evaluador: Ing. Msc. ZHUMA MERA EMILIO RODRIGD C.C: 17152393193
Especialista: Metoddlogo [ ] Tematico [ X ] EMILIC :Il—acn |

g raimenie por
Grado: Maestro [ X ] Doctor [ ] ;SSEED ?‘r':,".‘;:fﬂ':“

Facha: AII2O0.15
'Claridad: Se entiende con dificultad aOn enuncladd del Rem, &8 CONSD, exarta v dinzcio. MERA T1s5sT 0500

fPeriinencla: 5| el Bem periznece a la dimenshan.
*Rabevancia: EI lem es apropiado para representar al componente o dimension especifica del constructo.

Hota: Sufislencla, se dice suficlencla cuando los Iems planteados son suficlentes para medir 13 dimenslon Firma del experto Informante



Carta de aceptacion de los resultados de la investigacion

21,07 02 E

Ing- Dmy=na Guzman Velsz

Fressnse

FMediante |z presente, s= comunica que s empresa Difucien Bosador CLA& LTDA, esta de

acuerdo con los resultados del trabajo de investizzcion “Machine Learming pars prededr
la adguisicion de plataformas sductivas de la empresa Difucien Ecuador, 20227
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Desarrollo del algoritmo de Machine Learning

Se utilizo el software RStudio para desarrollar el modelo de regresion lineal para
Machine Learning. Cargamos la base de datos que serd objeto de estudio y
realizamos un resumen de los datos (Cantidad minima, Cantidad maxima,

mediana).

Figura 5 Resumen de los datos de la base de datos.

base_de_datos <- read.csv("D:\\Dayana\\METODOLOGIA DE INVESTIGACIONY\Presentar’‘\CsvPrediccionenr.csv")
resumen <- summary(base_de_datos)
resumen

> resumen <- summary(base_de_datos)
> resumen

cantidad_de_estudiantes carreras Modalidad_virtual Presupuesto_para_adquisicidon_de_plataformas
Min. 226 Min. : 2.00 Min. :0. 0000 Min. 1 20000

1st Qu.: 27350 1st Qu.:11.75 1st Qu. :0Q. 0000 1st Qu.: 80000

Median : 7000 Median :22.50 Median :0.0000 Median :100000

Mean :11188 Mean 124,02 Mean 0. 2667 Mean :129833

3rd Qu. :13000 3rd Qu.:31.25 ird Qu. :1.0000 ird Qu. :162300

Max. :532000 Max. :63.00 Max. :1. 0000 Max. 1500000
Compré_en_algun_momento_plataformas_de_pifucien plataformas_presentadas

Min. :0.00 Min. : 3.000

1st Qu.:1.00 1st Qu.: 3.000

Median :1.00 Median : 4.000

Mean :0.95 Mean 6,317

3rd Qu.:1.00 3rd Qu.: 9.000

Max. :1.00 Max. :11. 000
cuantas_reuniones_de_presentacidn_de_productos_tuvieron_en_este_afio Cuanto_tiempo_duraron_las_reuniones
Min. :1.00 Min. :0. 000
1st Qu.:1.75 1st Qu. :1.000
Median :2.00 Median :1.000
Mean :2.05 Mean :1.483
3rd Qu.:3.00 3rd Qu.:2.000
Max. :4.00 Max. :3.000
Eligido_alguna_plataforma.si.no Plataformas. elegidas

Min. :0.00 Min. :0. 000

1st Qu.:1.00 1st Qu.:1.000

Median :1.00 Median :1.500

Mean :0.95 Mean :1.817

3rd Qu.:1.00 3rd Qu.:2.250

Max. :1.00 Max. :5.000

Fuente: Elaboracién propia.

Se realiz6 una grafica tomando en cuenta la influencia del Presupuesto en la

adquisiciéon de plataformas educativas, para ver la tendencia de compra.

Figura 6 Grafica de Presupuesto en la adquisicion de plataformas educativas.

plot(base_de_datosiPlataformas.elegidas,base_de_datosiPresupuesto_para_adquisicion_de_plataformas,main="Influ«
Fuente: Elaboracién propia.
Se realizo el algoritmo de regresion lineal para predecir la adquisicion de

plataformas educativas segun el presupuesto. Mostramos un resumen que nos

indica que el modelo tiene una precision del 32%.



Figura 7 Resultado de modelo 1 de regresion

summary(regresion)

= regresion <- Im{Plataformas.elegidas ~ Presupuesto_para_adquisicidn_de_plataformas, data=base_de_datos)
> summary{regresion)

call:
Im(formula = Plataformas.elegidas ~ Presupuesto_para_adquisicidn_de_plataformas,
data = base_de_datos)

Residuals:
Min 10 ™edian 30 Max
-2.1726 -0.5789 -0.1805 0.5914 2.6242

coefficients:

Estimate std. Error t value Pri=|t|)
(Intercept) 7.821e-01 2.304e-01 3.395 0.00125 =**
Presupuesto_para_adquisicidn_de_plataformas 7.96Be-06 1.505e-06 5.295 1.91e-06 ##*

signif. codes: © "#®%’ 0,001 ‘**' 0.01 *' 0.05 “." 0.1 * "1
Residual standard error: 0.9459 on 58 degrees of freedom

Multiple R-squared: ©0.32538, Adjusted R-squared: 0.3142
F-statistic: 28.03 on 1 and 58 DF, p-value: 1.914e-06

Fuente: Elaboracién propia.

Colocamos los valores que queremos que el algoritmo tome en cuenta para realizar
la prediccién de plataformas. Se realizaron multiples pruebas, en este caso con
valores del Presupuesto para adquisicion, la cantidad de estudiantes y carreras,
dando como resultado la prediccion de la cantidad de plataformas que podria

adquirir el cliente.
Figura 8 Resultado de la prediccion del modelo 1.

#Modelo de regresidn

data_nueva <- data.frame (Presupuesto_para_adquisicidn_de_plataformas=90000,cantidad_de_estudiantes=12354,Carreras=33)
predict(regresion,data_nueva)

> data_nueva <- data.frame (Presupuesto_para_ adquisicién_de_plataformas=90000,Cantidad_de_estudiantes=12354,Carreras=33)
> predict(regresion,data_nueva)
1

1.51561

data_nueva <- data.frame (Presupuesto_para_adquisicidén_de_plataformas=200000,Cantidad_de_estudiantes=20000,Carreras=45)
predict(regresion,data_nueva)

> data_nueva <- data.frame (Presupuesto_para_adquisicidn_de_plataformas=200000,Cantidad_de_estudiantes=20000,Carreras=45)
> predict(regresion,data_nueva)
1

2. 381828

data_nueva <- data.frame (Presupuesto_para_adquisicion_de_plataformas=400000,cantidad_de_estudiantes=16000,Carreras=60)
predict(regresion,data_nueva)

Fuente: Elaboracién propia.



El segundo modelo realizado fue el de prediccion de las plataformas que van a elegir
los clientes, se cargaron los datos de la base y las variables que se ayudaran en la
prediccion. El modelo tiene un 73% de confiabilidad, lo que nos quiere decir que es

un buen modelo.
Figura 9 Resumen del segundo modelo de prediccién.

base_de_datos <- read.csv{"D:%\\Dayana‘\METODOLOGIA DE INVESTIGACION““Presentar’‘\CsvPrediccionenr-vl.2.csv")

resumen <- summary(base_de_datos)

resumen

plot(base_de_datosirlataformas. elegidas,base_de_datosiPresupuesto_para_adquisicidén_de_plataformas,main="Influencia del

regresion =- Tm(Plataformas.elegidas ~ Presupuesto_para_adquisicién_de_plataformas :Cantidad_de_estudiantes + Carreras,
summary (regresion)

#vodelo de regresion

data_nueva <- data.frame (Presupuesto_para_adquisicidn_de_plataformas=50000,Cantidad_de_estudiantes=20000,Carreras=35)
predict(regresion,data_nuewva)

> summary(regresion)

call:
Tm{formula = Plataformas. elegidas ~ Presupuesto_para_adquisicidn_de_plataformas +
Cantidad_de_estudiantes + Carreras, data = base_de_datos)

rResiduals:
Min 10 Med

i 30 M A
-8.184 -2.908 -1.7

an
79 1.655 16.532

Coefficients:

Estimate std. Error t wvalue pPr{=|t]|)
(Intercept) 2.035e+00 1.084e+00 1.B877 0.0632
Presupuesto_para_adquisicidon_de_plataformas 1.370e-05 5.285e-06 2.592 Q.0109 *
Cantidad_de_estudiantes 1.017e-07 3.765e-06 0.027 0.9785
carreras 9.01%9e-03 3.537e-02 Q. 255 0. 7992
Signif. codes: Q0 f®®%T Q. 0O01L ‘¥*%° Q.01 **' Q.03 ‘. 0.1 ° " 1

rResidual standard error: 4.887 on 108 degrees of freedom

(1 observation deleted due to missingness)
Multiple R-squared: 0.07322, Adjusted R-squared: 0.04747
F-statistic: 2.844 on 3 and 108 DF, p-value: 0.04113

Fuente: Elaboracién propia.

A continuacién, se muestran algunas de las pruebas realizadas para la prediccion.
Figura 10 Resultados de las pruebas del segundo modelo.

> data_nueva «- data.frame (Presupuesto_para_adquisicidn_de_plataformas=50000,cantidad_de_estudiantes=20000,Carreras=3
5)
= predict(regresion,data_nueva)

1

3.037519

> data_nueva <- data.frame (Presupuesto_para_adquisicién_de_plataformas=200000,Cantidad_de_estudiantes=50000,Carreras=6
0)

> predict(regresion,data_nueva)
1

5.321049

=

= data_nueva <- data.frame (Presupuesto_para_adquisicion_de_plataformas=100000,cantidad_de_estudiantes=30000,Carreras=45)
= predict(regresion,data_nueva)
1

3.813728
Fuente: Elaboracién propia.



El tercer modelo fue para predecir clientes potenciales, se colocaron las variables,
entre ellas la plataforma que elegiria el cliente. En el resumen del modelo nos indica

que tiene una confiabilidad del 100%, es decir, es un buen modelo.
Figura 11 Resumen del tercer modelo de prediccion.

regresion <- Im(cliente ~ cantidad_de_estudiantes + carreras + Modalidad_virtual + Compré_en_algin_momento_plataformas_de pifucien + Plataformas_presentadas,
summary(regresion)

> oreyresrorn <- Ime T TErLe ~ Ldneigdu_ge_g5Luuidrices + Ldrrerds + Moud |l Tadau_virLudl + CUmpro_gri_d
a=hase_de_datos)
> summary (regresion)

call:

Tm{formula = Cliente ~ Cantidad_de_estudiantes + Carreras + Modalidad_wvirtual +
Compro_en_algun_momento_plataformas_de_bDifucien + Plataformas_presentadas,
data = base_de_datos)

Residuals:
Min 10 ™Median 3qQ Max
-33.093 -12.569 -1.369 13.076 40,277

Coefficients:
Estimate std. Error t value Pri=|t|)

(Intercept) 1.833e+01 1.051e+01 1.744 0. 0840
Ccantidad_de_estudiantes 6.157e-06 1.275e-05 0.483 0.6301
carreras 2.134e-01 1.286e-01 1.660 0.0999 .
modalidad_virtual 1.174e+01 1.974e-03 5945, 542 <2e-1@ www
Comprd_en_algun_momento_plataformas_de_Difucien 1.095e+01 9.734e+00 1.125 0.2631
Plataformas_presentadas -1.288e+00 5.543e-01 -2.323 0.0221 *
Signif. codes: Q "t 0,001 f®=° 0.01 **' 0.05 ‘." 0.1 ° " 1

Residual standard error: 16.49 on 106 degrees of freedom

(1 observation deleted due to missingness)
Multiple R-squared: 1, Adjusted R-squared: 1
F-statistic: 2.513e+08 on 5 and 106 DF, p-value: < 2.2e-16

Fuente: Elaboracién propia.

En la siguiente imagen se muestran los resultados de las pruebas predictivas.

Figura 12 Resultado de la prediccién del tercer modelo.

data_nueva <- data.frame (cantidad_de_estudiantes=60000,carreras=55,Modalidad_virtual=1,compré_en_algin_momento_plataformas_de_bpifucien=1,plataformas_presenta
predict(regresion,data_nueva)

> data_nueva <- data.frame (Cantidad_de_estudiantes=60000,Carreras=55,Modalidad_virtual=1,Comprd_en_algin_momento_plataformas_de_pifucien=1,prlataformas_presentadas=
> predict(regresion,data_nueva)
1

49.26605

> data_nueva <- data.frame (Cantidad_de_estudiantes=20000,Carreras=25,Modalidad_virtual=1,Compré_en_algin_momento_plataformas_de_pifucien=0,plataformas_presentadas=
5
> predict(regresion,data_nueva)

29.09083

> data_nueva <- data.frame (Cantidad_de_estudiantes=45000,Carreras=40,Modalidad_virtual=0,Compré_en_algin_momento_plataformas_de_pifucien=1,plataformas_presentadas=
3
> predict(regresion, data_nueva)

1

34.23543

> data_nueva <- data.frame (Cantidad_de estudiantes=15000,Carreras=12,Modalidad_virtual=0,Compro_en_algan_momento_plataformas_de Difucien=0,Plataformas_presentadas=
4
> predict(regresion,data_nueva)

1

15.83624

Fuente: Elaboracién propia.



A continuacion, se encuentra el formulario elaborado en R que muestra el proceso

y resultados de los modelos de prediccion.

Figura 13 Formulario con resultados de la prediccién parte 1.

Reporte de prediccion de adquisicion de plataformas
de la empresa Difucien Ecuador

Dayana Guzman

Regresién lineal Prediccién de la Cantidad de plataformas que
puede adquirir

base_de datos <- read.csv ("D:\\Dayana'\METODOLOGIL DE INVESTIGACION“\Presentar‘\CSVPrediccionenR.csv")

resumen <- summary{base de datos)

resumen
## Cantidad de estudiantes Carreras Modalidad virtusl
£ Min. : 2.00 o
1lst 1
Median :22.5
Mean 24.02
3rd Qu.:31.25 3rd Qu.:1.0000
Max. 163.00 Max. :1.0000

#% Min. :0.00 Min.
## 1=t Qu.:1.00 1st Qu.
#% Median :1.00 Madian
X Maan = G5 MMazn

"Influencia del presupuesto en la adguisicién de plataformas™, xlab= "Plataformas elegidas™,

Influencia del presupuesto en la adquisicion de plataformas

Presupuesto

1e+05 2e+05 3e+05 4e+05 5e+05
I

Plataformas elegidas



Figura 14 Formulario con resultados de la prediccion parte 2.

Modelo de regresion lineal

regresion <- lm(Plataformas.elegidas ~ Presupuestc para adguisicion de plataformas +Cantidad de estudiantes + Car
reras, data=base_de_datos)

summary {regresion)

i

## Call:

## lm(formula = Plataformas.elegidas ~ Fresupuestc_pars adgul ion_de_plataformas +
3% Cantidad de_ estudiantes + Carreras, data = base_de_datos)
i

## Residuals:

3 Min 10 Median 3Q Max

$#% -2.0608 -0.5087 -0.1869 0.5384 2.6393

i

EE ients:

Std. Error t wvalue
2.7

i3
£% (Intercept)

3 Presupuestc_para adguisicicon de plataformas 1. 4,848
## Cantidad de estudiantes 1. 5
## Carreras 1.

3 Pri>|t]|)

#%# (Intercept) 0.00615 **

3% Presupuest:_para_aciquisicicn_:ie_p'_atafo::nas 1.03e-05 #*%*

## Cantidad de estudiantes 0.60825

i LT9617

-

## Signif. codes: 0 "***' 0,001 '*%' 0.01 '*' 0.05 '.' 0.1 ' ' 1
##

#%# Residual standard error: 0.9604 on 56 degrees of freed

#% Multiple B-sguarsd: 0.329%1, Adjusted R-sguared: 0.
## F-statistic

%.157 on 3 and 56 DF, p-value:



Figura 15 Formulario con resultados de la prediccion parte 3.

0,Cantidad de estudiantes=1&0

data nueva <- data.frame (Presupuesto_para adguisicion de_platafcrmas=

as=e&0)

predict (regresion, data_nueva)

base_de datos <- read.csv("D
resumen <- summary(case_de datos

resumen
12 Clie Cantidad de_ estudiantes Carreras HMod dad_virtual
#% Min. 1 Min. H 1z Min. Min. H 0.0
#% 1st Qu.: 15 1st Qu.: 3 1st Qu.: 1st Qu.: 0.0
#%# Median 26  Median ] Median :2 Median : 0.0
$% Mean 5262  Mean 23 Mean 25.%232  Mean v 448.8
#%  3rd Qu.: 42 3rd Qu.: 13 3rd Qu.:31.25 3rd Qu.: 0.0
#% Max. 587000 Max. 1312 Max. §3.00 Max. :50000.0
$% Ni's H Ha's =1 MA's 1 Aa's =1
3 Fresupuestc_para adguisicion_de plataformas
## Min. : 1
## 1st Qu.:100000
$% Median :130000
#% Mean 1138984
## 3rd Qu.:200000
#%  Max. 500000
$% NR's 11
3 Compre_en_slgun momento plataformas_de Difucien Plataformas presentadas

0 Min. : 3.000

1st Qu 3.000

resupusstc pars adguisici
5", xlab= "P1

Influencia del presupuesto en la adquisicion de plataformas

— o o
w
(=)
+ -
L]
=
pe]
[ - [s] =] =]
[
3
%10 [s] [s]
oo
E.&—/o o
o8 | == —
o o
— o
o o
e
= o
= o
2
o I I 1 1 1
0 5 10 15 20

Plataformas elegidas



Figura 16 Formulario con resultados de la prediccion parte 4.

data nueva <- data.frame (Presupuesto_para adguisicion de plataformas=350000,Cantidad de es=studiantes=é&

as=55)

0,Carrer

predict (regresion,data_nuewva)

Regresion lineal Prediccion de clientes potenciales

regresicn <- lm(Cliente ~ Cantidad de estudiantes + Carreras + Modalidad wirtual + Compro en algun momentc plataf
ormas_de Difucien + Plataformas_presentadas, data=base_de datos)
summary (regresion)

##

## Call:

## lm(fcrmula = Cliente ~ Cantidad de estudiantes + Carreras + Mcdalidad wirtual +
3 formas_de_ Difucien + Plataformas presentadas,
##

##

## Residuals:

## Min 12 Median 3Q Max

## -33.083 -12.5€%2 -1.3e68 13.078 20.277

##

#% Coefficients:

## Estimate Std.

## (Intercept) 1.833e+01 1.0

## Cantidad de estudiantes 6.157e-06 1.2

#%# Carreras 2.134e-01 1.2

## Modalidad wirtual 1.174e+01 1.9

## Compro_en algun momento_platafcormas de Difucien 1.085e+01 2.7

## Plataformas_presentadas —-1.288e+00 5.5

zz [P

regresion <- lm(Plataformas.elegidas ~ Presupuestc para adguisicion de plataformas +Cantidad_de_estudiantes + Car
reras, data=pase_de datcos)
summary {regresio

= Plataformas.elegidas ~ Presupuestc para adguisicion de plataformas +

Cantidad de_ estudiantes + Carreras, data = base_de_datos)
##

## Residuals:

= 30 Max

1.639 16.4921

Estimate
-087e+00
Presupuesto_para adguisicion_de_plataformas 1.354e-05

)

{Intercept)

Cantidad de estudiantes

w0

Carreras g

{Intercept) .
Presupuestc_para adguisicion_de_plataformas *
tidad_de estudiantes
rreras
Signif. codes: O "®**' 0,001 "**' Q.01 '*' Q.05 '." ©0.1 ' " 1

Reszidual standard errcr: 4.907 cn 107 degrees of freed

5]
=

(2 cbservations deleted due toc & ness)

Multiple R-sguared: 0.070489, Adjusted B-sguared: 0.04442

F-statistic: 2.705 on 3 and 107 DF, p-value: 0.04%06



Figura 17 Formulario con resultados de la prediccion parte 5.

$H Pr(>|t
£%# (Intercept) 0.0840
## Cantidad de estudiantes

i

## Modalidad wvirtual

eras

## Compro __algun_pnmen:o_plataf:rmas_de_jifucien

## Plataformas presentadas

$# -
#% 51 codes: 0 '**¥ 0. TH®' 001 "H' 0.05 'L 0.1 ' 'l
12

## Residual standard errcr: 16.4% con 106 degrees of freedom

3% (1 cbservaticn deleted due to missingness)

#% Multiple R-sguared: 1, ARdjusted B-sgquared:

513e+0E8 on 5 and 106 DF, p-value: < 2.2=-18

## F-statistic

data nueva <- data.frame (Cantidad de estudiantes=15 1, Carreras=12,Mcdalidad virtual=0,Comprce en algun momento_p

lataformas_de Difucien=0,Plataformas presentadas=3, Plataformas elegidas=13)

predict (regresion, data_nuewva)

i 1
#% 17.12411
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