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Resumen

La investigacion aporta al objetivo 9 del desarrollo sostenible (ODS) porque
esta orientado en fortalecer la innovacion en las capacidades tecnolégicas. En ese
sentido se aplicd machine learning para predecir la demanda del limén en el mercado
mayorista de Lima y se determiné el desempefio de los modelos con las métricas
RMSE y MSE. El tipo de investigacion fue aplicada, con un disefio preexperimental y
tuvo un enfoque cuantitativo, la poblacion de estudio estuvo conformado por 1247
registros correspondientes a los ingresos diarios del limén al mercado mayorista de
Lima, obtenidos de la pagina del MIDAGRI. Para el desarrollo se emple6 el marco de
trabajo Knowledge Discovery in Databases (KDD). Se desarrollé6 modelos predictivos
con LSTM y Prophet, dado que se obtuvieron resultados MSE de 0.0169 y 149.31
respectivamente, se concluye que dichos modelos son idéneos para pronosticar la

demanda del limoén.

Palabras clave: Prevision, series temporales, demanda.



Abstract

The research contributes to goal 9 of sustainable development (SDG) because
it is aimed at strengthening innovation in technological capabilities. In this sense,
machine learning was applied to predict the demand for lemon in the Lima wholesale
market and the performance of the models was determined with the RMSE and MSE
metrics. The type of research was applied, with a pre-experimental design and had a
guantitative approach, the study population was made up of 1247 records
corresponding to the daily income of lemon to the wholesale market of Lima, obtained
from the MIDAGRI website. The Knowledge Discovery in Databases (KDD) framework
was used for development. Predictive models were developed with LSTM and
Prophet, given that MSE results of 0.0169 and 149.31 respectively were obtained, it

is concluded that these models are suitable for forecasting lemon demand.

Keywords: Forecasting, time series, demand.



INTRODUCCION

Actualmente los mercados mayoristas de alimentos (MMA) son importantes
para el sistema de comercializacion, segun la FAO y FLAMA (2022) en América
Latina y El Caribe existen alrededor de 300 mercados que permiten garantizar el
suministro de alimentos para los consumidores finales y son parte importante en la
cadena de suministro, ya que establecen estandares de calidad y precio (p. 1). Uno
de los factores importantes para determinar el precio de un producto es la demanda.
En ese contexto, los prondsticos se mantienen a la vanguardia, especialmente en la
cadena de suministro donde las predicciones pueden generar impactos significativos
(Nasseri, Falatouri, Brandtner y Darbanian, 2023, p. 1). Segun Hoyo (2019) la
demanda es la cantidad de productos que las personas estan dispuestas a adquirir y
tiene principalmente una dependencia con el precio (p. 16). Asimismo, La Bella (2016)
sefiala que el precio de un producto esta en relacion a la oferta y la demanda (p. 5).
Es decir, si la cantidad de productos en el mercado no cubre la demanda, el precio
de los mismos tiende a incrementar, debido a que se genera una escasez, por el
contrario, si existe mayor cantidad de productos que personas interesadas en su

compra, el precio tiende a bajar.

A nivel internacional se evidencia desequilibrios entre la cantidad de produccion y
consumo, una publicacion realizada por la BBC (2023) menciond que, en Filipinas,
las cebollas se han convertido en un producto de lujo, los precios alcanzaron los
US$11, mientras que un pollo entero cuesta US$4, siendo esta cifra incluso mas
elevada que el salario minimo de los filipinos, que se sitda en torno a los US$9. En
Paraguay, el periodico La Nacién (2021) detall6 que, debido a la escasez de tomates
los precios se incrementaron de G. 5.000 hasta G. 15.000 por kilo, también mencioné

gue la produccion nacional del pais paraguayo ya no cubre la demanda local.

A nivel nacional la revista digital de la cAmara de comercio de Lima (2023) indic6 que
la escasez de la produccién de limones en los principales departamentos productores
como son; Loreto, Tumbes, Ucayali, Piura y Lambayeque ha generado un alza de los
precios de hasta un 500 % en el mes de setiembre, los precios del limén sutil en los
mercados minoristas, oscilaban entre S/ 17.00 el kilo en bolsa 'y S/ 17.70 el kilo en
cajon, lo que es significativo en comparacion a los precios iniciales de S/ 5.20y S/

5.50 por kilo, respectivamente.



En Lima, el Ministerio de Desarrollo Agrario y Riego (MIDAGRI) reportd que el precio
por cada kilo de limon alcanz6 los S/ 12.39 en el Gran Mercado Mayorista de Lima,
triplicando su valor en un periodo de 30 dias, dado que el precio inicial era de
S/4.67(Garcia, 2023, pérr. 2). En ese sentido EI Comercio (2023) inform6 que, ante
dicha situacion, existen propuestas que se discutiran en el consejo de ministros,
dentro de los cuales destaca el incremento de la importacion e incentivos para una
mayor produccion. Con ello se evidencia la necesidad de generar propuestas que
permitan contribuir en la solucién para hacer frente a la problematica que se viene
atravesando en el pais y que afecta en gran manera la economia de todos los

peruanos.

Ante el contexto descrito se formulo el siguiente problema general: ¢ Cémo un modelo
de machine learning permitira predecir la demanda del limén en el mercado mayorista
de Lima?, como problemas especificos: ¢en qué medida el error cuadratico medio
permitira medir el desempefio de los modelos de machine learning en la prediccion
de la demanda del limoén en el mercado mayorista de Lima? y ¢en qué medida la raiz
del error cuadratico medio permitira medir el desempeiio de los modelos de machine

learning en la prediccion de la demanda del limén en el mercado mayorista de Lima?.

El estudio tuvo justificacion practica, porque esta orientado a encontrar un modelo de
prondstico de la demanda de los ingresos del limén al mercado mayorista de Lima,
aplicando machine learning, asimismo, los conocimientos plasmados pueden ser de
utilidad en estudios de prondsticos de demanda de diversos productos
agroalimentarios. Al respecto Hernandez y Mendoza (2018) sefialan que la
justificacion practica ayuda a resolver problemas reales con el desarrollo de sistemas
o tecnologias que permitan mejorar la calidad de la vida de las personas y tiene
implicaciones importantes para una serie de problemas practicos (p. 45). Referente a
la justificacion tedrica los mismos autores hacen mencion que, la informacion que se
obtenga puede servir para revisar, apoyar, desarrollar o probar una teoria, también
ofrece la posibilidad de la exploracion fructifera de algin fenémeno o ambiente. En
ese sentido la informacién del estudio permite ampliar el conocimiento en el &mbito
de predicciones de series temporales utilizando herramientas de inteligencia artificial
y los aportes pueden ser utilizados como base tedrica en futuras investigaciones.

También se justifica de manera social, porque se busca contribuir a la toma de
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decisiones anticipadas para evitar o reducir el impacto negativo del
desabastecimiento del limon, con ello contribuir principalmente a los involucrados en

la compra y venta del limon en el mercado mayorista de Lima.

Por lo explicado se plantea el siguiente objetivo general: aplicar machine learning para
predecir la demanda del limén en el mercado mayorista de Lima. Como objetivos
especificos: determinar el error cuadratico medio para establecer el desempefio de
los modelos de machine learning en la prediccion de la demanda del limén en el
mercado mayorista de Lima y determinar la raiz del error cuadratico medio para
establecer el desempefio de los modelos de machine learning en la prediccién de la

demanda del limon en el mercado mayorista de Lima.

En ese sentido, para el desarrollo del estudio se ha consultado diferentes
fuentes que han proporcionado informacion sobre trabajos previos, a continuacion, se

detalla los antecedentes nacionales.

Almeyda (2022) en su tesis doctoral “Prondstico de la demanda internacional del
banano organico de Peru usando algoritmos de machine learning”, tuvo como objetivo
principal; estudiar el modelado y el prondstico de series de tiempo para predecir la
demanda internacional del banano organico de Pera utlizando algoritmos de
aprendizaje automatico. En el desarrollo del trabajo se utilizd algoritmos de
aprendizaje supervisado, tales como: RNN2, MLP1l, GRU4 y LSTM3, para el
entrenamiento de los algoritmos se utilizaron datos mensuales de exportacion de los
afios 2001 al 2020, recolectados del portal Aduanet-Sunat. Como resultado se obtuvo
gue los modelos desarrollados con el algoritmo RNN tuvieron menos errores en los
pronosticos (MSE: 0.000147, MAE: 0.02885, RMSE: 0.03838 y MAPE: 2.88516). Se
concluye que el modelado con redes neuronales recurrentes tiene mayor precision
para pronosticar la demanda internacional del banano. Asimismo; Guerrero y
Renteros (2022) en su tesis, plantearon como objetivo general; pronosticar la
demanda eléctrica de los edificios de la facultad de derecho y edificio E de la
universidad de Piura, utilizando las redes neuronales LSTM y TCN, se desarrollaron
cuatro casos por modelo, los datos utilizados estuvieron conformados por la demanda

eléctrica de marzo de 2019 hasta febrero de 2020. Para la validacién de los modelos



se utilizd las métricas RMSE, MAE y MAPE, los modelos desarrollados con LSTM
obtuvieron un resultado de tiempo medio de 5.92 segundos por época y 10.4% de
MAPE en comparacién al modelo TCN con un tiempo medio de 4.54 segundosy 8.4%
respectivamente, por lo tanto, se concluyé que TCN fue ligeramente superior en la
velocidad de entrenamiento y precision. De manera similar; Larico (2022) en su
trabajo de investigacion, tuvo como objetivo principal implementar un modelo para
pronosticar la demanda de energia eléctrica en la empresa Electro Puno S.A.A
basado en redes neuronales recurrentes. La investigacion fue de tipo no experimental,
con un enfoque cuantitativo. Se emple6 el modelo LSTM con las arquitecturas simple,
apilado y bidireccional, para el entrenamiento del modelo se utilizaron los registros de
la demanda de energia eléctrica desde el afio 2018 al 2020 con periodos de cada 30
minutos, haciendo un total de 52608 registros. Se utilizo las métricas MAPE y MSE
para comparar y calcular el error de los modelos, dentro de los resultados se
menciona que el modelo RNN LSTM bidireccional realiza un mejor pronadstico, sin
embargo, el tiempo de entrenamiento es mas tardado, por otro lado, el tiempo de
entrenamiento del modelo LSTM apilado es menor que el bidireccional. EI autor
concluye que la implementacion del modelo predictivo basado en las redes
neuronales recurrentes LSTM tuvo un 97.18% de exactitud y se demostré que dicho
modelo logra realizar predicciones a corto, mediano y largo plazo, al tener Gnicamente
8 meses de datos, no se logré verificar la eficiencia del modelo a largo plazo

(predicciones de un afio a mas).

A nivel internacional; Hao, Caminola y Castelletti (2022) en su estudio compararon el
rendimiento de diferentes modelos de machine learning en el prondstico de la
demanda de agua a corto y largo plazo en Milan, para ello utilizaron; LSTM, LightGBM,
SVR, ANN, ARIMA se utilizaron datos del registro de suministro de agua de una
empresa de Milan, desde el 1 de enero de 2017 hasta el 31 de diciembre de 2019
(1095 registros). Los resultados obtenidos demuestran que los modelos en base a
WA-ANN obtuvieron un RSME: 2.556 (predicciones de 1 dia) y para predicciones de
7 dias los modelos WA-LSTM obtuvieron un RMSE: 18.374. Los autores concluyeron
gue para la prediccion UWD con 1 dia de anticipacion, el modelo ANN es robusto y
confiable tanto en configuracién sin wavelet como con waveletz, mientras que, para
la prediccion con 7 dias de anticipacion WA-LSTM tuvo un rendimiento significativo

sobre todos los demas modelos con un R2 de 0.9. Asimismo; Yohannes, Qu y
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Drummond (2020) en su articulo titulado “Prediccion del rendimiento de los arandanos
silvestres mediante una combinacién de simulacion por computadora y algoritmos de
aprendizaje automatico”. Tuvo como objetivo desarrollar un modelo predictivo con la
ayuda de simulacién por computadora y modelos de machine learning. Para el estudio
se analiz6 cuatro algoritmos de aprendizaje automatico: regresion lineal maltiple, arbol
de decision mejorado y algoritmos de aumento de gradiente extremo. Los datos de
entrada fueron generados a partir de un modelo de simulacién de polinizacién de

arandanos silvestres en Maine y las zonas maritimas de Canada. Para comparar los

modelos se utilizé el coeficiente de determinacion (R?), error cuadratico medio (MSE),
error cuadratico medio relativo (RMSE) y error absoluto medio (MAE). Como
resultados del estudio se detalla que los modelos de prediccion fueron relativamente
altos pero variados, donde Extreme Gradient Boosting (R2=0.938) obtuvo mayor
precision y regresion lineal fue el modelo que mostré menor precision (R2=0.776). El
estudio concluye que el rendimiento de los cultivos se puede pronosticar de manera
efectiva utilizando datos generados con un modelo de simulacion validado,
especialmente cuando la recopilacion de estos es altamente costoso o dificiles de
obtener. Mientras que; Sabas, Silas, Mbalawuata y Judith (2023) en su estudio “Series
temporales y modelos conjuntos para pronosticar el rendimiento del cultivo de banano
en Tanzania, considerando los efectos del cambio climatico”. Tuvieron como objetivo
utilizar modelos conjuntos y series de tiempo para pronosticar el rendimiento de los
cultivos del banano en Tanzania, centrdndose especificamente en los efectos del
cambio climatico. Se utilizé los modelos ARIMA estacional con variables exdgenas
(SARIMAX), espacio de estados (SS) y la red LSTM. Se utilizé variables climaticas y
datos historicos del rendimiento del banano de los afios 1961 al 2020, donde el 80%
se emplearon para el entrenamiento y lo restante para evaluar los resultados
predichos. El modelo que obtuvo mejor rendimiento fue LSTM (R2= 0.9013) por el
contrario el modelo SARIMAX obtuvo un valor de R2=0.1825, lo que significa que
tiene el peor desempefio entre todos los modelos. Los autores concluyen
mencionando que; el uso de técnicas de andlisis de series temporales como
SARIMAX, State Space y LSTM permiten identificar tendencias y patrones en
conjuntos de datos histéricos. En tanto; Vera, Pereira y Figueira (2022) en su articulo
“‘Reducir el desperdicio del pescado fresco y garantizar la disponibilidad: prevision de

la demanda utilizando datos censurados y aprendizaje automatico” tuvo como objetivo



principal proponer y probar diferentes modelos para predecir la demanda diaria del
pescado fresco. Se utilizé diversos modelos de aprendizaje automatico, como: redes
de memoria a largo y corto plazo, redes neuronales Feedfordward, regresion de
vectores de soporte, random forest y el modelo estadistico Holt-Winters. Los datos
gue se utilizaron fueron considerados desde el 1 de setiembre de 2017 y el 22 de
octubre de 2019 correspondientes a una tienda representativa de una gran empresa
minorista. Los resultados obtenidos evidenciaron que los modelos de aprendizaje
automatico proporcionaron pronésticos con mejor precisibn en comparacién a los
modelos de referencia y al modelo estadistico Holt-Winters. El modelo LSTM fue en
general el que demostr6 mayor rendimiento de pronéstico (RMSE=27.82,
MAE=20.63, MPE=17.86 y MNE=21.82). Los autores concluyeron que la metodologia
propuesta permitira a los minoristas evitar situaciones de exceso y en consecuencia
el desperdicio del pescado fresco, también lograran prevenir la demanda no
aprovechada, garantizando niveles altos de satisfaccion. Por otro lado, los autores
Chuwang y Chen (2022) en su articulo, plantearon como objetivo pronosticar la
demanda diaria y semanal de pasajeros para estaciones de transporte ferroviario
urbano utilizando enfoques de modelado de series temporales. Los datos empleados
correspondieron a los histéricos del registro de pasajeros comprendidos desde el 1
de enero de 2021 hasta 31 de diciembre de 2021 (observaciones en horas). En los
resultados se obtuvo valores de: RMSE: 683.96 (Prophet) y RMSE: 1346.90
(SARIMA). EIl estudio concluyoé que, Prophet muestra mejores resultados en los
prondsticos diarios, sin embargo, el modelo Box-Jenkins muestra superioridad sobre
Prophet en el modelado de series temporales semanales. Por su parte los autores
Guo, Fang, Zhao y Wang (2021) en su articulo, propusieron un enfoque hibrido que
integra los modelos Prophet y SVR para pronosticar datos estacionales en la industria
manufacturera. También se utilizé Holt Winters, SARIMA, Prophet, LSTM, SVR,
Sarima-SVR y Holt Winters-SVR, los datos estuvieron conformados por el registro
mensual de ventas de un producto desde enero de 2011 hasta diciembre de 2019.
Los resultados en términos MAPE demostraron que el modelo con mejor rendimiento
fue Prophet (MAPE: 9.58%) en segundo lugar RVS (MAPE: 11.82%) y en tercer lugar
LSTM (MAPE: 11.85%). Se concluy6 que el modelo propuesto Prophet-SVR supera
a los otros modelos en la prediccion de series temporales que presentan
estacionalidad. Finalmente, Woong y Seok (2020) en su articulo titulado “Prondstico

de series temporales de volumenes de ventas de productos agricolas basado en
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memoria estacional a largo plazo”. Desarrollaron los modelos empleando autoarima,
Prophet, LSTM y SLSTM, el conjunto de datos empleados en el desarrollo estuvo
conformado por el volumen de ventas de aproximadamente 3000 articulos
pertenecientes a una tienda minorista de alimentos en Corea del Sur. En la prediccion
del producto cebolla galesa el valor NMAE de los modelos fueron: SLSTM: 0.18,
LSTM: 0.26, Prophet: 0.33 y autoarima: 0.32. Los autores concluyeron que, en general
el modelo SLSTM obtuvo mayor precision en comparacion a los otros modelos.

Con respecto a los conceptos utilizados, es importante comprender las

siguientes teorias:

Iniciamos definiendo el concepto de inteligencia artificial. Segun Elbasi et al. (2023)
La inteligencia artificial (I1A) tiene gran importancia en el campo de la informatica,
permite que las maquinas mediante algoritmos, logren analizar, comprender y
aprender de los datos (p. 174). También se podria decir que la IA permite que las
maquinas puedan realizar tareas especificas de manera que no se necesite la
intervencion del ser humano, con capacidad de ejecucion rapida y precisa. Dentro de

las ramas que comprenden la inteligencia artificial, se encuentra el machine learning.

Arthur Samuel (1959) definié por primera vez el concepto de machine learning como
“El campo de estudio que otorga a las computadoras la capacidad de aprender sin
ser programadas explicitamente”. Segun Mahadevkar et al. (2022) machine learning
es un tipo de inteligencia artificial que entrena a las maquinas para que logren pensar
como humanos, de modo que, con una minima intervencién logren analizar datos y
detectar tendencias (p. 1). En ese sentido Al Miaari y Ali (2023) sefialan que el ML se
puede clasificar en: aprendizaje supervisado, aprendizaje no supervisado y
aprendizaje por refuerzo (p. 29). De lo mencionado se concluye que el machine
learning permite la creacion de sistemas con capacidad de analizar, aprender y
realizar predicciones a partir del comportamiento de los datos, por ejemplo, en una
empresa que brinda servicios de telefonia se podria utilizar para predecir la cantidad
de clientes que se dara de baja a finales de afio, para ello se utilizaria los datos de
los clientes como; planes, cantidad de llamadas realizadas en un periodo de tiempo,
consumo de datos, antigledad y con el resultado que se obtenga de la prediccién, la

empresa podria tomar medidas para reducir y anticipar cierta cantidad de bajas.



Segun Al Miaari y Ali (2023) en el aprendizaje supervisado el modelo es entrenado
utilizando un conjunto de datos etiquetados para predecir el resultado (p. 4). Para que
el algoritmo pueda aprender se le muestra ejemplos con el resultado que se desea
obtener, a tal punto que el algoritmo adquiere la capacidad de deducir y calcular el
resultado de un nuevo valor, por ejemplo; para un valor 3 el resultado es 6, para un
valor 6 el resultado es 9, para un valor 9 el resultado es 12, para el valor 12 ¢ .cual es
el resultado?, en este punto el algoritmo dira que es 15, porque con el entrenamiento
aprendio que la relacion existente entre la variable de entrada y la variable de salida

es incrementar tres veces el valor de la entrada.

Por otro lado, los autores Pugliese, Regondi y Marini (2021) sefalan que en el
aprendizaje no supervisado se separa de manera Optima las muestras en diferentes
clases basandose Unicamente en las caracteristicas de los datos de entrenamiento,
sin las etiquetas correspondientes y sin interferencia humana (p. 21). En este caso es
necesario proporcionar los datos de entrada (no es necesario indicarle los resultados),
es no supervisado porque su entrenamiento se realiza con la finalidad de descubrir
nuevos patrones, dentro de este tipo de algoritmos se encuentra la técnica de
clustering, que permite agrupar un conjunto de datos en funcidon a patrones de
similitud, por ejemplo, en; conjunto de vegetales, conjunto de snacks, tipos de
clientes, conjunto de medios de transporte segun su tipo, etc. Sin embargo, la principal
dificultad es que el algoritmo no tiene un ejemplo de salida con el que comparar y
determinar si estd actuando correctamente, por el contrario, permite explorar e

identificar patrones que a simple vista pueden no ser evidentes.

En el aprendizaje por refuerzo el algoritmo también llamado “agente”, actua y predice
las caracteristicas de un paso futuro basandose en caracteristicas pasadas y
presentes, y se asigna una recompensa o penalizacion sobre la base de la prediccion
(Pugliese et al., 2021, p. 21). Tiene como objetivo el desarrollo de un agente
inteligente (sistema), estd compuesto por el entorno, el estado, la accion y la
recompensa, por ejemplo, en un juego de ajedrez; el entorno seria la tabla de ajedrez
gue contiene a dos oponentes, el estado seria entender los movimientos del
oponente, las acciones se dan cuando dependiendo del estado el agente mueve las
fichas en el tablero y la recompensa es el premio o penalizacidén que el agente recibira

segun gane o pierda el juego.



Dado que, para el desarrollo del presente trabajo se empled datos de los ingresos del
limén al mercado mayorista de Lima. Moraffah et al. (2021) refiere que la serie
temporal es una secuencia de datos reales recopilados a lo largo del tiempo (p. 2).
Para Tomazelli y Souza (2023) es una secuencia ordenada y finita de numeros
medidos en tiempos equiespaciados y observados en el tiempo (p. 3). Como ejemplo
seria el volumen de compras diarias de un producto, como el limon, donde la
observacion podria ser la cantidad (UND/Kg.) de limones comprados cada dia,
durante 12 meses. Por otro lado, Meneses (2019) sefiala que una serie de tiempo es
la secuencia de N observaciones ordenadas de forma cronoldgica sobre una
caracteristica o0 varias caracteristicas (serie univariante o serie multivariante)

respectivamente (p. 25).

Las series de tiempo estan conformadas por componentes, lo que facilita entender su
comportamiento, Segun Hyndman y Athanasopoulos (2021) existen tres patrones:
tendencia, estacionalidad y ciclico (p. 14). Para realizar el analisis de una serie
temporal es necesario descubrir el patron o comportamiento que tiene un conjunto de

datos con relacién al tiempo, a continuacion, se detalla.

Tabla 1

Componentes de las series temporales

Componente Concepto Ejemplo
Australian quarterly electricity production
Existe una tendencia cuando hay un 50000 -
incremento o disminucion de los datos
Tendencia durante un largo plazo, no tiene por qué ser 00

lineal, podria pasar de una tendencia
creciente a una tendencia decreciente.

' ' '
1960 Q1 1980 01 2000 1

Quarter [1Q]

Sales of new one-family houses, USA

El modelo estacional se presenta cuando la
serie temporal es afectada por causas
estacionales como el dia de la semana o la
temporada del afio, |la estacionalidad siempre
tiene un periodo fijo y conocido.

Houses (millions)

Estacionalidad

1‘,'.":‘ Jan I'B&‘.Clljdn I‘Z'Ci',l Jlan I‘,“-.‘-CI Jan ‘9'3':‘ lan
index [1M]
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Un factor ciclico sucede cuando los datos
tienen comportamientos de subidas y bajadas a
con frecuencias que no son fijas. Estas
fluctuaciones suelen darse por condiciones
econdmicas, casi siempre se relacionan con a0
el “ciclo econdémico”. Estas fluctuaciones
usualmente tienen una duracion de al menos
dos afios. 2

an

Ciclico

Daily changes in Google closing stock price
Contiene cualquier otra cosa en la serie |
temporal, no tiene estacionalidad, tendencia
Resto ni comportamiento ciclico. ]

2-:'1‘« 20’1‘: 2f.‘.I3
Date (1]

Fuente: Hyndman y Athanasopoulos (2021)

En machine learning existen muchas técnicas que se pueden utilizar para realizar
predicciones con series de tiempo. Segun Amalou, Mouhni y Abdali (2022) Las
arquitecturas en base a RNN son modelos para pronosticar series de tiempo, ya que
son capaces de tener en cuenta el aspecto secuencial de los datos de entrada y la

nocion de tiempo (p. 3).

En ese sentido para el desarrollo del estudio se utilizo la red de memoria a corto y
largo plazo (LSTM) es una variante de la red neuronal recurrente (RNN), segun
Sattarzadeh, Kutadinata, Pathirana y Huynh (2023) LSTM estd compuesto por
unidades de red recurrentes que mantienen los valores de periodos cortos y largos,
almacenan la informacion en celdas de memoria y son mejores para identificar y
aprovechar caracteristicas de largo alcance (p. 9). En ese sentido Zaini, Ahmed, Ean,
Chow y Malek (2023) menciona que, el rendimiento de la red LSTM es superior en el
aprendizaje de dependencias a largo plazo y es capaz de resolver problemas de fuga
de gradiente (p. 6). Las redes LSTM tienen la ventaja de tener una memoria a corto
plazo como las RNN como también a largo plazo, lo que le permite “recordar” un valor
importante y preservarlo por varios instantes de tiempo, por lo que es adecuado para

el manejo de series temporales. La figura 1 muestra su estructura.
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Figura 1

Compuertas de una celda LSTM

Forget sate Input gate Ouiput gate

—_—_ == T

e o f,

— — — — — — — — — b — — — —

'lF

Irpreet X,

Fuente: Sattarzadeh et al. (2023)

Donde: forget gate permite eliminar elementos de la memoria, input gate permite
agregar nuevos elementos en la memoria y output gate permite la creacion del estado

oculto actualizado.

Asimismo, se utilizd Prophet, un modelo lanzado en el afio 2017 por Facebook. Tiene
la capacidad de capturar tendencias y estacionalidades, incluye algunas
caracteristicas de los modelos de machine learning como; SVM vy las series Fourier
(Feng et al., 2023, p. 7). Este modelo es considerado un hibrido, para su uso no es
necesario tener un conocimiento amplio de matematicas o programacion. Segun Guo,

Fang, Zhao y Wang (2021, p.4) se expresa matematicamente como:

y(t) = g) +s(t)+ h(t) + &

Donde: y(t) es el resultado de prondstico que se obtiene del modelo, g(t) representa
la funcion de tendencia, s(t) es la funcidn periddica que tiene relacion con la
estacionalidad semanal y anual, h(t) simboliza el efecto de los dias festivos con varios
periodos de tiempo y €, representa el error, cambios anormales que no se reflejan en

el modelo.

También es importante mencionar que los modelos fueron desarrollados utilizando
Python, es un lenguaje de programacion que opera en multiples plataformas, creado
por Guido Van Rossum originario de Paises Bajos. Segun Raschka, Patterson y Nolet

(2020) es un lenguaje de programacion interpretado de alto nivel, reconocido por su
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facilidad a la hora de aprender, es muy atractivo para cargas de trabajo en ciencia de
datos, machine learning e informatica cientifica (p. 2).

Referente al marco de trabajo, se empleé Knowledge Discovery (KDD), segun
Daderma y Rosander (2018) es un proceso iterativo que se centra en descubrir
conocimiento a partir de una base de datos (p. 14). Es iterativo por que en alguna
etapa puede ser repetitivo, con la finalidad de obtener un mejor conocimiento o
resultado. Segun lo mencionado por Joyanes (2019) Dunham adapté el proceso de
Fayyad en 5 etapas (p. 246). A continuacion, se detalla.

Figura 2
Etapas del proceso KDD

Mineria de Interpretacion/

Seleccion Preprocesamiento Transformacion L,
P datos Evaluacion

Fuente: adaptado de Maldonado y Vairetti (2022)

En la etapa inicial del proceso KDD se realiza la seleccién del conjunto de datos
objetivos o subconjunto de ellos, los mismos que seran analizados para hallar nuevos

descubrimientos (Maldonado y Vairetti, 2022, p. 30).

El preprocesamiento consiste en elegir diferentes estrategias que permitan manejar
valores que puedan ensuciar el conjunto de datos (Maldonado y Vairetti, 2022, p. 30).
Esto se consigue mediante la transformaciéon y eliminacion de patrones irregulares
como datos atipicos, datos inconsistentes, en blanco, incompletos, entre otros
(Sanchez, Garcia y Rua, 2020, p.4).

En la etapa transformacion, dependiendo del objetivo planteado y el problema, es
recomendable escalar los valores, generar nuevas variables que puedan servir para
el modelamiento. Ademas, es importante simplificar los conjuntos de datos

determinando las variables de interés (Maldonado y Vairetti, 2022, p. 30).

La cuarta etapa consiste en la seleccion de algoritmos o modelos que se utilizaran
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para resolver la probleméatica, estas pueden ser de clasificacion, regresion, u otros,
también se selecciona los datos en conjuntos, uno para el entrenamiento y otro para
las pruebas [...] y finalmente, la interpretacion se realiza de acuerdo a los criterios

establecidos anteriormente (Maldonado y Vairetti, 2022, p. 31).

En la etapa final se realiza la verificacion de los supuestos. Maldonado y Vairetti
(2022) mencionan que esta basado en los criterios de éxito, se debe evaluar e
interpretar tanto el proceso como los resultados con la finalidad de alcanzar resultados
de calidad (p. 31).

Por otro lado, es importante mencionar que, en base a los antecedentes revisados y
dado que, para el desarrollo del trabajo se emplea algoritmos de prediccion. Se
utilizara las siguientes meétricas: Mean Squared Error (MSE) y Root Relative Squared
Error (RMSE). Al respecto, Almeyda (2022) sefala lo siguiente:

Las métricas MSE y RMSE son dependientes de la escala de medida, permiten analizar
los resultados de la prediccion y evaluar los niveles de error respecto a los valores reales
de la serie temporal, si las métricas son mas bajas, quiere decir que existe mayor precision

en el pronéstico (p. 96).

1) El MSE segun Sohrabpour, Oghazi, Toorajipour y Nazarpour (2021) [...] es una
herramienta muy conocida y utilizada para evaluar la calidad de los prondsticos,
utilizado para medir el promedio de cuadrados de los errores (p. 5). Esta métrica
es sensible a cambios grandes. Segun Kavya et al. (2023, p. 9) matematicamente

se expresa de la siguiente manera:

=i — xi)z
n

MSE =

Donde:
n = nidmero de observaciones
y; = valor pronosticado

x; = valor real
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2) El RMSE segun Kavya, Mathew, Raja y Sarwesh (2023) proporciona informacién
de un modelo referente a su desempefio en un corto plazo (p. 9). Esta métrica
presenta mayor sensibilidad a cambios pequefios, segun los autores se representa

en la siguiente ecuacion:

?Izl(Xi - Xm)z
N

RMSE =

Donde:
N = nimero de observaciones
X; = observaciones reales

X,, = observaciones estimadas

Por consiguiente, en el estudio se establecio como hipétesis general: machine
learning permite predecir la demanda del limén en el mercado mayorista de Lima,
como hipotesis especificas: el error cuadratico medio permite establecer el
desempeiio de los modelos de machine learning en la prediccion de la demanda del
limén en el mercado mayorista de Lima y la raiz del error cuadratico medio permite
establecer el desempefio de los modelos de machine learning en la prediccion de la

demanda del limoén en el mercado mayorista de Lima.

Il METODOLOGIA

La metodologia de estudio estd conformada por seis secciones; 1) tipo,
enfoque y disefio de investigacion, 2) variables de estudio, 3) poblacion y muestra, 4)
técnica e instrumentos de recoleccion de datos, 5) métodos para el analisis de datos

y 6) aspectos éticos. A continuacion, se detalla:

Es de tipo aplicada, ya que busca contribuir en la creacion de herramientas que
faciliten tomar medidas anticipadas y reducir el impacto ante la probleméatica del
desabastecimiento del limén. Fernandez et al. (2023) menciona que la investigacion

aplicada emplea los conocimientos aprendidos y los utiliza en la busqueda de
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soluciones ante problemas reales (p. 2). El enfoque es cuantitativo, al respecto Cobo
y blanco (2019) sefialan que; una investigacion cuantitativa permite dar respuesta al
estudio de la relacion o asociacion entre variables cuantificadas (p. 1). Los datos que
se utilizaron fueron historiales de los ingresos del limén al mercado mayorista de Lima,
dicha data se mide numéricamente, ademas, dentro de los procesos que se requiere
para el desarrollo del estudio se us6 herramientas de andlisis mateméatico. Tiene un
disefio metodoldgico experimental de tipo preexperimental con una sola medicion,
porque se utilizé un conjunto de datos a los cuales se aplic6 machine learning para
desarrollar modelos de prediccidon que posteriormente fueron evaluados con métricas
de error. Hernandez, Fernandez y Baptista (2014) mencionan que; en este tipo de
estudio no existe manipulacion de la variable independiente, tampoco existe una
referencia previa o grupos de contraste (p. 141). Los autores indican que este disefio

podria diagramarse de la siguiente manera:

Grupo de sujetos o casos Medicién de los sujetos

G X 0

Tratamiento o condicién experimental

Aplicado al estudio el disefio seria:

G: Datos de los historiales de ingresos del limon al mercado mayorista de lima.
X: Machine learning

0: Métricas de error (MSE, RMSE)

Es de nivel predictivo, por lo que busca anticipar situaciones futuras, el alcance abarca
el disefio, entrenamiento y validacion, haciendo uso de Prophet y la red neuronal
recurrente LSTM. El aprendizaje de los modelos esta delimitado por el conjunto de
datos, corresponden al historial del ingreso diario del limén al mercado mayorista de

Lima, comprendidos desde agosto de 2020 hasta diciembre de 2023.

El presente trabajo cuenta con dos variables: machine learning y prondstico de la

demanda, siendo machine learning la variable independiente y pronéstico de la
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demanda la variable dependiente, la variable dependiente fue medida con los
indicadores: error cuadratico medio (MSE) y la raiz del error cuadratico medio
(RMSE). Segun Chen et al. (2023) machine learning es un subconjunto de la
inteligencia artificial, utilizado para predecir valores futuros mediante algoritmos que
aprenden las estructuras de los datos y patrones estadisticos intrinsecos (p. 2). Por
otro lado, el autor Hoyo (2019) sefala que, la demanda es la cantidad de productos
qgue un grupo de individuos esta dispuesto a adquirir y tiene principalmente una
dependencia con el precio (p. 16). En ese sentido el prondstico de la demanda es
conocer de manera anticipada el consumo de un determinado producto. La

operacionalizacion de las variables a mayor detalle se encuentra en el ANEXO N 2.

Referente a la poblacion, los autores Cobo y blanco (2019) mencionan que [...] es el
subconjunto de la poblacion referencial (elementos globales) al que se tiene intencién
de estudiar (p. 37). Por tanto, la poblacion de estudio de la presente investigacion
fueron los historiales de ingresos diarios del limon al mercado mayorista de Lima,
comprendidos desde agosto de 2020 hasta diciembre de 2023, siendo 3 afios y 5
meses con una totalidad de 1247 registros. Asimismo, la muestra es determinante
para conseguir buenos resultados en la investigacion, en la técnica no probabilistica
cada elemento de la poblacion no puede ser elegido al azar, en gran medida su
seleccion depende del juicio del investigador. (Arrogante, 2022, p.1). Dado que la
investigacion pertenece al campo de la inteligencia artificial los autores Galdo et al.
(2024) sostienen al respecto; en los campos de IA es necesario considerar la cantidad
y calidad suficiente de datos para que el sistema logre aprender y funcionar
satisfactoriamente (p. 200). En ese sentido se consider6 como muestra todos los
elementos de la poblacién (ingresos del limén al mercado mayorista de Lima)
obtenidos de los reportes publicados por el MIDAGRI, porque fueron necesarios para

realizar el entrenamiento y prueba de los modelos predictivos.

La técnica de la observacion fue utilizada para la recoleccion de los datos, se realiz
la busqueda en diferentes sitios web, donde finalmente se eligio la pagina oficial del
MIDAGRI, como instrumento se empled las fichas de datos, estuvo conformado por

los registros de los historiales de ingresos del limén al mercado mayorista de Lima.

Para el andlisis de los datos se empleé la estadistica descriptiva e inferencial. Segun
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Matos, Contreras y Olaya (2020) la estadistica descriptiva consiste en recolectar,
organizar, analizar e interpretar un conjunto de datos para una o mas variables de
interés del investigador (p. 12). En ese sentido los datos se pueden presentar en
diversos graficos que permitan facilitar su interpretacion. Para validar la hipétesis se
utilizé SPSS statistics, la prueba de Spearman permitié ver el grado de correlacion
entre los valores de las métricas que miden el desempefio de los modelos. Al
respecto, los mismos autores sefialan que el andlisis inferencial se realiza mediante
métodos y procedimientos que permiten evaluar, determinar propiedades de manera
sistematica de una poblacion de estudio a partir de la muestra y generalizar

conclusiones.

La investigacion fue realizada respetando la veracidad de los resultados, la
manipulacion de la data se realizd6 unicamente con fines de estudio, toda fuente o
concepto tedrico recopilado de otras investigaciones fueron utilizados respetando los
derechos de autoria, para ello se utilizo las referencias estilo 1SO-690 y 690-2
proporcionados por la universidad César Vallejo, también se usé la herramienta
TURNITIN, que permitio analizar el contenido del presente estudio con la finalidad de

encontrar posibles plagios.

[I. RESULTADOS

A continuacién, se presentan los resultados descriptivos, obtenidos de la

medicién de los modelos de prondstico utilizando el algoritmo LSTM.

Tabla 2
Configuracion de hiper parametros LSTM
Hiper parametros LSTM
Longitud de la secuencia 20, 30, 40
Unidades recurrentes 25, 35, 45
Tasa de aprendizaje le-3, le-4, 5e-4
Epochs 65
Batch 20, 30, 40
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Segun la tabla 2, en las figuras 3, 4 y 5 se presenta el comportamiento de los errores
en términos MSE, para tamafos de secuencia de 20, 30 y 40 dias. Se observa que el
modelo con 45 neuronas en 65 iteraciones tiene la curva de pérdida mas baja en
todas las longitudes de secuencias.

Figura 3

Error MSE para una secuencia de 20 dias

Modelos LSTM con tamafios de secuencia de 20 dias
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Figura 4

Error MSE para una secuencia de 30 dias

Modelos LSTM con tamafios de secuencia de 30 dias
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Figura 5

Error MSE para una secuencia de 40 dias

Modelos LSTM con tamanos de secuencia de 40 dias
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La tabla 3 muestra los 5 modelos que tuvieron mejor rendimiento en términos RMSE,
donde; en el entrenamiento el modelo con una configuracion de longitud de secuencia
de 30, con 45 unidades, una tasa de aprendizaje de 0.0010 y un tamafo de lote igual

a 20 destaco entre los otros modelos con un valor RMSE de 0.208.

Tabla 3
Desempeiio RMSE - LSTM

Longitud Unidades Tasa Batch size Entrenamiento Prueba Validacion

secuencia recurrentes aprendizaje

30 45 0.0010 20 0.208 0.142 0.130
30 85 0.0010 30 0.212 0.151 0.133
30 45 0.0010 30 0.211 0.150 0.133
30 45 0.0005 20 0.224 0.155 0.136
30 45 0.0010 40 0.216 0.147 0.138

La figura 6 grafica el desempefio de la tabla 3, donde los valores minimos fueron;
para el entrenamiento: 0.208, en la prueba: 0.142 y en la validacién: 0.130, se aprecia

menor diferencia entre los dos ultimos valores.

Figura 6

Error RMSE de los mejores 5 modelos

Comparativo desempefo (RMSE) para entrenamiento, validaciéon y prueba para los top-5 modelos

mmm RMSE_train
0.5 mmm RMSE_val
RMSE test

0.2
0.0 ! i k ’ !
1 2 3 4 5

Modelo

RMSE

Asimismo, la tabla 4 muestra los 5 modelos con mejor rendimiento en términos MSE,
donde; el modelo con una configuracién de longitud de secuencia de 30, con 45
unidades, una tasa de aprendizaje de 0.0010 y un tamafio de lote igual a 20 destacé

entre los otros modelos con un valor MSE de 0.0436 en el entrenamiento.
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Tabla 4
Desempefio MSE - LSTM

Longitud Unidades Tasa Batch size Entrenamiento Prueba Validacion
recurrentes aprendizaje

secuencia
30 45 0.0010 20 0.0436 0.0204 0.0169
30 85 0.0010 30 0.0449 0.0228 0.0177
30 45 0.0010 30 0.0448 0.0227 0.0178
30 45 0.0005 20 0.0503 0.0240 0.0185
30 45 0.0010 40 0.0470 0.0218 0.0190

La figura 7 muestra la comparacion de las pérdidas en términos MSE de los 5 modelos
con mejor rendimiento, donde se obtuvieron los siguientes valores; en el

entrenamiento: 0.436, en la prueba: 0.0204 y en la validacion: 0.0169.

Figura 7
Error MSE de los mejores 5 modelos
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A continuacion; se presenta el andlisis descriptivo, obtenido de la medicién de los

modelos de prondstico utilizando PROPHET.

Tabla 5
Configuracion de parametros PROPHET
item Parametros PROPHET
1 changepoint_prior_scale 0.005, 0.05, 0.5, 5
2 seasonality_prior_scale 0.1,1,10.0
3 holidays_prior_scale 0.1,1,10.0
4 seasonality_mode Multiplicative, additive
5 changepoint_range 0.8,0.9
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La tabla 6 muestra el resultado de las meétricas, donde el modelo con mejor
desempefio tuvo los siguientes pardmetros: 0.05, 10.0, 1.0, multiplicative, 0.8
(correspondientes segun el orden del item de la tabla 5), con un valor MSE de 149.31

y RMSE de 22292.35.

Tabla 6
Desempefio del modelo PROPHET
RMSE

Sin ajuste de parametros 23924.22

Con ajuste de parametros 22292.35

Por consiguiente, la figura 8 muestra el comportamiento de aprendizaje (lineas
azules) con referencia a los datos reales (representado por los puntos negros), donde

se observa valores que el modelo no alcanza a pronosticar.

Figura 8
Trama de valores reales con predicciones - PROPHET
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Con referencia a los resultados inferenciales, en la prueba de normalidad se aplico

Kolmogorov-Smirnov, donde se obtuvo lo siguiente:

Tabla 7
Prueba de normalidad del desempefio — LSTM
Kolmogorov
Estadistico gl Sig.
RMSE_val 0.145 81 0.000
MSE_val 0.155 81 0.000
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Se observé que, mediante la prueba de normalidad aplicado a los errores de

validacion de los modelos LSTM, el valor de significancia estadistica fue 0.000, siendo

menor que 0.05 por lo tanto, se rechazé la Ho y se acept6 la Ha; lo que significa que

dichos datos no tienen una distribucién normal.

Tabla 8
Prueba de normalidad del desempefio PROPHET

Kolmogorov
Estadistico al Sig.
y 0.112 882 0.000
yhat 0.059 882 0.000

En la tabla 8 se observa que, mediante la prueba de normalidad los

valores de

significancia estadistica para los datos analizados fueron menores que 0.05 por lo

tanto, se rechazo la Ho y se acepto la Ha; lo que significa que dichos datos no tienen

una distribucién normal.

A continuacioén, se presenta la prueba de hipétesis del estudio, se aplicé la prueba no

paramétrica de Spearman para determinar la correlacion entre los valores.

Tabla 9

Prueba de correlacion del desempefio - LSTM

RMSE_val MSE_val

Rho de Spearman RMSE val Coeficiente de correlacion 1.000 0.756™
Sig. (bilateral) 0.000
N 81 81
MSE_val Coeficiente de correlacion 0.756™ 1.000
Sig. (bilateral) 0.000
N 81 81

El supuesto es que el comportamiento de los errores RMSE no difiere mucho de los

errores MSE, siendo el primer error mas sensible a cambios pequefios y el segundo

a cambios grandes. Segun la tabla 9, el valor p=0.00 < 0.05, por lo tanto,

gue existe correlacion entre los datos.

se deduce
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Tabla 10

Prueba de correlacion del desempefio - PROPHET

y yhat
Rho de Spearman y Coeficiente de correlacion 1.000 0.280"
Sig. (bilateral) . 0.000
N 882 882
yhat Coeficiente de correlacion 0.280" 1.000
Sig. (bilateral) 0.000
N 882 882

** | a correlacion es significativa en el nivel 0,01 (bilateral).

En la tabla 10, se observa que p = 0 < 0.05, por lo tanto, se rechaza la hip6tesis nula
y se acepta la hipotesis alternativa, por consiguiente, se puede decir que existe una

relacion significativa entre los valores obtenidos con el modelo prophet.

V. DISCUSION

En esta seccion, se presentan las discusiones donde se analiza los resultados
gue se obtuvieron durante el desarrollo del presente estudio, después se realiza la
comparacion con las investigaciones citadas en los antecedentes y se describen las

limitaciones identificadas.

Referente al objetivo general, se aplic6 machine learning para predecir la demanda
del limoén en el mercado mayorista de Lima. En ese sentido se utilizé LSTM y Prophet,
para el desarrollo se empled el marco de trabajo KDD, es un conjunto de procesos
divididos en cinco etapas (seleccién, preprocesamiento, transformacién, mineria de
datos, Interpretacion/evaluacion). Almeyda (2022) aplic6 un marco de trabajo
conformado por las etapas: descripcion, modelado y prondstico, en los que se incluyo
los lineamientos de prondstico para series de tiempo univariados del autor Parmezan
y considero los objetivos de andlisis de datos de las series temporales propuesto por
Chatfield en el 2019. Otros autores como Guo, Fang, Zhao y Wang (2021) y Woong
y Seok (2020) aplicaron una metodologia, que consta de cuatro etapas, primero:
seleccién de objetos de investigacion y recojo de datos, segundo: descomposicion e
integracion de los datos, tercero: aplicacion de los modelos y andlisis de los
resultados.

Para el desarrollo de los modelos se realiz6 ajustes de parametros, de manera similar
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los autores Guo, Fang, Zhao y Wang (2021) ajustaron los valores: change point prior
scale, holidays prior scale y seasonality mode para el modelo Prophet, y para LSTM
ajustaron el tamafo del lote, las épocas, la funcién de activacion y el optimizador.
Asimismo, Almeyda (2022) en el desarrollo de los modelos LSTM consideré: tamafio
de look back, hidden layer, unidades recurrentes, epochs, learning rate, optimizador,
early stopping, batch size, escalador, funcién de activacion y funcién de pérdida.

En lo que respecta los objetivos especificos 1 y 2, se midi6 el desempefio de los
modelos realizados con LSTM y Prophet con las métricas de error MSE, RMSE.
Segun el estado del arte, en el Pera existen pocos estudios referentes a la prediccion
de la demanda del limén, al respecto el Unico trabajo similar fue el presentado por
Almeyda (2022), donde estudio el modelado y el prondstico de series de tiempo para
pronosticar la demanda internacional del banano organico del Peru utilizando
algoritmos de machine learning (MLP, RNN, LSTM, GRU) concluyo6 que los modelos
de redes neuronales recurrentes tienen mayor precision, destacando el algoritmo
RNN con un valor de RMSE: 0.03838 y MSE: 0.000147, los mismos que son menores
a los valores obtenidos en este estudio, esta diferencia se da principalmente por la

cantidad y el comportamiento de los datos entre ambas investigaciones.

Diversos estudios sefialan que las redes neuronales recurrentes tienen mayor
precision para pronosticos de series temporales, donde destaca las redes LSTM,
como se evidencia en los estudios de Larico (2022), Hao et al. (2022), Sabas et al.
(2023) y Vera et al. (2022) y al realizar un contraste global con el estudio presente se
puede observar que cuanto mas data se obtenga la red LSTM muestra mejores
resultados de prondstico. Asimismo, en la presente investigacion se utilizé datos de 3
afios y 5 meses y se obtuvo una validez RMSE igual a 0.130, de manera similar en el
estudio realizado por Vera, Pereira y Figueira (2022) donde proponen y prueban
diferentes modelos para predecir la demanda diaria del pescado fresco, utilizando
redes de memoria a largo y corto plazo, redes neuronales Feedfordward, regresiéon
de vectores de soporte, random forest y el modelo estadistico Holt-Winters, con datos
desde el 1 de setiembre de 2017 al 22 de octubre de 2019 evidenciaron que el modelo
LSTM fue en general el que demostré6 mayor rendimiento de prondstico con un valor
RMSE=27.82.

Por otro lado, Hao, Caminola y Castelletti (2022) en su estudio realizaron una
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comparacion del rendimiento de los modelos LSTM, LightGBM, SVR, ANN, ARIMA
para pronosticar la demanda de agua en Milan, utilizaron 1095 registros. Los
resultados obtenidos demuestran que el modelo LSTM tuvo un rendimiento
significativo de R2: 0.94, sin embargo, el modelo WA-LSTM fue mejor en comparacion
a todos los modelos con un R2 de 0.99. En referencia los autores Guo, Fang, Zhao y
Wang (2021) desarrollaron un modelo hibrido utilizando Prophet-SVR para predecir
datos estacionales en la industria manufacturera, demostrando tener mejor
rendimiento (MSE:124, RMSE:1.11, MAPE:9.58%) respecto a LSTM (MSE:1.97,
RMSE:1.40, MAPE:11.85%). De manera similar Chuwang y Chen (2022) en su
estudio para pronosticar la demanda diaria y semanal de pasajeros para estaciones
de transporte ferroviario urbano utilizando enfoques de modelado de series
temporales, en este caso, el modelo Prophet obtuvo mejor rendimiento en los
pronosticos diarios con un valor RMSE: 683.96 y MSE: 467.800,51. Para determinar
la estacionariedad de los datos utilizaron la prueba de Dickey Fuller aumentada
(ADF), tuvieron que utilizar el modelado automatico-ARIMA para transformar sus
datos porque la prueba ADF salié negativa. En contraste el presente estudio también
se aplicé la prueba ADF, los datos si mostraron estacionariedad, por o que no hubo
necesidad de transformar los datos, se obtuvo un RMSE: 22292.35 y MSE: 149.31,
estos valores tienden a mostrar gran diferencia entre ambos estudios, debido a que
se utilizo dias y los autores trabajaron con horas. Asimismo, los autores Woong y
Seok (2020) en su estudio prondéstico de series temporales de volumenes de ventas
de productos agricolas basado en memoria estacional a largo plazo, utilizaron
historiales de ventas de productos (cebolla galesa, malva china, lechuga, mini tomate
y cebolla) desde junio de 2014 hasta diciembre de 2019, con un periodo de ventas de
aproximadamente 2000 dias (la cantidad de datos varia segun el producto debido a
datos faltantes), para el modelo LSTM y SLSTM dividieron los datos para el
entrenamiento 60%, el siguiente 20% para la validacion y el 20% restante para la
prueba, para el modelo Prophet se dividié en 80% y 20% para entrenamiento y prueba
respectivamente, donde se obtuvo valores RMSE (data del producto malva china)
para Prophet: 13.4, LSTM: 12.8 y SLSTM:12.95. En contraste se emple6 1247
registros (ingresos del limén), los mismos que fueron divididos en 80%, 10% y 10%
(entrenamiento, validacién y prueba) para LSTM y para Prophet 71% para el
entrenamiento y 39 % para la validacion, se obtuvo una validez RMSE: 0.130 y

22292.35 respectivamente. Como se puede observar los resultados difieren en gran

25



manera, generalmente se da por el comportamiento de las series temporales, ademas

gue se trabajo con porcentajes de particiones diferentes.

V. CONCLUSIONES

En base a los objetivos y los resultados conseguidos en el estudio, se presenta

las siguientes conclusiones:

Se aplico machine learning para el pronéstico de la demanda del limén, se destaca la
etapa de pre procesamiento, donde se determina que la serie temporal tiene un
comportamiento estacional, se utilizé el marco de trabajo KDD, también se dividié los
datos en bloques (entrenamiento validacion y prueba), para obtener mejores
resultados en los prondsticos, se realizo el ajuste de parametros tanto para los
modelos desarrollados con LSTM como para los modelos con Prophet, ello facilito el

entrenamiento y la evaluacion de los mismos.

Se determind el error cuadratico medio (MSE) para LSTM 0.0169 (con ajuste de
parametros) por otro lado, el modelo desarrollado con Prophet obtuvo un valor de

149.31 (con ajuste de parametros) cabe resaltar que este modelo tiene un R2 de 0.8.

Se determind la raiz del error cuadratico medio (RMSE) para el modelo LSTM: 0.130
y para el modelo Prophet: 22292.35. En la comparacion de los resultados del
entrenamiento con la validacion se observa que el tamafio de los errores tiene gran
diferencia, sin embargo, en los resultados de prueba con validacion tiende a disminuir,
este comportamiento representa la presencia de underfitting, si bien es cierto los
niveles de error casi nunca llegan a cero, el modelo puede mejorar al incrementar la

cantidad de datos.

Finalmente se obtuvo dos modelos con mejores resultados en términos de RMSE,
tuvieron los siguientes parametros: LSTM, con 45 unidades recurrentes, una tasa de
aprendizaje de 0.0010 y un batch size de 20, en tanto el modelo Prophet con un
change point prior scale de 0.05, change point range igual a 0.8, seasonality prior
scale de 10.0, holidays prior scale igual a 0.1 y el seasonality mode de tipo
multiplicativo. Por lo tanto, ambos modelos son idoneos para realizar prondésticos de

la demanda del limén.
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VI. RECOMENDACIONES

Después de establecer las conclusiones se plantean las recomendaciones

indicando sugerencias para obtener mejoras en investigaciones futuras:

Se recomienda realizar estudios comparativos, desarrollando modelos hibridos.
Dastjerdi et al. (2022) menciona que, los modelos hibridos podrian mejorar el
rendimiento del modelo base (p.3). En ese sentido se podria ampliar y mejorar los
resultados del estudio.

En vista que los registros del ingreso del limén al mercado mayorista de Lima seguiran
incrementando, se recomienda desarrollar modelos multivariados y aumentar la
cantidad de los datos, ello permitiria mejorar el entrenamiento e influiria en el nivel de
underfitting, por ende, se podria obtener modelos con mejor ajuste. Galdo et al. (2024)
sostiene al respecto; en los campos de inteligencia artificial es relevante la cantidad
de los datos para que el sistema logre aprender y funcionar satisfactoriamente (p.
200).

Se recomienda emplear otros marcos de trabajo diferentes a Knowledge Discovery in
Databases (KDD), como Cross Industry Standard Process for Data Mining (CRISP-
DM), con la finalidad de explorar diferentes enfoques, con ello se podria obtener

nuevos descubrimientos en las bases de datos.
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ANEXOS

ANEXO N° 1: Matriz de consistencia

TITULO DE INVESTIGACION: Machine learning para predecir la demanda del limén en el mercado mayorista de Lima.

PROBLEMAS

OBJETIVOS

HIPOTESIS

VARIABLES

Problema General

Objetivo General

Hipotesis General

Variable
dependiente

¢Cémo un modelo de machine learning permitira
predecir la demanda del limén en el mercado
mayorista de Lima?

Aplicar machine learning para predecir la
demanda del limén en el mercado
mayorista de Lima.

Machine learning permite predecir la
demanda del limoén en el mercado mayorista
de Lima.

Prondstico de la
demanda.

Problemas Especificos

Objetivos Especificos

Hipotesis especificas

Variable
independiente

1). ¢ En qué medida el error cuadratico medio permitira
medir el desempefio de los modelos de machine
learning en la prediccion de la demanda del limén en
el mercado mayorista de Lima?

1). Determinar el error cuadratico medio para
establecer el desempefio de los modelos de
machine learning en la prediccién de la
demanda del limén en el mercado mayorista
de Lima.

1). El error cuadratico medio permite
establecer el desempefio de los modelos de
machine learning en la prediccion de la
demanda del limén en el mercado mayorista
de Lima.

2). ¢ En qué medida la raiz del error cuadratico medio
permitira medir el desempefio de los modelos de
machine learning en la prediccion de la demanda del
limén en el mercado mayorista de Lima?

2). Determinar la raiz del error cuadratico
medio para establecer el desempefio de los
modelos de machine learning en la
prediccion de la demanda del limén en el
mercado mayorista de Lima.

2). Laraiz del error cuadratico medio permite
establecer el desempefio de los modelos de
machine learning en la prediccion de la
demanda del limén en el mercado mayorista
de Lima.

Machine learning




ANEXO N° 2: Operacionalizacion de variables

Variables de Definicién conceptual Definicion operacional | Dimension Indicadores Escala
estudio de
medicion
Independiente: Machipe Ie_arnin_g es un _subco_rTjunto
de la inteligencia artificial, utilizado
para predecir valores futuros
mediante algoritmos que aprenden
las estructuras de los datos y
Machine patrones estadisticos intrinsecos
|earning (Chen et al., 2023, p. 2).
Dependiente: | Segdn Hoyo (2019) la demanda es | Para medir el prondstico de la | Métricas  de _ _
la cantidad de productos que las | demanda se utilizara las | evaluacion de | Error cuadratico medio (MSE)
personas estan dispuestas a adquirir | métricas error cuadratico medio | l0S modelos.
y tiene  principalmente una |y la raiz del error cuadratico n 2
p Ssti dependencia con el precio (p. 16). | medio. MSE — > i i = xi) ]
ronostico En ese sentido pronosticar la n Razon
de la demanda es conocer de manera
demanda anticipada el consumo de un

determinado producto.

Raiz del error cuadratico medio (RMSE)

N 2
i Xi e Xm
ey _\/z.=.(w )




ANEXO 3: Contraste de modelos y métricas obtenidas de los antecedentes

METRICAS UTILIZADOS EN ESTUDIOS PREVIOS

Modelos con mejor

Autor (s) Finalidad Algoritmos rendimiento Métricas
Entrenar y evaluar el desempefio de un modelo predictivo para
Almeyda (2022) pronosticar la demanda del banano organico de Perd usando | MLP, RNN, LSTM, GRU RNN MSE, RMSE, MAPE,
algoritmos de aprendizaje supervisado. MAE y R2
Predecir la demanda eléctrica de los edificios de la Facultad de
Derecho y Edificio E de la Universidad de Piura, haciendo usode | LSTM, TCN TCN RMSE, MAE, MAPE

Guerrero y Renteros
(2022)

modelos de redes neuronales.

Larico (2022)

Implementar un modelo basado en redes neuronales recurrentes
para predecir la demanda de energia eléctrica.

LSTM con arquitecturas: simple, apilado y
bidireccional.

LSTM bidireccional

MSE, MAPE

Hao, Caminola y
Castelletti (2022)

Comparar el rendimiento de diferentes modelos de machine
learning en el prondstico de la demanda de agua a corto y largo
plazo en Milan.

LSTM, LightGBM, SVR, ANN, ARIMA

WA-ANN, WA-LSTM

RMSE, MAE, MAPE,
MSE, R2

Yohannes, Quy Desarrollar un modelo predictivo con la ayuda de simulacion por | Regresion lineal mdltiple (MLR), arboles de Extreme Gradient | R?, MSE, RMSE,
Drummond (2020) computadora y modelos de machine learning. decision potenciados (BDT), bosque aleatorio | Boosting (XGBoost) MAE
(RF) y el aumento de gradiente XGBoost.
Sabas, Silas, Utilizar modelos conjuntos y series de tiempo para pronosticar el | ARIMA, SARIMAX, espacio de estados (SS) LSTM R?>, MSE, MAE,
Mbalawuata y Judith rendimiento de los cultivos del banano en Tanzania, centrandose | y LSTM RMSE
(2023) especificamente en los efectos del cambio climatico.
Predecir la demanda diaria del pescado fresco. LSTM, redes neuronales Feedforward, | LSTM RMSE, MAE, MPE,

Vera, Pereiray
Figueira (2022)

regresion de vectores de soporte (SVM),
random forest y el modelo estadistico de Holt-
Winters.

MNE

Chuwang y Chen
(2022)

Pronosticar la demanda diaria y semanal de pasajeros para
estaciones de transporte ferroviario urbano.

Prophet, Box-Jenkins

Prophet (predicciones 1
dia), Box-Jenkins (7 dias)

MSE, MAE, RMSE,
MSLE, RMSLE

Guo, Fang, Zhaoy
Wang (2021)

Pronosticar datos estacionales en la industria manufacturera.

Holt Winters, SARIMA, Prophet, LSTM, SVR,
Sarima-SVR y Holt Winters-SVR

Prophet-SVR

MSE, RMSE, MAE,
MAPE

Woong y Seok (2020)

Pronosticar las ventas de productos agricolas.

autoarima, Prophet, LSTM y SLSTM

SLSTM

MAE, RMSE, NMAE
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